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1. Rovid osszefoglalas

Egyre gyakrabban taladlni val6 életbeli adatokat, amelyek cimkézett, heterogén Osszetevdk
halozataként vannak reprezentalva. Ahhoz hogy kereséseket végezziink ezekben a grafokban, az
embernek gyakran azonositania kell egy adott keresett graf illeszkedéseit egy (tipikusan hatalmas)
halozatban ami célgrafként van modellezve. A célgrafban 1év6 zaj és fixalt séma hidnya miatt, a
keresett graf jelentdsen kiillonbozhet a célgrafban 1€vé illeszkedésektdl mind strukturailag mind
csucscimkézést tekintve, igy allitva kihivasokat a grafkeresési feladatok szamara. Ebben a cikkben
mi a NeMa-t (Network Match) ajanljuk, ami egy szomszédsag alapu részgrafillesztd technika valos
halézatokban valo keresésre.

(1) Hogy egy illesztés mindségét felmérjiik, egy Gjszerli részgrafillesztési koltségmetrikat ajanlunk,
ami Osszegzi az egyedi csucsok illesztésének koltségét és egyesiti a strukturalis €s a csticscimkézési
hasonlosagokat.

(2) A metrikara alapozva, megfogalmazunk egy minimum koltségli részgrafillesztd problémat.
Adott keresett graf és célgraf esetén a probléma a keresett graf (legjobb-k) minimum koltségii
illesztésének megtalalasa a célgrafban. A cikk megmutatja, hogy a probléma NP nehéz.

(3) A probléma megoldasara egy heurisztikus algoritmust ajanlunk egy kovetkeztetési modellre
alapozva. Valamint optimalizalési technikakat is kinalunk az eljarasunk hatékonysagéanak javitasara.
(4) Empirikusan igazoljuk, hogy NeMa hatékony ¢és eredményes is, 6sszehasonlitva a kulesszavas
kereséssel és kiilonb6z6 modern grafkeresé technikakkal.



2. Bevezetés

Az internet eljovetelével az adatok forrdsa drasztikusan megnoétt, beleértve a vilaghalot, a szocialis
halézatokat, a gén adatbazisokat, tudas grafokat, orvosi és allami feljegyzéseket. Az ilyen adatok
gyakran vannak graffal reprezentalva, ahol a csucsok cimkézett entitasok és az élek a koztik 1€vo
kapcsolatokat fejezik ki [14, 43]. Grafadatok lekérdezése €s banyéaszasa létfontossagu a felmeriild
programok széles korében [1, 15, 30].

Ahhoz hogy keressilink ezekben a grafokban, gyakran sziikséges azonositani az illeszkedéseit
egy adott keresett grafnak egy (tipikusan hatalmas) célgrafban. A tradicionalis grafkeresé modellek
altaldban részgrafizomorfizmus és kiterjesztései szempontjabol vannak definidlva, amely azonositja
azon részgrafokat amelyek pontosan vagy megkozelitéleg izomorfak a keresett grafokkal [35,33,
43]. Ezen tilmenden, lekérdezé modellek és nyelvek széles kore ajanlott — mint példaul SPARQL és
XDD, az RDF ¢s XML adatokhoz — amelyek megkivanjak egy altalanos séma meglétét keresett- és
célgrafokhoz. Mindazonaltal, a valds grafok komplexek, zajosak, €és gyakran hianyoljdk az
altalanositott sémakat [1]. Valdban, (a) a csucsok lehetnek heterogének, kiillonbozé entitasokra
hivatkozok (pl.: személyek, cégek, dokumentumok) [14]. (b) Csticsok cimkéi egy gratban gyakran
gazdag szemantikaval rendelkeznek (pl.: id, URL-ek, személyes informaciok, log-ok, vélemények)
[15]. (c¢) Ami még rosszabb, hogy az entitdsok szemantikdja és a kiilonféle adathalmazokban vald
Osszekapcsolodasuk kiillonbozhet és ismeretlen lehet a felhasznalok szamara [1]. Ebben a
kontextusban egy illesztés talan nem sziikségszeriien (vagy akar megkozelitéleg) izomorf a keresett
graffal a cimke és topologikus egyenléség szempontjabol. fgy hat a tradicionalis grafkeresd
technikdk nem képesek jo mindségii illesztéseket talalni.

Figyeljiik meg a kdvetkez6 IMDB mozifilm-adathalmazos példat.
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Figure 1: A Query and lts Match (Example 1.1)

Példa 1.1. 4 felhasznalo egy olyan mozifilmet akar taldlni, amelynek szereploje 'Kate Winslet' és
ugyanaz a rendezo rendezte aki egy 'Stephen Lang' daltal jatszott filmet is. Még ha a séma és a
pontos cimkéi az entitasnak a cél halozatban nem is érhetoek el, a felhasznalo akkor is ki tud taldlni
a kereséshez néhany ésszerii grdafreprezentaciot [15, 17], ahogy mutatja a 'Figure 1' nevii kép (a) és
(b) része. Megfigyelheto, hogy az ilyen grafikus reprezentaciok talan nem lesznek egyediek, és a
keresett grdfnak talan nem lesz egy pontos illeszkedése az adathalmazban. Valoban, az eredmény az
dabra (c) részén semmikép nem hasonlo az dabra (a) és (b) részén lathato keresett grafokhoz a
hagyomanyos grafhasonlosagi definiciok szerint. A célgraf szerkesztési tavolsaga (annak mértéke,



hogy hanyszor kell grafszerkeszté operaciot végrehajtani ahhoz hogy egyik grdfot a masikka
alakitsuk) az 1 és 2 keresett grdfokkal 4 és 6. A legnagyobb kézos részgraf meérete 3 mindkét
esetben. Akarhogy is, 'Titanic' a helyes valasz a keresésre; és igy, az eredménygraf egy jo taldlatnak
tekinthet6 mindkét keresett graf szamara, valamilyen ujszerii grafhasonlosagi metrika
haszndlataval.

Ez az, ami a cikk ir6it motivalja, hogy lekérdezések megvalaszolasara alkalmas, gyors
részgrafilleszté technikakat vizsgdljanak, amelyek lazithatnak az részgrafizomorfizmus merev
struktarai és cimkeillesztési megkotésein és mas hagyomanyos grafhasonlosagi szabalyokon. A cikk
iro1 altal ajanlott grafhasonldsagi metrika a kovetkezd megfigyelésekre alapszik: (a) ha két csucs
kozel van a keresett grafban, akkor a hozzajuk tartoz6 eredménygrafbeli csticsok szintén kozel kell
hogy legyenek. Mindemellett, (b) lehet néhany kiilonbség az illesztett csticsok cimkéi kozott.

| || NeMa | BLINKS' | IsoRank | SAGA | NESS ' | gStore |
Precision 0.91 0.52 0.63 0.75 Tilter: 0.17 0.59
(Node) Filter+Verity: 0.80
Recall 0.91 0.52 0.63 0.75 Filter: 0.83 0.59
(Node) Filter+Verity: 0.80
Precision 0.88 0.50 0.40 0.69 Filter: 0.39 0.55
(Graph) Filier+Verily: 0.74
Recall 0.88 0.50 0.40 0.69 Filter: 0.75 0.55
(Graph) Filter | Verify: 0.74
Top-1 Maich 0.97 1.92 4882.0 15.95 Filter: 0.59 0.92
T'inding Time (sec) Filter Verify: 56.16

Table 1: NeMa vs. Kulcsszavas Keresés és Grafkeresé Eljarasok: A keresett grafok az IMDB grafbol lettek kivéve
és utdlag modositva 30% strukturalis és 50% cimkézési zaj hozzdadasaval. Az irok kiilonbozd eljarasokkal
meghataroztak a legjobb-1 illesztést minden keresett grathoz, és felmérték a hatékonysagot az (a) keresett csucsok ¢és a
(b) keresett grafok szintjén. A csucsok szintjén a pontossag, avagy precizid (Precission) a helyesen felfedezett
csucsilleszkedések és az Osszes felfedezett cstcsilleszkedés aranyaként van definialva, mig a visszaidézés (Recall) a
helyesen felfedezett grafillesztések és az Osszes helyes grafillesztés aranyaként van mérve. Egy grafillesztést helyesnek
feltételeziink, ha legalabb 70%-a a csticsainak helyesen van illesztve. Mivel csak a legjobb-1 illesztést vessziik
figyelembe, ezért a precission és a recall értékei megegyeznek. Valamint a NESS sziir6 fazis recall és precission értékei
is fel vannak tiintetve.

Mig az igény egy grathasonldsdgi metrikara nyilvanvald (pl.: SAGA[35], IsoRank [33]),
kevesen dolgoznak hatalmas halézatokban vald részgrafillesztésen mindkét kritériumot figyelembe
véve. Az utobbi idoben a NESS[20] lett kindlva részgrafillesztésre, ami figyelembe veszi a csticsok
kozelségét, de egy szigoru csucscimkeillesztéshez folyamodik. A NESS algoritmus egy szlirés-¢és-
verifikdcid megkozelitésre alapul. A szlird fazisban a kevésbé igéretes csucsjeldltek ki vannak
szortirozva iterativan, amig mar nincs tobb kiszortirozhato jelolt. A sziir6 fazis kimenete egy limitalt
szamu végso jelolt mindegyik keresett csucs szamara. Ezutan az algoritmus megerdsiti az ezen
végso jeloltek altal formalt 6sszes lehetséges grafilleszkedést, azért hogy megtalalja a legjobb-k
grafillesztést. A NESS modosithatd, hogy alkalmazkodjon csticscimke kiilonbségek 1étezéséhez.
Azonban ez a modositas csokkenti a szlird fazis hatékonysagat, és a végso jeloltek nagy szamat
eredményezi mindegyik keresett csucs esetén. Valojaban, az irok kisérleteiben, nagyon kevés a
precizios talalata a NESS-nek a sziird fazis végén (lasd Table 1). Ezért elég dragava valik a legjobb-
k gréfilleszkedés meghatarozasa a nagy szamu végsd jeloltekbodl. Ezzel szemben az irdk altal
ajanlott NeMa framework egy olyan kovetkeztetd algoritmust alkalmaz, amely iterativan noveli a
még igéretesebb csucsjeldltek taldlatat, figyelembe véve a cimkézésbeli és a strukturalis
hasonlosagokat is, és igy kozvetleniil talalja meg a legjobb-k grafilleszkedést.



Amivel a cikk hozzajarul a témahoz: Ebben a cikkben az ir6k a NeMa-t ajanljak, egy ujszeri
részgrafillesztd framework-t, heterogén haldzatokban vald kereséshez.

(1) A keresési eredményt az irok egy adott keresett grafnak a célgratban vald illeszkedéseként
definialjak, homomorfizmus alapt részgrafillesztési szandék szempontjabdl. Az illeszkedések
mindségének felmérésére egy ujszert részgrafillesztési koltségmetrikat definidlnak a keresett graf
¢s illeszkedései kozott. Ellentétben a szigort részgrafizomorfizmussal, az altaluk ajanlott metrika
Osszegzi a kiilonbozo keresett csucsok illeszkedését, ami filigg a csucsok cimkéinek illesztésének
koltségétdl és a bizonyos 1épésszamra 1évo szomszédsaguk illesztési kdltségeitdl.

(2) A koltségmetrikara alapozva, az irok egy részgrafillesztési minimumkoltség-problémat kinalnak,
amely szerint a keresett graf legolcsobb illesztését keressiik a célgrafon beliil. Megmutatjak, hogy a
probléma NP-nehéz.

(3) Az emlitett problémara az irok egy heurisztikus eljarast kindlnak. Toémoren, a NeMa atalakitja az
alapul szolgaldé grathomomorfizmus-problémat egy ekvivalens kovetkezteto-problémava grafikus
modellekben [29], és igy lehetdéveé teszi a kovetkeztetd algoritmus alkalmazédsat az optimalis
illesztések heurisztikus azonositasdhoz. Eljarasuk elkeriili a koltséges részgrafizomorfizmust €s
grafszerkesztési tavolsagok szadmitasat. Ezenkiviil indexelési és optimalizacids technikdkat is
kinalnak eljarasukhoz.

(4) Az ir6k empirikusan igazoljadk a NeMa hatékonysagat ¢s eredményességét. Valds halozatokon
végzett kisérleti eredményeik megmutatjak, hogy NeMa gyorsan talal jobb mindségli eredményeket,
Osszehasonlitva a kulcsszavas kereséssel (pl.: BLINKS [16]) és kiilonboz6 grafkeresd technikakkal
(pl.: IsoRank [33], SAGA [35], NESS [20], gStore [3]).

3. Kapcsol6do munkak

Részgraf Illesztés. Ullmann visszalépéses eljarasat [38], VF2-t[9], és Gyors-indexelést [32] szokas
hasznalni részgraf-izomorfizmus ellendrzésére.

A részgrafkeresési probléma a keresett graf Osszes eléfordulasat azonositja a célhaldzatban.
Bioinformatikdban, a pontos és kozelitd részgrafillesztést is alaposan tanulmanyoztak. Lasd.:
PathBlast [19], SAGA [35], NetAlign [22], IsoRank [33]. Ezek koziil a SAGA hasonlit a cikkirdk
moddszeréhez a probléma megfogalmazasa szempontjabdl. Azonban ezek az algoritmusok kisebb
bioldgiai halozatokat céloznak meg. Nehéz dket hatalmas heterogén haldzatokra alkalmazni.

Pontatlan részgrafok nagy grafokra val¢ illesztésével kapcsolatban voltak jelentds tanulméanyok.
Tong et al. [37] a ,,best-effort” mintaillesztést ajanlotta, amely megprobalja megtartani a keresett
graf alakjat. Ezzel ellentétben, mi az optimalis illesztéseket inkabb az entitasok kozelsége
szempontjabol azonositjuk, mint a keresett graf alakja szerint. Tian et al. [36] egy kozelitd
részgrafillesztd eszkozt kinalt hatékony indexeléssel, melynek neve TALE. Mongiovi et. al. egy
»set-coverbased” illesztétechnikat mutatott be pontatlan részgrathoz, SIGMA néven [26]. Mindkét
technika az élek taldlatat hasznalja az illesztések mindségének mérésére; és ezért, nem képesek
magukba foglalni az entitdsok kozelségének fogalmat. Vannak mas alkotasok is pontatlan
részgraffal vald illesztéssel kapcsolatban. A teljesség igénye nélkiili listdnk (lasd [13] szemléért)
tartalmazza a homomorfizmus alapi részgrafillesztést [12], a hiedelempropagalas alapu
haloigazitast [4], az élszerkesztési tavolsag alapu részgrafindexelési technikat [41], a milliard
csuccsal rendelkezd grafokban vald részgraf illesztést [34], a regularis kifejezés alapu
grafmintaillesztést [3], a séma [25] és kiegyensulyozatlan ontoldgia illesztést [42]. Koziilik a
homomorfizmus alapi részgrafillesztés [12] all a legkdzelebb a modszeriinkh6z. Azonban a
legjobb-k illesztés helyett, ez utdbbi az dsszes olyan részgrafrol beszamol, amelynél a keresett élek
illeszthetok egy bizonyos maximum hosszisagu uthoz és a cimkék kozti kiilonbségek bizonyos
kiisz6bon beliil vannak.



Tobb munka késziilt szimuldcié és biszimulacid alapu grafmintaillesztésrol (lasd [11], [23]),
amelyek a részgrafillesztést mint keresett- €s célcsucsok kozti kapcsolatként értelmezik. Hozzajuk
hasonlitva Nema szigorubb, mivel mi az részgrafillesztést mint fliggvényt értelmezziik a keresett- s
célesticsok kozott.

Cimke and Fogalom Propagalds. Cimkepropagélds széles korben lett hasznalva félig feliigyelt
tanulasnal, példaul cimkézetlen grafcsucsok cimkézésénél [31]. Fogalom Propagalas (CP)/Fogalom
Vektor (CV) ugyanakkor eredetileg arra lett megfogalmazva, hogy szemantikus hasonldsagokat
mérjiink feltételek/fogalmak kozott egy taxondmidban [21]. Megjegyezziik, hogy a memoriaval
kapcsolatos terjedéses aktivacids tedria [2] az aktivacios propagalas egy hasonld gondolatat
hasznalja. CP/CV ¢és a terjedéses aktivacido hatékonyan lett hasznalva [7, 20] -ban kozelitd
strukturdlis illesztésre fakban, grafokban, valamint Osszekapcsolt halozatokbol —valo
informacioszerzésre [5]. Ezek azonban csak szigoru cimkeillesztést vesznek figyelembe. Viszont
csucscimkék  nélkiili  részgrafillesztés egy nehezebb probléma, mint részgrafillesztés
csucscimkékkel [40]. Ezért ha szigora cstcscimke egyezés helyett megengediink kozelitd
csucscimkeillesztést (pl.: ahogy mi csindljuk), akkor a keres6-probléma komplexitdsa jelentdsen
megndhet.

Félig-strukturalt adatokban val6 keresés. Lorel és UnQl olyan lekérdezd nyelvek, amelyeket
félig-strukturalt adatokhoz terveztek. Mindketté cimkézett grafként modellezi az input adatokat, és
megengedi a felhasznaloknak, hogy lekérdezéseket irjanak anélkiil hogy tobbet tudnanak a sémarol.
Késobb, egy a hattérben 1évé lekérdezésfeldolgozd rendszer 4atalakitja a lekérdezéseket
hagyomanyos SQL-¢ vagy strukturalis rekurzids lekérdezésekké, a helyes valasz megszerzése
céljabol. A lekérdezés ujrafogalmazasanak otlete fel lett fedezve mind a relacids és fél-strukturalt
adatok kontextusaban (pl.: [10, 28, 39, 15]). Figyeljiikk meg, hogy az ilyen lekérdezésujrafogalmazo
technikdk megszabaditjdk a felhasznalokat a séma megértésének komplexitasatol, mikozben a
hattérben 1évo lekérdezésfeldolgozo rendszer tovabbra is igényli a rogzitett sémat.

Az RDF vilagaban a SPARQL széles korben van hasznalva, mint lekérdezésteldolgozé nyelv.
Mindazonaltal SPARQL-ben irni gyakran til nehéz, mivel sziikséges hozz4d a struktira, a
csucscimkék és tipusok pontos ismerete. gStore [43], az elsd tanulmény amely felvet RDF
adatokban egy részgrafillesztés alapu keresést megvalaszolo technikat, €s lehetové tesz kozelitd
csucscimkeillesztést, de ragaszkodik a szigort strukturdlis illesztéshez. Ezzel ellentétben, a mi
NeMa framework-iink megengedi mind a strukturalis mind a cstcscimkézési kategoridban a
pontatlan illesztést. Munkank kiilonbozik a grafokban vald kulcsszavas kereséstol [16, 18], mivel
lekérdezéseinknek struktiraja is van, nem csak kulcsszavai (csucscimkék).

4. Alapfogalmak

Célgrafok, keresések és illesztés.

Célgraf. A heterogén halozatos adathalmazt reprezentald célgraf definidlhatd cimkézett, iranyitatlan
grafként G=(V, E, L), amiben a csucsok halmaza V, az ¢lek halmaza E, és a cimkéz6 fliggvény L, és
(1) minden V-beli u célcstics egy halozatbeli entitast reprezentél, (2) minden E-beli e €l két entitas
kozti kapcsolatot fejez ki, és (3) L egy fliggvény amely minden u csticshoz egy L(u) véges abécéjii
cimkét rendel. A gyakorlatban a csticscimkék reprezentalhatjak az entitasok tulajdonséagait, példaul
név, érték, stb..



Keresett graf. A keresett graf Q = (Vq, Eq, Lo) egy irdnyitatlan, cimkézett graf, amiben Vq, a
keresett csucsok halmaza, Eq az élek halmaza, és Lq egy cimkéz6 fliggvény, ami minden V-beli v
keresett csicshoz rendel egy Lqo(v) véges abécéjii cimkét.

Kovetkezoleg egy (Osszetett) keresett grafnak a részgrafillesztését definialjuk nagy célhalozatban.

Q( "Q . HQ vl e ) Keresett graf
G(V, FE, L) Célgraf
h ITQ — V Részgrafillesztd fliggvény
A Cimkekiilonbség fliggvény
Ml () V csiics jelolthalmaza
RCI '::_'U- :' U csucs szomszédsagvektora
ip“rr,-_f) (v, “U») Szomszédsagillesztés koltsége u és v kozott
Iy (v, u) Egyéni csticsillesztési koltség u és v kozott
C ': O :' Részgrafillesztési koltségfiiggvény

Table 2: Jelolések: Célgrafok; Keresések; Részgrafillesztés

Adott egy célgraf G = (V, E, L) és egy keresett graf Q = (Vq, Eq, Lo), (1) a V-beli u cstcs egy
jeloltje a Vo-beli v keresett csticsnak, ha a kiilonbség a cimkéik kozott (értsd L(u) és Lo(v)), egy
adott A; cimkekiilonbség fiiggvény altal meghatarozva kevesebb vagy egyenldé mint az elbre
megszabott kiiszob. A v csucs jelolthalmazat M(v)-vel jeloljik. (2) a részgrafillesztés egy 'many-to-
one' fliggvény: Vo — V, ami minden V-beli v keresett csticshoz M(v)-beli eredményt ad.

Megjegyzések. (1) A két csucs cimkéi kozotti A, cimkekiilonbség fliggvény definialhato
kiilonféle feltételekkel, mint példaul a Jaccard-hasonldséag, a szovegszerkesztési tdvolsag, vagy tobb
szofisztikaltabb szemantikus metrika (pl.: ontologia hasonlésag [10]). Ebben a munkiban mi
Jaccard-hasonlosdg  mérést hasznalunk a A; megallapitasara.  (2) A hagyoményos
részgrafizomorfizmus teszteknél hasznalt szigora 'one-to-one' feltérképezés (= mapping) helyett, mi
egy altalanosabb 'many-to-one' részgrafillesztd fliggvényt vesziink. Valdban két keresett csucsnak
lehet ugyanaz az illesztése [12, 30]. (3) A gyakorlatban a cél és keresett grafokban 1év6 csticsok
tipusokkal ruhazhatok fel (példaul Figure 1 és [15]), ekkor a keresett cstcs csak olyan célcsucshoz
illeszthetd amelynek ugyanaz a tipusa. Ilyen esetekben a jeldlt halmazaink finomitisaval a
részgrafillesztd modelliink konnyedén modosithatod, hogy érzékelje a tipusmegkotéseket.

Részgrafillesztési koltségfiiggvény

Tobb érvényes illesztd fliggvény is megadhatd egy adott keresett grafthoz és célgrathoz [13]. Ahogy
azt mar korabban is irtuk, a mi Gjszerti grathasonlosagi metrikanknak meg kell driznie a keresett
grafban 1évo csucsparok kozti kdzelséget, mikozben az illesztett csucsok cimkéjének is hasonlonak
kell lenniiik. Ezt iranyelvként véve, bemutatjuk az részgrafillesztési koltségfiiggvényt a NeMa-ban,
mint az illesztés josdganak mérésére alkalmas metrikat. A fiiggvény Osszeadja a keresett cstcs jelolt
csucsra valo illesztésének koltségeit, igy ragadva meg két cstics cimkéi, és szomszédsagstruktarai
kozotti kiilonbséget. Elsdként a szomszédsagvektor fogalmat vezetjiik be.



Szomszédsagvektorizalas. Adott egy u csucs a G célgrafban, 1 szomszédsagat a
szomszédsagvektorral reprezentaljuk Rg(u) = {<u',Ps(u, u')>}, ahol u' egy olyan csiucs amely h
tavolsagon beliil van az u csucstol, és Pg(u, u') jeloli a G-ben vett kozelségét a két csucsnak.

d.(u,u.’) = i < h:
Per(u, ') = o if dim,uw') < B (1)

0 otherwise.

Ebben, d(u,u') a tavolsag u és u' csticsok kozott. A terjedési tényezd egy paraméter 0 és 1 kozott;
¢s h>0 a tavolsdga (azaz a sugara) a vektorizdcid szomszédsaganak. Az u csucs szomszédainak
szomszédcsucsokig. Gyakran elegendd kis értéket valasztani h szamara (pl.: h=2), mivel két entitas
kozotti kapcsolat irrelevanssa valik ahogy a szocialis tavolsag koztiik nd [6].

A szomszédok vektorara alapozva, most tovabb Iéplink a keresett cstics ¢€s célcstcs
szomszédainak illesztési koltségének modellezésére. Jeldljik a v csucs h tavolsagra 1évo
szomszédcstcsainak halmazat N(v)-vel. Ha adott a ¢ illeszté fiiggvény, a v és u= o(v) kozti
szomszédillesztési koltséget N ¢( v,u) -val jeloljiik és az alabbiként definialjuk:

D wrenie) A4 (Po(v,v"), Pa (u,¢(v"))) (2)
D vrene) Po(v,v)

|
4

JV@(“U, u) —

where A+ (x, y) 1s a function defined as

z—vy, fxr>y;

Ay (r,y) = ,
(@) =9, otherwise.

Erezhetden, az N ¢(V, u) felméri a v és u szomszédvektorainak az illesztési koltségét. Vegylik

¢észre hogy (i) a felhasznalo a kereséseit a sajat, entitdsok célgrafban vald kapcsolodasardl alkotott,
homalyos elgondolasara alapozva fogalmazza meg. Ezért A, elkeriili azon esetek biintetését,
amikor két cstics kozelebb van a célgrafban, mint a hozzajuk tartozo csticsok a keresett grafban.
(ii) Mi normalizaljuk N ¢(V; u) -tav szomszédai felett, ami tSbb koltséggel jar amikor azonos
szamu elvétett csucs fordul el egy kisebb szomszédsagban. Emlékezziink, hogy feltessziik egy
cimkekiilonbség fliiggvény létezését 0 <= A, <= 1. Most, a kiilonboz6 csucsok illesztési koltségét
az illeszté fiiggvény szerint ugy definidljuk, hogy vesszilkk a linearis kombinacidjat a
cimkekiilonbség fiiggvénynek és a szomszédsagillesztési koltségfiiggvénynek.

FQ‘)[({’TS {L) — )\ ) AL (LQ(U) L(&)) + (1 o )\) ) *Nﬁﬁ(({"rs 'UL), (4)
where u = ¢(v).

Ez a csucsillesztési koltség kombinalja a cimkeillesztési koltséget és a szomszédsagillesztési



koltséget a 0 < A, < 1 paraméter altal, aminek optimalis értéke empirikusan 0,3 és 0,5 kozott
van. Most mar készen allunk, hogy definidljuk az részgrafillesztd koltségfiiggvénylink.

Adva van egy ¢ illesztés a V-beli v keresett csucsokrol a V-beli ¢ (v) célesticsokra, ekkor a
részgrafillesztési koltségfiiggvényt igy definialjuk:

C(p)= Y Fys(v,0(v)) (5)

veVg

Erezhetéen C(¢) az illesztési koltsége ¢ -nek a Q keresett graf és a G célgraf kozott, és a
probléma az hogy talaljunk egy ¢ illeszté fliggvényt, amivel C(¢) minimum értéket vesz fel.
Vegyiik észre, hogy feltéve hogy A; nem negativ, az F ¢(V,¢(V)) és igy C(d) sem negativ,
igy a legkisebb érték amit C(¢) felvehet az a nulla.

Koltségfiiggvény Tulajdonsagai

Az részgrafillesztési  koltségfiiggvényiink  kovetkezé  tulajdonsagai  illusztraljdk  a
részgrafizomorfizmussal val6 kapcsolatot.

Tulajdonsag 1. Ha a Q kereset graf részgrafizomorfikus (a struktra és a csticscimkék
egyenldségének szempontjabdl) a G célgrafra, akkor létezik minimum koltségh illesztd fliggvény,
melyre C(p) =0.

Tulajdonsag 1 biztositja, hogy minden olyan ¢ illesztd fiiggvény, amely pontos (izomorfikus)
illesztést talal Q-nak, nulla koltségii kell hogy legyen. Azonban egy C(¢) = 0 koltségli illesztése
Q-nak nem feltétleniil izomorfikus Q-ra. Az ilyen illesztésekre ,hamis pontos illesztés”-ként
hivatkozunk.

Példa 2.1. Vegyiink egy Q keresett grafot, egy G célgrafot (Figure 2, kovetkez6 kép), és egy ¢
részgrafilleszt fliggvényt, ahol ¢(V1) = uy, (1)("2) = ¢(V4) = u,, and ¢(V3) =u;. Feltéve,
hogy h=1 ¢s o = 0.5, a Q szomszédvektorai a kovetkezOk: Ro(vi) = {<v,,0.5>,<v;,0.5>},
RQ(V2)2{<V|,O.5>}, RQ(V3):{<V1,0.5>, <V4,0.5>} és RQ(V4) = {<V3,0.5>}. Hasonléan G-ben is
vannak szomszéd vektoraink: Rg(uy) = {<u,,0.5>, <u3,0.5>}, Ro(u2)={<u,,0.5>,<u;,0.5>}, és Rg(us)
= {<u,,0.5>, <u,, 0.5>}. Igy hat a kiilonboz6 csticsok F, illesztési koltsége 0 minden Vo-beli v-re
ésa C(d) részgraf illesztési koltség nulla. Figyeljik meg hogy a ¢ -vel jeldlt illesztési koltség
nem izomorfikus Q-ra. e
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Query Graph Q Match

Figure 2: Example of False Exact Match in NeMa



Azonban ha az illeszt6 fiiggvény 'one-to-one' tipusu, akkor a kovetkezd tulajdonsdg megmutatja,
hogy a hamis pontos illesztések elkertilhetok.

Tulajdonsag 2. Haa ¢ -vel jelolt illesztés nem izomorfikus a Q keresett grafra, és ¢ egy 'one-
to-one' tipusu fiiggvény, akkor C () >0.

Bizonyitds. Mivel Q Osszefiiggd és ¢ egy 'one-to-one' tipusu fiiggvény, ha a ¢ -vel jelolt
illesztés nem izomorfikus Q-ra, akkor a kovetkezok egyikének teljesiilnie kell.

(1) Létezik néhany Vo-beli v csucs, feltéve hogy A (Ly(v), L(¢(v))) >0. Ekkor C(¢) >0,
feltéve hogy A nem egyenld nullaval a (4). egyenletben.

(2) Létezik Eo-ban egy (v, v') él, de a hozza tartozo (u, u') él nincs meg a G grafban. ¢(v) =u
és ¢(v') = u'. Ez arra utal, hogy Po(v, v') = O , de Pg (u, u') < @ , amibl aztan
kovetkezik, hogy N ¢(V, u) > 0. Feltéve hogy A nem egyenld 1-gyel a (4). egyenletben,
azt kapjuk, hogy C(¢) >0.

Bizonyitas vége.

5. Eredmények

Probléma megfogalmazasa — Minimum koltségi részgrafillesztés.
Adott G célgraf, Q keresett graf, és a cimkézési zajkiiszob, talalj minimum koltségi illesztést,
argmin C'(¢), (6)

s. 1. Ay (Leo(v), L(uw)) < e,V € Vo,u = ¢(v) (7)

Erezhetd, hogy részgrafizomorfizmus ellenérzése helyett, a probléma megfogalmazisunk egy
optimalis illesztést azonosit csticscimke kiilonbségek €s csucspar tavolsagok minimalizalasaval. A
kovetkez6é 4llitds szerint a probléma dontési verzidja 'intractable', még ha a részgrafillesztd
fliggvény nem is injektiv.

Allitas 1. Adott G célhalozat, Q keresett graf. Annak eldontése, hogy létezik-e ¢ illesztés NeMa-
ban C(¢) = 0 részgrafillesztési koltséggel, egy NP-teljes probléma.

A problémat kozeliteni is nehéz.
Allitas 2. A minimum koltségli részgrafillesztés APX-nehéz.



Keresés feldolgozasi Algoritmus
Ebben a részben egy heurisztikus megoldast kindlunk minimum kdltségii illesztések azonositasara.

Iterativ kovetkezteté algoritmus — Nemalnfer (Figure 3)

Algorithm Nemalnfer A’ttelfintés. Adott Q lfer?sett . gr’éf,, G
Input: Target graph G(V, E, L), Query Graph Q(V, Eq, Lg ). célgraf, Nemalnfer eldszor kiszamitja

OQutput: Minimum cost matching of @ n (. mmde’n ke’resett csucs J?lé?lt'halr.r.lazét’ az
1. for each node v € Vg do compute M(v); L CS‘:ICSC,lmke hasonlosag} .fu.g.gv.en,y
2. i:=0:flag = true: hasznalataval (1. sor). Ezutan inicializal
3 Tnitiate iferative ferencing with Tiq. §: egy Uy(v, u) kovetkeztetési koltséget,
1. while flag do ugy hogy hozzéarendeli az egyes csticsok
S ity Fo(v,u) illesztési koltségeinek
6. for each v € Vp do . . £ i A .
7 for each u € (1) do legkls(?bb lehetgeges ”erteizkeh(?z, mlnd’en
8. compute [; (v, u) with Theorem 3: lehetséges ¢ illesztd fliggvény esetén,
9, keep track of the current matches of neighbors v/ € N(v): feltéve hogy ¢ (v) =u (2-3. sor).
10. compute optimal match O; (v) using Eq. 10; Aztan iterativan kiszamitja a
1. if more than a tln‘esl;old 111u;1b\e1' of o kovetkeztetési koltséget minden keresett
query nodes v satisfy O; (v} = O;_1(v) then 1es 65 elbltel szamara. & inimali
12. flag = false: V“CSUCS €s J¢€ O te} Szamara, jCS mlnlma 1S
13. construct 4 for all v € Vg (with Eq. 11, 12). kOV,etk,e'Zte.teSl k(?lt§eggel klvala§ztja az
14. return &: optimalis illesztését v-nek, ami annak
egy u jeloltje. NeMalnfer nyomon
Figure 3: Iterative Inference Algorithm Nemalnfer koveti az Osszes keresett csucs optimalis

illesztését. Az eljaras addig ismétlédik, amig egy fixponthoz nem ér, azaz tobb mint adott
mennyiségli keresett csucs optimalis illesztése valtozatlan marad két egymast kovetd iterdcioban.
(4-12. sor)

Végezetiil, Nemalnfer pontositja az illesztését minden keresett csucsnak és szomszédsaganak,
amit ,,megjegyez” egy memorizacios technika segitségével, és eléri a legjobb illesztést (13. sor).
Végiil visszaadja a megkonstrualt ¢ részgrafillesztést (14. sor)

A NeMalnfer eljarasairol, valamint indexelésr6l és optimalizaciordl részletesebben az eredeti
cikkben olvashatsz (5-6. fejezet).

Kovetkeztetési koltség minden V-beli v és M(v)-beli u-ra az i-edik iteracidban:

Uo(v,u) = min Fg(v,u) (8)

{¢:0(v)=u}

Ui(v,u) = min [Fg(v,u) + Z Ui— (v, u')] (9)

{¢:¢(v)=u}

Optimalis illesztése v keresett csucsnak az i-edik iteracioban:

O;(v) =argminU;(v,u); >0 (10)
ucM(v)



Példa 4.1.
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Figure 4: Optimal ‘Subgraph Match and'ulg Algorithm

meghataroztuk az M(v) illesztésjeldlteket minden v keresett csucshoz, a AL cimke hasonlosagl
fliggvény hasznalataval. Példaul legyen M(v2)={u,, us, o} és M(vs) = {us, uio}. Es tételezziik fel
hogy h=1. Az i=0 esetén Uy(v,, us) = Ug(v2, uy) = 0. Ebbdl kifolydlag nem tudunk kiilonbséget tenni
Us €s Uy kozott az inicializacios korben annak szempontjabol, hogy melyik a jobb illesztése v,-nek.
De figyeljiik meg hogy Uog(va, ui0) < Ug(vs, U7). Az 1y az us-nek, mig az u; az us-nek a szomszédja.
Ezért ez nem csak az Oo(v4) optimalis illesztését befolyasolja a vs-nek az i=0 iteracidban, de az i=1
iteracioban a (9) egyenlet miatt az is igaz lesz, hogy U (2, uo) < U(v,, us). Igy hat az illesztéseket
minden iteradcidban javitjuk és haladunk a minimum koltségii (heurisztikus) részgraf illesztés felé.

Kisérleti eredmények

Bemutatunk harom adag empirikus eredményt valoés adathalmazokra, hogy kiértékeljiik a
hatékonysagot és eredményességek, a skalazhatosagot, és az optimalizalasi technikdkat.

Kisérlet felallitasa

Graf adathalmazok. A kovetkezokben emlitett harom valds adathalmazt hasznéltuk, mindegyik
egy célgrafot reprezental. (1) IMDB Halézat. Internetes mozi adatbazis, a filmek az entitasok az
adataikkal és a koztiik 1€v6 kapcsolatokkal (pl.: Producer). (2) YAGO Entitas Kapcsolati Graf.
YAGO egy tudds adatbazis, amely a Wikipédiabol, WordNetbdl ¢s GeoNamesbdl meriti az
informacioit. (3) Dbpedia Tudas Bazis. Dbpedia a Wikipédiabol nyeri az informaciot.
YAGO ¢s Dbpedia csucsai cimkézettek, mig az IMDB cstcsai tipussal is rendelkeznek.

Keresett grafok. A keresett grafokat a célgrafokbol valéd részgrafkivalasztassal generaltuk, és aztan
mindegyikhez adtunk zajt. (Részletek a cikkben.)

Kiértékelési metrikak. Mivel a keresett grafok a célgrafokbol voltak kivéve, a helyes csucsillesztés
alapbdl ismert. A NeMa effektivitasat a kovetkezOképen mérjiik. Precizi6 (P) nem mas, mint a
helyesen felfedezett cstcsillesztések €s az Osszes felfedezett csucsillesztés aranya. Recall (R) a
helyesen felfedezett cstcsillesztések és minden helyes csucsillesztés aranya. F1-mérés kombinalja
ezen kettd eredményét:

L 2 |
Fl= (1/R+1/P) 7




Eljarasok osszehasonlitasa. Osszehasonlitottuk NeMa-t a kulcsszavas kereséssel (BLINKS [16])
¢és kiilonbozo gratkereso eljarasokkal: SAGA [35], IsoRank [33], NESS [20], és NeMa,, — ami a
Nema egy gStore-t [43] kovetd valtozata. Az Osszes eljaras C++ nyelven lett implementalva.

IMDB —a— INDEX ‘=== Kisérleteinkben (1) az o
YAGD ot MATCH (TOP-1) Iz /4
w | DBpeda s MATCH (TOP-3) propagalasi  faktor ¢és a h
o — 10000 MATCH (TOP-5) mommm ., , , ,
2 09 g oo vektorizacios mélység 0.5 és 2
D . v g 100 értékekre voltak allitva [20], (2) a
Lo, . F kiilonb6z6 adathalmazok szamaéra a
' gé A aranykonstanst (4. egyenlet)
%%, U3 ub o us 1 0.02 i_Jempirikusan kaptuk (Figure 5(a)),
- B YAGO Dipeda (3) az indexek merevlemezen voltak
(a) Etfectiveness (b) Etficiency

tarolva. Minden kisérletet az egy
Figure 5: Query Performance magos, 100GB-os, 2.5GHz Xeon
szerveren futtattunk.

Hatékonysag és eredményesség

Valos adathalmazok feletti teljesitmény (nézziik a Figure 5 képet)

Ez a kisérlet harom valoés graf felett zajlott, atlagosan tobb mint 100 kereséssel (Figure 5).
Minden célgrathoz, véletlenszerlien generaltunk 100 keresett grafot, igy hogy [Vo|=7 and Dq = 3
volt. Fixaltuk a strukturalis zajt 30%-on, a cimkézési zajt 50% és a cimkézési zajkiiszobot 50%-on.

A Figure(a) abran lathatdo hdrom adathalmazhoz algoritmusunk mindig helyesen azonositotta a
keresett csucsok tobb mint 76%-at. Specifikusan, az F1-mérés 0,94 -et adott az IMDB-n Y=0.3-ra,
még akkor is amikor 30% strukturdlis és 50% cimkézési zajt adtunk hozza. Az effektivitas
magasabb az IMDB-n a benne 1év6 tipusmegkotések miatt. A A optimalis értéke mindegyik
adathalmaznal 0.3 és 0.5 kozott volt.

A Figure(b) a hatékonysagat mutatja az 'off-line' index konstrukciénak (INDEX) és az online
keresés kiértékelésnek (MATCH). A kovetkezoket figyeltiik meg. (a) NeMa kevesebb mint 0.2
masodperc alatt azonositotta a legjobb illesztést mind a harom adathalmazon. (b) A legjobb-k
illesztés megtalalasi ideje nem valtozik jelentésen a k modositdsaval, mivel a kdozelitd
algoritmusunk mindig csak egyszer fut le. (c) Nem sok id6 sziikséges az indexeléshez (pl.: 9862
masodperc a YAGO adathalmazon 13M csuccsal és 18M ¢éllel). (d) Az IMDB tomorsége miatt ezen
az adathalmazon nagyobb az indexelési és keresési ido.

Hatékonysag vs. Zaj (nézziik a Figure 6 (lenti) képet)

Ezekben a kisérletekben azt vizsgaltuk, hogy a kiilonb6z6é zajok hogyan befolyasoljdk a NeMa
hatékonysagat. Harom adag keresett graf lett generalva, mindegyikben 100 graffal, a kovetkezd
bedllitasokkal: (i) [Vo| =3, Do =1, (ii) [Vo| = 5, Dq = 2, (iii) |Vo| = 7, Dq = 3.
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(a) Effectiveness (DBpedia) (b) Match Time (DBpedia)



Kiilonb6zo cimke zajok. A strukturdlis zajt 30%-on fixdlva valtogattuk a cimke zajt 0% és 50%
kozott, és igy vizsgaltuk a NeMa hatékonysagat, mikozben a cimkézési zajkiiszob 35%-ra és 50%-
ra volt allitva. Ahogy a Figure 6(a) képen lathatd, (1) az Fl-mérés értéke csokken, ahogy a
cimkézési zaj nd, mivel minden keresett csucs jeldlt csucsai kozott lehetnek nem ,,igaz” illesztések,
ami igy csokkenti a effektivitast (2) az F1-mérés magasabb értéket ad, ha a zajkiiszob magasabb,
mivel ilyenkor valosziniibb hogy a jeloltek tartalmazzak a helyes illesztéseket. Lathato, hogy az F1-
mérés mindig 0,60 felett marad.

A Figure 6(b) kép megmutatja, hogy a Nema hatékonysaga nem érzékeny a cimkézési zajra,
viszont érzékenyebb a cimke zajkiiszobére. Ez azért van, mert a NeMa-nak tobb iddbe telik
feldolgozni egy nagyobb jeldlthalmazt, ha a kiiszob nagyobb.

Kiilonb6z6 strukturalis zajok. A cimkézési zajkiiszobot 35%-on €s a cimkézési zajt is 35%-on
rogzitve, valtogattuk a strukturalis zajt 0% ¢és 40% kozott, ahogy az a Figure 7(a)(b) abrakon is

Ng=2, Cg=1 == Ng=3, D=1 == léthaté. (AZ nQ J61611 a képeken a
No=5 C=2 === 2| ng=5 D02=2
o maT g D212 D ’ 7 o)
W n=7. Ng=3 == 8 o) Nt keresett csucsokat, és a Dq a keresési
=4 1 7 rom 17
3 o Y oo atmérét.) Megfigyelhetd hogy (g)
£ s E oo hatékonysdg ¢és eredményesség is
o =] . . r1:
w084 < J.04 csOkken ahogy ndveljiik a strukturalis
1.03; D.02 . 7 ) J r
(bsg o zajt, és (b) a keresés méretének
0 10 20 30 40 0 1 20 3 40 pyvelésével viszont ndének az értékek.
STRIUCTURAI NOISF (%) STRUCTURAI NDISF (%)
(a) (b) Ennek oka hogy (1) a nagyobb

keresések a keresett csucs

szomszédsagara  tobb  megkotést
tartalmaznak, ami elényos a helyes illesztések azonositdsdhoz, és (2) a NeMa-nak tobb ideig tart
nagyobb keresésekhez az illesztési koltségek dsszehasonlitasa. Tovabba, az F1-mérés mindig 0,93
felett van és a futasi id6 mindig kevesebb mint 0,1 masodperc, még ha a strukturalis zaj 40% is.

Figure 7: Query Performance vs. Noise (IMDB):
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Figure 10: # Iterations vs. Label Noise

Effektivitdas cimkézetlen keresett csucsok esetén

Ezekhez a kisérletekhez véletlenszertien kivalasztottunk két halmazt (mindegyikben 100 keresett
graffal), ahol (i) [Vo| = 7, Dq = 3, és (i1) [Vq| = 5, Dq = 2. A strukturalis zajt 30%-on, a cimkézési
zajt 35%-on, és a cimkézési zajkiiszobot 35%-on fixalva, valtogattuk a cimkézetlen csticsok szamat
[ o5, Do=2 mmm 1nullatol kettdig. Ahogy a Figure 11

Ng=7, D=3 = r ’ r oz o4

|képen lathato, (1) az F1-mérés értéke
| cs6kken mindkét adathalmaz felett, ha
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Figure 11: Effectiveness with Unlabeled Query Nodes felett maradt.
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Teljesitmény propagdalasi mélységgel

| ” =1 — — Ezekben a kisérletekben a h propagalasi
v=1h=2] h=3 [, JoreRbe e A '
mélység keresési teljesitményre mért

Index Time (sec) 265 9862 236553 |hatasat analizaltuk. Véletlenszeriien
Match Time (sec) 0.58 0.92 2.76  |kivalasztottunk 100 keresett grafot
F1-Measure 0.61 0.86 0.87 | YAGO-bdl, Ggy hogy [Vqo| = 7, D=3, a

strukturalis zaj 30%, a cimkézési zaj
Table 4: Query Performance with Varying h (¥4G0) 0% ¢s a cimkézési zajkiiszob 50% volt.

A Table 4-en lathatd, hogy a NeMa
hatékonysaga csokken a h novekedésével, kiilondsen az indexelési id6, ami exponencidlisan nd.
Azonban amikor a h =2 lett, akkor elfogadhat6 0.86-o0s értéket kaptunk az F1-mérésre.



Teljesitmeny élcimkeékkel

Véletlenszertien kivélasztottuk 100 keresett grafot az IMDB-bdl, ugy hogy [Vo| = 7, Dg = 3,
cimkézési zaj 50% és cimkézési zajkiiszob 50%. A strukturalis zajt 0% és 40% kozott valasztottuk.
A keresett grafban az Ujonnan beszurt é€lek cimkéje véletlenszerli string generdldssal voltak
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Figure 12: Performance with Edge Labels (/MDB)

Létezo algoritmusokkal valo osszehasonlitas

Osszehasonlitottuk a NeMa-t az aldbbiakkal: IsoRank [33], SAGA [35], NESS [20], gStore [43],
BLINKS [16]. (1) IsoRank ¢és SAGA optimalis grafillesztéseket talal kisebb biologikai
halézatokban a strukturalis és cstcs cimkézési hasonlosdgok figyelembe vételével. (2) NESS
megtalalja a legjobb-k grafillesztést egy hatalmas haldzatban, de szigori cstcscimke egyenldség
vizsgalataval. Emiatt médositottuk a NESS-t, igy hogy engedélyezett legyen két csucs illesztése, ha
a cimkéik kiilonbsége a cimkézési zajkiiszobon beliil talalhaté. (3) Kiilonb6zd NeMa varidciokra is
gondoltunk, nevezetesen NeMag-re, ami engedélyezi a cimkék kozti kiilonbséget, de szigoru
izomorfikus illesztést hasznal. Ebbdl kifolyolag NeMa,, 1ényegében ugyanazon az alapon miikodik
mint gStore, ami egy részgrafizomorfizmus alapu SPARQL keresés kiértékelo eljaras, amiben
engedélyezve van csucs cimke kiilonbség. (4) BLINKS [16] egy kulcsszavas keresési eljaras, ami
csak a strukturdlis kiilonbségeket tamogatja. Ezért a BLINKS-et is modositottuk, hogy
engedélyezze a csucs cimkék béli kiilonbségeket a cimkézési zajkiiszobon beliil.

Az Osszes eljaras a NESS kivételével kozvetleniil megtalalja a legjobb-1 grafillesztést. Ezért
vettlink egy legjobb-1 illesztést minden keresett csucs szdmara, hogy kiértékeljiik a preciziot (p), a
visszaidézést (R = recall, annak képessége hogy megtalaljuk a lehetd legtobb helyes illesztést), és
F1-mérés értékeit; és igy ugyanazt a pontszamot értiikk el szamukra. Ezzel szemben a NESS egy
szlirés-és-verifikacio megkozelitést alkalmaz, ahol a sziir fazis egy jo mindségii végsd csucsjelolt
halmazt 4llit el6 minden keresett csucs szamdara. Aztan verifikdlja az 0sszes lehetséges gréfillesztést
amit a végso jeldlt csucsokbol kaphatunk, hogy igy taldlja meg a legjobb-1 grafillesztést. Ezért a
legfontosabb 1épés ott. Hogy igazsagosak legyiink a Figure 13(c) képen, csak a futasi idejét
vizsgaltuk a NESS-nek.
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Figure 13: Cowpurison Resulis (IMDB): NESS, BLINKS Modilied lor Approxunate Label Mateh. NESS Resulls Correspond o 1ls Filiermg Pliase.



Ezekhez a kisérletekhez véletlenszeriien kivalasztottunk 100 keresett grafot az IMDB
adathalmazbol, ugy hogy [Vo| = 7 és Dq = 3. Minden keresett grafban volt egy cimkézetlen csucs, és
a megmaradt csucsok cimkéi frissitve voltak 0 szavak véletlen beillesztésével. A strukturalis zajt
valtogattuk a Figure 13(a) képen, és mind a cimkézési zajt, mind a cimkézési zajkiiszobot 50%-on
fixaltuk. Figyeljik meg, hogy strukturalis zaj nélkiill a NeMA ¢s a Nema,, F1-mérési értéke is 0,94
koril van, de a strukturalis zaj novelésével NeMa (F1-érték 0,9) tilszarnyalja a tobbi eljarast (F1-
érték 0,1 ~0,7)

A Figure 13(b)(c) képeken valtogattuk a cimkézési zajt és a cimkézési zajkiiszobot, és fixaltuk a
strukturalis zajt 30%-on. A cimkézési zajt és zajkiiszobot mindig azonos értékiinek vettiik ezeken az
abrakon. Cimkézési zaj nélkiill NeMa F1-értéke 0,93 volt, mig NESS, IsoRank, SAGA, és BLINKS
F1-érteke 0,8 koriil. Azonban a cimkézési zaj novelésével NeMa (F1-érték 0,9) sokkal nagyobb
mértékben talteljesiti a tobbi eljarast (F1-érték 0,1 ~ 0,7).

Nema megtalalja a legjobb illesztést kevesebb mint 1 masodperc alatt, mig IsoRank 5000 mp
alatt. SAGA-nak 15 mp és 546 mp kell, ha a cimkézési zaj 50% ¢és 80%.

Végezetiil az eredeti cikkben emlitett optimalizalasi technikakat is megvizsgaltuk, hogy azok
hogyan befolyasoljak a NeMa hatékonysagat. Javitanak az eredményen. (Részletek: cikk 191.oldal)

Konkluzio

Ebben a cikkben bemutattuk a NeMa-t, ami egy Ujszerli részgrafillesztés altali grafkeresd
algoritmus, ami megengedi, hogy bizonytalansdg legyen a struktirdban és a csucs cimkézésben.
Egy cslics szomszédsagat tobbdimenzids vektorra alakitjuk at, és alkalmazzuk rd a kozelitd
algoritmust, hogy azonositsuk az optimalis grafillesztéseket. Tovabba megvizsgaltuk hogyan lehet a
NeMa-t kiterjeszteni kiilonboz6 grafkeresést feldolgozod alkalmazasra, mint az RDF keresés
megvalaszolas, a grafillesztés ¢lcimkék esetén, a legjobb-k kozelitd illesztés megtalalasa. A kisérleti
eredményeink megmutatjdk, hogy a NeMA hatékonyan taldl magas mindségli illesztéseket
Osszehasonlitva a modern grafkeresd eljarasokkal.

6. Tovabbi kutatas terv

(1) A NeMa célja hogy valos adathalmazokban segitse a keresést. Azonban az ilyen keresések
gyakran csak linkeket adnak vissza és nem a kérdést valaszoljdk meg. Ezért a jovében
érdemes megvizsgalni szofisztikaltabb cimkézési hasonlosag metrikakat (példaul: ontologia
¢és nyelvtani hasonl6sagok).

(2) A programok eljarasokbol éllnak, és ezek sorozatdra gondolhatunk grafként. A kartékony
programmintakbol eléallithatnank a keresett grafok halmazat, és ekkor a vizsgalt probléma
lenne a célgraf, amelyben NeMa igy virusokat és egyéb kartékony programokat kereshetne.

(3) A jovoben lehet dolgozni az eljards parhuzamositasan is. Minden keresett csucsot
vizsgélhatunk egy kiilon szalon, ezéltal tovabb gyorsitva a NeMa altali keresést.

(4) Egy masik fejlesztési lehetéség a keresési interface baratsdgosabba tétele.  Egy
felhasznalobaratabb interface, amely nem bemeneti keresett grafokat kér, elterjedtebbé
tehetné az algoritmus hasznalatat. Lehet6vé tehetné hétkoznapi emberek szaméra a NeMa
hasznalatat.



7. Irodalomjegyzék

[1] S. Abiteboul. Querying Semi-Structured Data. ICDT, 1997.

[2] J. R. Anderson. A Spreading Activation Theory of Memory. J. Verbal Learning and Verbal Behavior, 1983.

[3] P. Barcel o, L. Libkin, and J. L. Reutter. Querying Graph Patterns. PODS, 2011.

[4] M. Bayati, M. Gerritsen, D. F. Gleich, A. Saberi, and Y. Wang. Algorithms for Large, Sparse Network Alignment
Problems. ICDM, 2009.

[5] H. Berger, M. Dittenbach, and D. Merkl. An Adaptive Information Retrieval System based on Associative Networks.
APCCM, 2004.

[6] N. Buchan and R. Croson. The Boundaries of Trust: Own and Others’ Actions in US and China. J. Econ. Behav. and
Org., 2004.

[7] V. S. Cherukuri and K. S. Candan. Propagation-Vectors for Trees (PVT): Concise yet Effective Summaries for
Hierarchical Data and Trees. LSDS-IR, 2008.

[8] S. Cook. The Complexity of Theorem Proving Procedures. STOC, 1971.

[9] L. P. Cordella, P. Foggia, C. Sansone, and M. Vento. A (sub)graph Isomorphism Algorithm for Matching Large
Graphs. IEEE Tran. Pattern Anal. and Machine Int., 2004.

[10] S. Das, E. I. Chong, G. Eadon, and J. Srinivasan. Supporting Ontology-Based Semantic Matching in RDBMS.
VLDB, 2004.

[11] W. Fan, J. Li, S. Ma, N. Tang, Y. Wu, and Y. Wu. Graph Pattern Matching: From Intractable to Polynomial Time.
PVLDB, 2010.

[12] W. Fan, J. Li, S. Ma, H. Wang, and Y. Wu. Graph Homomorphism Revisited for Graph Matching. PVLDB, 2010.
[13] B. Gallagher. Matching Structure and Semantics: A Survey on Graph-Based Pattern Matching. A4A41I F'S., 2006.
[14] J. Han. Mining Heterogeneous Information Networks by Exploring the Power of Links. ALT, 2009.

[15] L. Han, T. Finin, and A. Joshi. GoRelations: An Intuitive Query System for DBpedia. LNCS, 2011.

[16] H. He, H. Wang, J. Yang, and P. S. Yu. BLINKS: Ranked Keyword Searches on Graphs. SIGMOD, 2007.

[17] 7. Liu and X. Dong and A. Halevy. Answering Structured Queries on Unstructured Data. WebDB, 2006.

[18] M. Kargar and A. An. Keyword Search in Graphs: Finding r-cliques. PVLDB, 2011.

[19] B. P. Kelley, B. Yuan, F. Lewitter, R. Sharan, B. R. Stockwell, and T. Ideker. PathBLAST: A Tool for Alignment of
Protein Interaction Networks. Nucleic Acids Res, 2004.

[20] A. Khan, N. Li, X. Yan, Z. Guan, S. Chakraborty, and S. Tao. Neighborhood Based Fast Graph Search in Large
Networks. SIGMOD, 2011.

[21] J. W. Kim and K. S. Candan. CP/CV: Concept Similarity Mining without Frequency Information from Domain
Describing Taxonomies. CIKM, 2006.

[22] Z. Liang, M. Xu, M. Teng, and L. Niu. NetAlign: A Web-based Tool for Comparison of Protein Interaction
Networks. Bioinfo., 2006.

[23] S. Ma, Y. Cao, W. Fan, J. Huai, and T.Wo. Capturing Topology in Graph Pattern Matching. PVLDB, 2012.

[24] G. Malewicz, M. H. Austern, A. J. C. Bik, J. C. Dehnert, I. Horn, N. Leiser, and G. Czajkowski. PREGEL: A
System for Large-Scale Graph Processing. SIGMOD, 2010.

[25] S. Melnik, H. G.-Molina, and E. Rahm. Similarity Flooding: A Versatile Graph Matching Algorithm and its
Application to Schema Matching. /CDE, 2002.

[26] M. Mongiov'i, R. D. Natale, R. Giugno, A. Pulvirenti, A. Ferro, and R. Sharan. SIGMA: A Set-Cover-Based
Inexact Graph Matching Algorithm. J. Bioinfo. and Comp. Bio., 2010.

[27] C. Papadimitriou and M. Yannakakis. Optimization, Approximation, and Complexity Classes. J. Comp. and Sys.
Sc., 1991.

[28] Y. Papakonstantinou and V. Vassalos. Query Rewriting for Semistructured Data. SIGMOD, 1999.

[29] J. Pearl. Reverend Bayes on inference engines: A distributed Hierarchical Approach. American Association of Al
Conf., 1982.

[30] K. Sambhoos, R. Nagi, M. Sudit, and A. Stotz. Enhancements to High Level Data Fusion using Graph Matching
and State Space Search. Inf. Fusion, 2010.

[31] P. Sen, G. M. Namata, M. Bilgic, L. Getoor, B. Gallagher, and T. Eliassi-Rad. Collective Classification in Network
Data. AI Magazine, 2008.

[32] H. Shang, Y. Zhang, X. Lin, and J. Yu. Taming Verification Hardness: An Efficient Algorithm for Testing Subgraph
Isomorphism. PVLDB, 2008.

[33] R. Singh, J. Xu, and B. Berger. Global Alignment of Multiple Protein Interaction Networks with Application to
Functional Orthology Detection. PNAS, 2008.

[34] Z. Sun, H. Wang, H. Wang, B. Shao, and J. Li. Efficient Subgraph Matching on Billion Node Graphs. PVLDB,
2012.



[35]1 Y. Tian, R. McEachin, C. Santos, D. States, and J. Patel. SAGA: A Subgraph Matching Tool for Biological Graphs.
Bioinfo., 2006.

[36] Y. Tian and J. M. Patel. TALE: A Tool for Approximate Large Graph Matching. /CDE, 2008.

[37] H. Tong, C. Faloutsos, B. Gallagher, and T. Eliassi-Rad. Fast Best-Effort Pattern Matching in Large Attributed
Graphs. KDD, 2007.

[38] J. R. Ullmann. An Algorithm for Subgraph Isomorphism. J. ACM, 1976.

[39]J. Yao, B. Cui, L. Hua, and Y. Huang. Keyword Query Reformulation on Structured Data. /ICDE, 2012.

[40] S. Zampelli, Y. Deville, C. Solnon, S. Sorlin, and P. Dupont. Filtering for Subgraph Isomorphism. CP, 2007.

[41] S. Zhang, J. Yang, and W. Jin. SAPPER: Subgraph Indexing and Approximate Matching in Large Graphs. PVLDB,
2010.

[42] Q. Zhong, H. Li, J. Li, G. Xie, J. Tang, L. Zhou, and Y. Pan. A Gauss Function Based Approach for Unbalanced
Ontology Matching. SIGMOD, 2009.

[43] L. Zou, J. Mo, L. Chen, M. T. "Ozsu, and D. Zhao. gStore: Answering SPARQL Queries via Subgraph Matching.
VLDB, 2011.



Bereczki Gabor(IRESWS) , Németh Bence(MLCNNYV) , Pillinger Janos(AJG1SI) — Cikk Feldolgozasa 2013. 19/19



