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1 Bevezetés
1.1 Témamegjelölés

Fizikusok és vegyészek régi célja, hogy a fizikai, kémiai folyamatokat minél nagyobb mértékben befolyásolhassák. Számos eszköz ismert már évszázadok óta, amely ezt elősegíti. Bizonyos kémiai reakciók sebessége növelhető katalizátorokkal, másoknál a reagensek aránya befolyásolja a reakció kimenetelét, de külső tényezők, mint például a hőmérséklet, vagy a nyomás éppúgy hatással lehetnek a folyamatra.

A lézerek fejlődésével a fenti módszerek mellé felsorakozni látszik egy újabb, igen hatékony eljárás. Ultrarövid, a molekuláris szintű folyamatokkal összemérhető idejű impulzusok segítségével közvetlenül a molekulák hullámfüggvényeire lehetünk hatással. Megfelelően tervezett impulzusok segítségével minden eddigi módszernél eredményesebben avatkozhatunk bele az atomok, molekulák viselkedésébe. A dolgozat az ilyen impulzusok tervezésének lehetőségével foglalkozik.

1.2 A dolgozat felépítése

A 2. fejezetben röviden összefoglalásra kerülnek a kvantumoptimalizáció elméleti alapjai, kialakulása, formalizmusa. Röviden foglalkozunk a modell alapú és az eredmény visszacsatoláson alapuló optimumkereséssel. A 2. fejezetben a kvantumoptimalizáció elméleti összefoglalása során támaszkodtam Tímár András szakdolgozatában [2] és J. Tóth Gábor kandidátusi értekezésében [3] leírt elméleti alapokra, amennyire lehetséges volt igyekeztem az általuk kialakított logikus gondolatmenetet követni a leírás során.

A 3. fejezetben az általunk alkalmazott optimalizációs rendszer alapját képező STAGE algoritmus működését ismertetem. Itt terjedelmi okokból nem követhettem J. A. Boyan dolgozatának világos, jól átgondolt felépítését. Mivel jelen dolgozat célja elsősorban fizikai problémák vizsgálata ezért elsősorban a matematikai alapokra szorítkoztam, a dolgozatból az eljárás bemutatására mindössze két egyszerű alkalmazást ragadtam ki.

A 4. fejezetben bemutatásra kerültek az optimalizációs feladat sajátosságai fizikai problémák esetén, a szimulációk számításigényének problémája és a STAGE alkalmazásának lehetősége. Mivel a vizsgálatokat tovább folytatjuk ezért ebben a fejezetben szó esik a szerzett tapasztalatok alapján tervezett további megoldásokról is.

2 Kvantumoptimalizáció

2.1 A kvantumoptimalizáció kialakulása

A hatvanas években a nagyintenzitású impulzuslézerek megjelenése után gondoltak arra, hogy megfelelő impulzussal többatomos molekulák adott kötése felszakítható. Úgy gondolták, ha az adott kötéshez tartozó egyik vibrációs nívót gerjesztik, akkor a kötés feltörhető. A tapasztalat azonban azt mutatta, hogy a kötés feltörése ezen a módon nem lehetséges, az energia ugyanis túl gyorsan oszlott el az egyes szabadsági fokok között. Ebben az időben nem állt még rendelkezésre olyan számítási kapacitás, amely bonyolultabb impulzusokkal történő gerjesztés megtervezését lehetővé tette volna, az analitikus úton történő megoldáskeresés pedig a legegyszerűbb molekuláktól eltekintve reménytelen.

A nyolcvanas évek közepére értek meg a feltételek egy komplikáltabb megközelítésre. Az ötlet az volt, hogy mivel az egy szabadsági fokot gerjesztő energia gyorsan szétoszlik a többi szabadsági fok között, több szabadsági fokot egyszerre gerjesztve érjék el, hogy adott pillanatban a kiszemelt szabadsági fokra elegendő energia jusson.

Tannor és Rice 1986-ban javasoltak egy módszert [4]. A molekula kölcsönhat egy nagyon rövid, nagyon intenzív, rezonáns impulzussal, ezáltal gerjesztett állapotba kerül, ami általában nem sajátállapot. A gerjesztett állapotot hagyjuk fejlődni, majd egy későbbi pillanatban egy újabb impulzussal indukált emisszióra kényszerítjük a molekulát, ami a megfelelő részekre bomlik.

A problémát a következőképpen fogalmazhatjuk meg általánosabban: Keressük azt az elektromos teret, mint az idő függvényét, amely a kiszemelt kvantumrendszert az általunk kívánt állapotba juttatja. A megoldásra általában természetesen számos megkötést teszünk (energiájára, frekvenciatartományra, stb.)

Az ilyen kontrolljelek tervezésére alapvetően kétféle megközelítés ismeretes. Az egyik, hogy felállítjuk a kontrollálandó kvantumrendszer modelljét és a modell alapján kíséreljük meg meghatározni az ideális jelalakot. Az efféle modellek a jelenleg elérhető legnagyobb számítási kapacitás mellett is szükségképpen tartalmaznak közelítéseket, elhanyagolásokat. Gondot jelent a felállított modell és a valós rendszer között lévő eltérés, és az is, hogy az így tervezett jelek gyakran nehezen megvalósíthatóak. A másik megközelítés modellfüggetlen, a kvantumrendszert “fekete doboz”-ként kezeli, kizárólag a kipróbált jelek eredményei alapján törekszik a  jel tökéletesítésére. A dolgozatban elsősorban az utóbbi megközelítést követjük, de előbb röviden kitérünk a modell alapú módszerek elméletére, közelítéseire és korlátaira.

2.2 Modell

A kvantumrendszer ( hullámfüggvényének időfejlődését természetesen az időfüggő Schrödinger-egyenlettel írhatjuk le:
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(1)
Leszámítva a legegyszerűbb molekulákat a magok és elektronok egymásra hatásai annyira bonyolult Hamilton-operátort alakítanak ki, hogy még az egyenlet numerikus megoldása sem lehetséges. Gyakran alkalmazzák a Born-Oppenheimer közelítést. Ennek lényege, hogy a magok mozgása - három nagyságrenddel nagyobb tömegük miatt – sokkal lassabb az elektronok mozgásánál. A megváltozó magelrendeződést az elektronok azonnal, “adiabatikusan” követik. Ekkor a molekula hullámfüggvénye két hullámfüggvény szorzataként írható fel, amelyek közül az egyik a csak a magokra, a másik pedig csak az elektronokra vonatkozik.

Az elektronokat leíró hullámfüggvény Schrödinger-egyenletében a magok koordinátáit konstans paramétereknek tekintjük, a magok egyenletében pedig feltesszük, hogy az elektronrendszer sajátállapotban van. Az adott elektronkonfiguráció hatását a magok hullámfüggvényére az elektronkonfigurációtól függő potenciálisenergia-görbével, az ún. Born-Oppenheimer felülettel vesszük figyelembe. A Born-Oppenheimer felületek gyakran analitikus függvényekkel adottak, amelyek paramétereit kísérletekből határozzák meg.

A molekula kölcsönhatását az elektromos térrel a dipólus tagokkal írjuk le. Legegyszerűbb esetben feltesszük, hogy a kölcsönhatásban csak két nívó vesz részt. Ezt azokban az esetekben tehetjük meg, ha a gerjesztésre használt lézerimpulzus spektrális szélessége elegendően kicsi ahhoz, hogy ne tartalmazzon más, figyelembe nem vett átmeneteket is rezonánsan gerjeszteni képes frekvenciákat. (A dolgozatban később megmutatjuk, hogy a bemutatandó, nem modell-alapú optimalizációs módszereket eredményesen alkalmaztuk olyan esetekben is, amikor egyszerre több átmenetet is gerjesztő impulzusokkal dolgoztunk.)

A kétszintes rendszer esetén a magokra felírt Schrödinger-egyenlet:
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   (2)

ahol E(t) jelíli a lézerimpulzushoz tartozó elektromos teret, ( a dipóloperátor mátrixeleme, Hgr és Hex pedig a magok viselkedését alap, illetve gerjesztett állapotban leíró Hamilton-operátorok:
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ahol Vgr és Vex a Born-Oppenheimer potenciálok.

 A femtoszekundumos impulzusok ideje alatt a spontán emisszió elhanyagolhatónak tekinthető, ezért szükségtelen megkülönböztetni a dipóloperátor mátrixelemeit. A dipólközelítést az teszi lehetővé, hogy a molekulák mérete elhanyagolható a lézer hullámhosszához képest. Az elektromágneses tér klasszikus tárgyalása pedig az impulzusokban szereplő fotonok nagy száma miatt lehetséges.

Az elektromágneses tér és a molekulák kölcsönhatásának vizsgálatakor gyakran alkalmazzák az ún. forgóhullám közelítést. Az elektromos tér:
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   (4)

ahol ( a fény frekvenciája. Feltesszük, hogy a lézerimpulzus spektrális szélessége jóval kisebb, mint az energianívók különbsége által meghatározott (, így csak az egyik tag lehet rezonáns a (4) egyenlet pozitív és negatív frekvenciás összetevőjéből. Ebben a közelítésben az elektromos tér komplex,
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  (5)
2.3 A Schrödinger-egyenlet numerikus megoldása

Az impulzus hatását úgy követhetjük nyomon, ha az időfüggő Schrödinger-egyenletet megoldjuk. Ennek analitikus megoldása csak egészen egyszerű Hamilton-opertátor esetén létezik. Az egyenlet numerikus megoldására azonban vannak hatékony módszerek.

Az optimalizáció során az egyenletet nagyon sokszor, gyakran több ezerszer kell megoldani, ezért a numerikus módszernél a hatékonyság alapvető követelmény. A Schrödinger egyenlet numerikus megoldásának egyik módszere, hogy a hullámfüggvényt térbeli, diszkrét rácspontokban határozzuk meg.

2.3.1 A második differenciák módszere

Az (1) egyenlet megoldása legegyszerűbben úgy történhet, hogy az idő szerinti deriválást véges differenciákkal helyettesítjük. Ezzel a módszerrel:
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    (6)
Feltesszük, hogy t és t+dt időpillanatok között a Hamilton-operátor konstansnak tekinthető. A fenti egyenlet helyett gyakran alkalmazzák a vele ekvivalens, de stabilitási szempontból jobb következő egyenletet:
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        (7)

Ennek megoldásán alapuló eljárást nevezik a második differenciák módszerének. Előnye, hogy egyszerűen megvalósítható, hátránya viszont, hogy más módszerekhez képest kis dt lépésközöket választhatunk, így a kezdőállapottól végállapotig követni a hullámfüggvényt időigényes feladat.

Szükség van a Hamilton-operátorban szereplő tér szerinti második derivált meghatározására.  Ennek egyik módja, hogy a hullámfüggvényt gyors Fourier-transzformáció segítségével az impulzustérbe transzformáljuk. Itt a helykoordináták szerinti kétszeri deriválás megfelel az impulzusoperátor sajátértékének négyzetével való szorzásnak. A művelet elvégzése után inverz Fourier-transzformációval visszatérhetünk a koordinátatérbe.

Másik lehetőség a véges differenciák módszere. A függvényérték csak diszkrét pontokban ismert, ezért Lagrange-polinomot illesztünk rá:
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(8)

Ennek kétszeri deriválása már könnyen elvégezhető.

2.3.2 A split operátor eljárás

Osszuk fel a vizsgált időintervallumot olyan kis dt szakaszokra, amelyeken belül a Hamilton-operátor konstansnak tekinthető. Állandó Hamilton operátor esetén a Schrödinger egyenlet megoldása felírható a következő alakban:
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   (9)

Írjuk fel a Hamilton-operátort a K kinetikus energia, V potenciális energia és az I kölcsönhatási tagok összegeként. A fenti egyenletben szereplő exponenciális tagot közelíthetjük a következő kifejezéssel:
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    (10)

A kinetikus energiát tartalmazó tagokban nincs közvetlen időfüggés, ezért ezeket elég egyszer kiszámítani. Abban az esetben, ha csak a kölcsönhatási tag energiafüggő, további gyorsítás érhető el az energiafüggetlen tagok előre kiszámításával és összevonásával.

Az eljárásnak több időre van szüksége egy lépés kiszámításához, mint a másodrendű differenciák módszerének, azonban adott pontosság mellett nagyobb dt lépés alkalmazható, ami ezt a hátrányt kompenzálja.

A differenciálegyenletek numerikus megoldásakor alkalmazott legegyszerűbb általános eljárás az Euler-módszer. Ekkor a [t0, tf] időtartományon rögzített lépésközzel haladunk. Nyilvánvaló, hogy a (t lépésközt úgy kell megválasztani, hogy a megoldás során az előírt pontosságot tartani tudjuk a “legrosszabbul viselkedő” intervallumon is. A [t0, tf] tartomány más részein viszont ugyanez a lépésköz feleslegesen precíznek bizonyulhat értékes számítási teljesítményt kötve le ezáltal. Léteznek ennél precízebb, gyorsabb megoldási módszerek. Ilyen például a Runge-Kutta eljárás, amely a kívánt pontosság mellett képes a lehető legnagyobb lépésközöket meghatározni. Ezt a módszert alkalmaztuk a kísérleti rendszert helyettesítő szimuláció megvalósításánál is.

2.4 Az optimális szabályozás

Tannor és Rice eredetileg csak a két lézerimpulzus időbeli távolságát kezelte kontrollparaméterként [4]. Rabitz és munkatársai az egész elektromos teret, mint az idő függvényét kontrollparaméternek tekintik [19]. Most röviden kitérünk az általuk alkalmazott formalizmusra és a szabályozás elméletére.

2.4.1 A célfüggvény

Minden optimalizációs feladat esetén első lépés, hogy precízen, matematikai formában megadjuk mit szeretnénk optimalizálni. Definiálni kell a szabályozandó rendszer állapotterén értelmezett valós értékű ún. célfüggvényt. A célfüggvény függ valamely általunk befolyásolható paramétertől és szélsőértéket vesz fel azokban az állapotokban, amelybe a rendszert juttatni szeretnénk.

Esetünkben ilyen célfüggvény lehet:
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ahol 
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 vetítőoperátor, amely a molekula hullámfüggvényét a kívánt állapotra vetíti. Az optimalizálás ez esetben maximalizálást jelent, a kontrollparaméter az idő függvényében felírt elektromos tér.

Példaként, ha célunk (a korábbi kétszintes rendszerben), hogy a molekulát a felső energianívóra hozzuk és (pl. két atommag távolságát, vagy kötésszöget jelentő) x értéke az [x0, x1] tartományba essen, akkor alkalmazhatjuk a következő célfüggvényt:
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Ha az optimalizáció célja, hogy valamely fizikai mennyiséget reprezentáló 
[image: image15.wmf]O
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 operátor várható értéke O0 legyen, akkor a célfüggvény a következő alakba írható:
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Az 
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 operátor szórását is korlátozhatjuk a következő kifejezés bevezetésével:
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A célfüggvény ekkor 
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A laboratóriumi megvalósíthatóság érdekében már az impulzus tervezése során figyelembe kell venni a gyakorlati korlátozó tényezőket. Ilyen például az impulzus energiája. A korlátozások a célfüggvény büntetőtagokkal történő kiegészítésével vehetők figyelembe.

Az impulzus összenergiáját büntető célfüggvény például:
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ahol ( pozitív, valós szám.

2.4.2 Az optimalizációs feladat variációval

Az optimalizációs feladatnak létezik a variációszámításon alapuló megfogalmazása is. Induljunk ki az összenergiát büntető célfüggvényből. Az egyenletben 
[image: image22.wmf])
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 és E(t) nem függetlenek egymástól, mivel az állapot fejlődését meghatározó Schrödinger-egyenlet a Hamilton operátoron keresztül tartalmazza E(t)-t. A változókat Lagrange-multiplikátorok bevezetésével tehetjük függetlenné. Így a célfüggvény a következő alakú lesz:
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Az új tag bevezetésével J értéke nem változik meg, mivel 
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 kielégíti a Schrödinger-egyenletet, viszont ebben az egyenletben már függetlenek a változók. Annak szükséges feltétele, hogy J szélsőérték legyen:
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Látható, hogy a Lagrange-multiplikátor is a Schrödinger-egyenlet szerint fejlődik időben. A legfontosabb az elektromos tér szerinti variálás, ami az optimális elektromos térre vonatkozó egyenletet szolgáltatja:
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Az elektromos tér kiszámításához ismerni kellene 
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 időfüggését, amit viszont az elektromos teret is tartalmazó Hamilton-operátor ismeretében tehetnénk meg. A következő két alfejezet két iterációs eljárást mutat be a fenti egyenlet megoldására.

2.4.3 A gradiens eljárás

1. Induljunk ki tetszőleges E0(t) elektromos térből.

2. Az aktuális elektromos tér kifejezését a Hamilton-operátorba behelyettesítve, az időfüggő Schrödinger-egyenlet numerikus megoldásával 
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4. A Schrödinger-egyenlet visszafelé fejlesztésével megkapható 
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 tetszőleges t-re. Időt takarítunk meg, ha a 2. pontban kiszámolt 
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 értékeket eltároljuk, ekkor ezeket is felhasználhatjuk újraszámolás nélkül. A (k+1)-edik lépésben az elektromos tér a k-adik lépés alapján:
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ahol ( az a valós szám, amelyre a kifejezés a legnagyobb J-t adja.

A 2.-4. pontokat ismételjük amíg az iteráció nem konvergál.

2.4.4 A Krotov-eljárás

A gradiens eljárás gyakran lassúnak bizonyul ezért olyan eljárást dolgoztak ki, amely – különösen az iteráció elején – gyorsabban konvergál.

A Krotov-eljárás a következő:

1. – 4. : Az első négy pont megegyezik a gradiens eljárásnál leírtakkal.

5. : A (20) egyenlet alapján kiszámoljuk E(t0)-t 
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 meghatározása az előző iterációs lépésben meghatározott elektromos tér segítségével történik. Az így kiszámolt 
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 segítségével meghatározható E(t0+dt). Az eljárást addig folytatjuk, amíg tf-et el nem érjük.

Addig ismételjük a 3.-5. lépéseket, amíg J értéke már alig változik, azaz az iteráció konvergál.

A módszer előnye, hogy az elektromos tér jelentősen változhat egy iterációs lépés során, így gyorsabban közelítjük meg az optimális elektromos teret. Az optimum közelében azonban nincs szükség nagy változtatásokra, így ott általában a Krotov-módszer sem gyorsabb, mint a gradiens eljárást. Hatékony a két eljárás kombinált alkalmazása: Az optimumtól távol a Krotov-módszerrel közelítjük a teret az ideálishoz, majd az optimum közelébe érve a gradiens eljárással finomítjuk azt.

2.5 Adaptív megközelítés

2.5.1 A modell alapú és adaptív megközelítés különbsége

Az előző fejezet a hagyományos megközelítési mód rövid áttekintése volt. Ez a modell-alapú megközelítés a következő sémát követi:

1. Felállítjuk a vizsgált rendszer modelljét.

2. A modellt alkalmazva kiszámítjuk az optimális megoldást.

3. Az így kapott eredményt alkalmazzuk a rendszerre.

Ez a módszer azonban szükségszerűen hibákat hordoz magában:

1. A korlátozott számítási kapacitás miatt számos közelítést alkalmaztunk. Ilyen volt pl. a Born-Oppenheimer közelítés, vagy, hogy a molekula kölcsönhatását az elektromos térrel csak a dipól taggal vettük figyelembe.

2. A kiszámolt optimális elektromos tér laboratóriumi megvalósítása nehézkes, vagy lehetetlen lehet. A problémát mérséklő erős büntető tagok alkalmazása pedig gyakran hátrányos.

3. A modell nem veszi figyelembe a mérésnél tapasztalható zajt, és a berendezések paramétereinek időbeli lassú változását.

A dolgozatban ismertetendő módszerek egy másik, úgynevezett adaptív megközelítésen alapulnak. Nem állítunk fel modellt a vizsgált rendszerre, hanem a laboratóriumi kísérleti rendszerre alkalmazzuk a lehetséges megoldásokat, esetünkben az elektromos teret. A dolgozatban kísérleti eszközök hiányában a kísérlet szimulációival dolgoztunk, amely szükségszerűen tartalmaz ugyan valamilyen modellt, fontos azonban hangsúlyozni, hogy a szimulált rendszer modellje az adaptív rendszer előtt teljesen rejtve marad, a megoldás keresése teljesen független tőle. Az adaptív rendszer valójában egy “fekete dobozon” dolgozik, amely valamilyen bemenő jelre valamilyen kimenetet szolgáltat, függetlenül attól, hogy az valós kísérleti berendezés, vagy szimuláció.

Az adaptív módszer váza a következő:

1. Tetszés szerint kiválasztunk egy lehetséges megoldást.

2. A megoldást alkalmazzuk a kísérleti rendszerre.

3. A kapott válaszhoz jósági értéket rendelünk.

4. Ha a kapott érték nem felel meg az elvárásnak, akkor az eddigi próbálkozások eredményeit figyelembe véve egy adaptív algoritmus javasol másik lehetséges megoldást és visszatérünk a 2. ponthoz.

A 4. pontban szereplő adaptív algoritmus nem rendelkezik információkkal magáról a rendszerről, kizárólag a korábbi próbálkozások sikeressége alapján kereshet a kontrollparaméterek terén.

A kvantumoptimalizáció esetén, megfelelő kísérleti eszközök mellett ez a módszer megkerüli a Schrödinger-egyenlet számításigényes megoldását. A molekulának mindössze ps nagyságrendű időre van szüksége ahhoz, hogy pontosan, elhanyagolások és közelítések nélkül megoldja a Schrödinger-egyenletet.

Számos olyan algoritmus van, amely a fenti sémát követi. Röviden áttekintjük az általános lokális kereséseket, a fizikában is gyakran alkalmazott szimulált hőkezelés módszer és a genetikus algoritmus működését, majd rátérünk az általunk alkalmazott, J. A. Boyan által kidolgozott STAGE eljárás vizsgálatára, amely egyesíti az ismertetett algoritmusok legtöbb előnyét.

2.5.2 Lokális keresések

A lokális keresésekkel és tulajdonságaikkal a STAGE ismertetése során részletesebben foglalkozunk, ezért most csak legfontosabb jellemzőiket tekintjük át.

A lokális keresések közös jellemzője, hogy az aktuális állapot szomszédait veszik figyelembe lehetséges következő állapotként. A szomszédsági struktúrát meghatározó függvényt a lokális keresés részének tekinthetjük. A lokális keresések vagy monoton módon javítják a célfüggvény értékét, vagy megengedik annak rontását, de ekkor is preferálják a jobb célfüggvényértékkel rendelkező állapotokat. Ezeknek a módszereknek a legfőbb előnye, hogy relative gyorsan rátalálnak a paramétertérben a kezdőponthoz közeli egyik lokális optimumra. Hátrányuk, hogy a célfüggvény “völgyeiben” elakadnak, a globális optimum megtalálása nem garantált.

2.5.3 A szimulált hőkezelés módszer

A szimulált hőkezelés (simulated annealing, SA) fizikai indíttatású algoritmus. Tudjuk, hogy fémolvadékot lassan lehűtve, az kristályos szerkezetet vesz fel. A kialakult szerkezet a rendkívül nagyszámú lehetséges elrendeződés közül a lehető legalacsonyabb energiájú lesz. Ha gyorsan hűtjük az olvadékot, akkor amorf szerkezet alakul ki, ami egy lokális energiaminimumnak felel meg. Ez a megfigyelés az alapja a SA módszernek.

Az eljárás lényege, hogy a célfüggvény minimalizálására törekszik, de annak érdekében, hogy a lokális optimumokba való “befagyást” elkerülje időben egyre csökkenő valószínűséggel megengedi a célfüggvény értékét növelő elmozdulásokat is a paramétertérben. A Boltzmann-statisztika szerint annak valószínűsége, hogy egy rendszer T hőmérsékleten az E energiájú állapotban legyen: 
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. Az állapot jósága helyett ennél a módszernél a fizikai hasonlat miatt a továbbiakban energiáról beszélünk. A szimulált hőkezelés vázlata tehát:

1. A konfigurációs tér és a rajta értelmezett célfüggvény (vagy energiafüggvény) megadása.

2. A kezdeti hőmérséklet legyen: T=Tmax. Válasszunk egy tetszőleges paraméterkombinációt.

3. Jelölje E1 a tekintett konfiguráció energiáját. Válasszunk egy másik konfigurációt, legyen ennek az energiája E2. 
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 valószínűséggel fogadjuk el az erre a konfigurációra történő átlépést. (Nyilván E2>E1 esetén p>1 lenne, ilyenkor a lépést elfogadjuk.)

4. A 3. pont adott számú ismétlése után valamilyen lehűtési stratégia szerint csökkentjük a hőmérsékletet. Ha elértük a hőmérséklet megadott alsó határát, akkor megállunk, egyébként visszatérünk az előző ponthoz.

Az ideális lehűtési stratégia feladatfüggő, de bebizonyítható, hogy kellően lassú lehűtés esetén a módszer 1 valószínűséggel megtalálja a globális minimumot.

2.5.4 A genetikus algoritmus

Míg a szimulált hőkezelés ötlete a fizikából jött, a genetikus algoritmus a biológiából, a génszelekciós evolúciós elméletből származik. A probléma lehetséges megoldásait egyedeknek, vagy géneknek nevezzük, a vizsgált egyedek összességét pedig populációnak. A genetikus algoritmus esetén az egyedeket egy bitsorozat reprezentálja. A bitsorozatokat az eljárás kezdetén általában véletlen értékekkel inicializáljuk. Az egyedek által kódolt megoldást alkalmazzuk a rendszerre, majd hozzájuk rendelünk egy a kapott válasz jósági értékével arányos valós számot, az ún. fitness értéket. Az összes egyed tesztelése után a fitness értékeket 0 és 1 közé eső számokra normáljuk.

Ezek után az egyedek új generációját hozzuk létre. Ehhez három genetikus operátort használunk. A kiválasztás (selection) operátor kiválaszt két egyedet a populációból a fitness értékkel monoton növekvő valószínűséggel. Ezután adott valószínűséggel keresztezzük (crossover) a két bitsorozatot, azaz adott pozíciótól jobbra eső szakaszaikat felcseréljük egymás között. A harmadik genetikus operátor a mutáció (mutation), amely adott valószínűséggel negálja az egyes biteket. A folyamat újabb két egyed kiválasztásával folytatódik, amíg az új generáció egyedszáma el nem éri az előző generációét. Az algoritmus kilépési feltétele, hogy kellően jó megoldást találjon, vagy elérjen egy megadott generációszámot.

A lokális kereséseknél láttuk, hogy az indítás helyéhez közeli lokális optimumra hamar rátalálnak, de a célfüggvény viselkedéséről a teljes téren nem rendelkeznek információval. A genetikus algoritmus mintavételezi az egész teret, de rendkívül hosszadalmas mire a jobb megoldások keresztezésével, mutációjával eléri a globális optimumot. Az is előfordulhat, hogy mintát vesz a globális optimumot körülvevő “függvényvölgy” lejtőjéről, de ha ez a pont nincs elég mélyen, akkor más, lokális optimumokhoz közelebbi pontok a jobb célfüggvényértékeik miatt kiszoríthatják ezt a pontot a populációból.

A következő fejezetben egy olyan eljárás működését tárgyaljuk, amely egyesíti a lokális keresések gyors és biztos optimumkeresési képességét a teljes tér mintavételezéséből származó előnyökkel. 

3. A STAGE algoritmus

A STAGE algoritmust J. A. Boyan mutatta be dolgozatában [1]. A szerző több alkalmazási területen mutatja be az eljárás hatékonyságát. Mielőtt a fizikai alkalmazásokra rátérnénk áttekintjük a módszer matematikai, elméleti hátterét és konkrét példákon mutatjuk be a működését.

3.1 Döntések, döntési folyamatok

Számos olyan probléma van, amelynek mesterséges intelligencia alkalmazásával történő megoldhatóságát széleskörűen vizsgálták. Ilyenek például az informatika területén a hálózati útválasztás feladatai, orvosi, fizikai problémaként a besugárzástervezés, ipari alkalmazásként a gyártási folyamatok optimalizálása, vagy gazdasági feladatként portfoliók tervezése.

Ezek a feladatok rendszerint bonyolult döntési folyamatokat igényelnek. Egyeseknél a döntések kimenetelét külső tényezők is alakíthatják, amelyeket hozzárendelt valószínűségekkel modellezhetünk. Az összetett döntési folyamat végeredménye bonyolult módon függ a számos egymást követő döntéstől. Ilyen komplex problémák esetében  optimális döntési politika az esetek nagy részében nem ismert, sőt a terület szakértőinek általában az is nehéz feladatot jelent, hogy szoftveresen megvalósítható, elfogadható eredményt szolgáltató politikát fogalmazzanak meg.

Ilyen esetekben ígéretesnek mutatkozik a következő megközelítés: A döntéshozó rendszer képessé tehető arra, hogy önállóan megtanuljon egy hatékony döntési politikát oly módon, hogy szimulálja az egyes szituációkban hozott döntések következményeit, és nyilvántartja mely döntések vezettek jó eredményre és melyek nem.

3.2 Értékelő függvények, állapotjellemzők

A mesterséges intelligencia alkalmazásai kapcsán gyakran találkozunk az értékelőfüggvény fogalmával. Olyan esetekben, amikor a vizsgált paramétertér túl nagy számú diszkrét pontból áll, vagy folytonos, tehát nem értékelhető ki minden lehetséges paraméterkombináció és minden döntés, akkor nagy szerephez jut ez az eszköz, amely az állapottér elemeihez valós értékeket rendel.

Az egyik legismertebb és egyben legegyszerűbb példa a sakkozók által jól ismert, a kezdőknek szóló sakk könyvek is gyakran említik. A vizsgált állást a táblán lévő figurák összértékével minősíthetjük. Rendeljünk a gyalogokhoz 1, a futókhoz és a huszárokhoz 3-3, a bástyákhoz 5, a vezérhez pedig 9 értéket. Az ilyen, tisztán anyagi állásértékelés természetesen nem veszi fel a versenyt egy kezdő sakkozó ítélőképességével sem, de fontos eleme a jóval kifinomultabb értékelőfüggvényeknek is.

Érték(adott állás)=9*V+5*B+3*H+3*F+gy



(22)

, ahol V,B,H,F,gy jelentik a játékos figuráinak számát.

A sakk állások reprezentálása többféle paramétertéren lehetséges. Ezek részletes ismertetése kívül esik jelen dolgozat keretein.

Fontos észrevennünk, hogy az álláshoz rendelt érték nem közvetlen függvénye volt az adott állásnak, azaz valamely reprezentációban az állapottér adott pontjának, hanem az állapotból előbb meghatároztuk mindkét színre az egyes figuratípusok számát és ezek függvényeként írtuk fel az értékelőfüggvényt. A továbbiakban az állapotból származtatott mennyiségeket – mint a példában a bástyák, gyalogok, stb. száma – “állapotjellemző”-nek nevezzük. Bonyolultabb értékelőfüggvények esetén általában állapotjellemzőként szerepel az egymást védő gyalogláncok hossza, az egyes figurák mozgékonysága, az adott fél sáncolási joga,  és a szabadgyalogok száma. A később tárgyalt fizikai alkalmazások esetén is fontos szerepet fognak kapni az állapotjellemzőkön alapuló értékelőfüggvények.

A fenti képletben a [9,5,3,3,1] szorzók elemzők generációinak tudását, tapasztalatait tükrözik. Az egyéb, kimondottan sakkprogramozással kapcsolatban felmerült feature-ök együtthatóinak értéke pedig több évtizede folyó állandó kutatás eredménye. Általában rendkívül sok emberi erőfeszítés szükséges ahhoz, hogy az állapotjellemzők együtthatóit úgy állítsuk be, hogy azok megfelelő eredményre vezessenek. A helyzet még bonyolultabbá válik, ha a kiértékelést tovább finomítva különböző együtthatókkal kívánunk dolgozni a paramétertér különböző régióiban – sakk esetén pl. másként értékeljük a figurákat, vagy a mozgékonyságot a nyitás, vagy a végjáték állásaiban.

Ahhoz, hogy hatékonyan alkalmazhassunk paramétertérbeli kereséseket – fizikai problémákra is – és kiaknázhassuk az állapotjellemzőkben rejlő lehetőségeket nyilvánvalóan olyan módszerekre van szükségünk, amelyek nem igénylik az értékelőfüggvény több éves manuális finomhangolását.

3.3 Markovi döntési folyamatok

Ezek a speciális folyamatok a későbbiekben fontos szerepet fognak játszani. Mivel előnyös tulajdonságaikat ki fogjuk használni érdemes velük külön foglalkoznunk.

A következőképpen formalizálhatjuk a Markovi döntési folyamatokat. (A továbbiakban az angol irodalomban használatos MDP /Markov Decision Process/ rövidítést fogom használni)

· Legyen X az állapotok véges halmaza, S(X kiindulási állapotok halmaza;
· Legyen A a lehetséges akciók véges halmaza;
· Jutalomfüggvény: R: X ( A ( (, ahol R(x,a) a várható közvetlen jutalom x(X állapotban a(A akciót alkalmazva.

· Átmeneti modell: P: X ( X ( A ( (, ahol, P(x’(x,a) adja annak valószínűségét, hogy x(X állapotban a(A akciót alkalmazva x’(X állapotba jutunk.

Megjegyzés: Az általunk vizsgált alkalmazások esetén determinisztikus átmeneti modellel dolgoztunk, azaz feltettük, hogy az optimalizálni kívánt paramétereket minden esetben pontosan meg tudjuk változtatni.

Egy ügynök MDP esetén először érzékeli a jelenlegi xt állapotát, ennek alapján kiválasztja a megfelelő at akciót, majd másik xt+1 állapotba kerül és rt jutalmat kap.

A döntések úgynevezett politikákkal adhatók meg.

Definíció: Politikán egy (: X ( A leképezést értünk.

Megjegyzés: Általánosabb értelemben politikának nevezik az állapotok halmazát az akciók halmazán értelmezett valószínűségsűrűségekre történő leképezését is.

A Markovi döntési folyamatok jelentőségét az adja, hogy MDP esetén létezik egy speciális értékelőfüggvény, amelyet a továbbiakban optimális értékfüggvénynek nevezünk és V*(x)-szel jelölünk. Ez a függvény adja meg a hosszú távon várható jutalmat feltéve, hogy x állapotból indulva minden további lépésben ideális döntést hozunk. V* ideális értékelőfüggvény abban az értelemben, hogy az egyszerű, mohó, egy lépésre előre tekintő politika V*-on  az optimális hosszú távú döntést szolgáltatja.

Olyan esetekben, amikor az állapottér elegendően kicsi V* egzaktul kiszámítható, táblázat formájában megadható. Nagyobb tertek esetében ez az út nem járható. Ilyen esetekben csak közelíthetjük V*-ot valamilyen függvényapproximátorral. Ezek a módszerek azonban jelentős számítási kapacitást igényelnek, mivel nagyszámú trajektória generálása szükséges ahhoz, hogy a  közelítés kielégítő eredményt adjon.

3.4 Globális optimalizálás

A sakk, vagy más táblás játékok esetében a lehetséges állapotok többsége csak köztes állapot, amelyből véges, vagy végtelen számú lépésben elérünk egy végállapotba, ahol a parti valamelyik fél győzelmével, vagy döntetlennel véget ér. Az ilyen köztes állapotokat, mint láttuk annak alapján minősítettük, hogy különféle heurisztikák alapján mennyire tartjuk lehetségesnek az egyik, vagy másik típusú kimenetelt.

A globális optimalizálás során a feladat ettől kicsit eltérő. Ezeknél a problémáknál az állapottér pontjai a probléma egy-egy lehetséges megoldását reprezentálják és ezen megoldás önmagában is minősíthető. Ilyen feladat például a később részletesen kifejtendő egy dimenziós pakolás problémája, vagy a dolgozat tárgyát képező paraméterezett lézerimpulzus tervezése. Gyakorlatban a globális optimalizálás során általában nagy állapotterekkel találkozunk. Olyan állapotot keresünk, amelyre nézve a téren értelmezett valamely célfüggvény minimális, vagy maximális értéket ad.

Formálisan: Jelöljük X((D-vel az állapotteret és legyen adott Obj: X  ( (. A cél olyan x*(X állapotot találni, amelyre 

Obj(x)(Obj(x*) ( x(X-re.

(Maximalizálás esetén)


Obj(x)(Obj(x*) ( x(X-re.

(Minimalizálás esetén)


Kis terek esetén a megoldás triviális, az összes lehetőség kiértékelésével az optimális megoldás megkapható. Nagy terek esetén ez nem járható út, ekkor ki kell használnunk a problémával kapcsolatos egyéb ismereteinket. Például konvex, lineáris kényszerekkel határolt X((n  esetén x* hatékonyan kereshető lineáris programozás segítségével.

Számos olyan probléma létezik azonban, ahol ilyen hatékony megoldási módszerek nem ismertek. A kombinatorikus optimalizálás területén sok olyan problémával találkozunk, ahol X véges ugyan, de rendkívül nagy elemszámú, és nem létezik polinomiális idejű algoritmus a globális optimum megkeresésére.

Ilyen esetekben célunk az, hogy a rendelkezésre álló számítási kapacitás mellett a lehető legjobb megoldást megtaláljuk. A megoldásról általában nehéz eldönteni, hogy milyen távol esik a globális optimumtól, mivel az nem ismert.

Jól vizsgálhatók a globális optimalizációra tervezett algoritmusok olyan problémákon, amelyek alulról vagy felülről korlátosak, illetve amelyeknél egy lehetséges optimális megoldásból kiindulva állíthatunk elő megoldandó feladatokat. Előbbi esetre példa a dolgozat későbbi részében tárgyalt paraméterezett lézer impulzus, amellyel a célszinten legfeljebb 100%-os populáció érhető el, utóbbira példa lehet a bűvös kocka, amelynek oldalait egy-egy színnel befestve, majd összekeverve olyan problémához jutunk amelynél a globális minimum ismert, ha a kockát pl. az oldalankénti színek számának összegével minősítjük.

3.5 Lokális keresések

A lokális keresések általános célú kereső algoritmusok. Közös jellemzőjük, hogy az állapottéren definiált szomszédsági struktúra képezi működésük alapját. Jelölje N(xi) az xi(X elem szomszédainak halmazát. Számos problémánál x szomszédságát az x állapot perturbációjával állítják elő, ilyenkor Obj értéke a szomszédos állapotokon gyorsan közelíthető Obj(x)-ből kiindulva. A szomszédsági struktúra és az Obj függvény együttesen alakítják ki az ún. költségfelszínt X felett. A lokális kereső algoritmusok ezen a felszínen mozogva próbálnak minél jobb állapotba eljutni. A kiindulási állapot lehet véletlenszerűen választott, vagy, mint később látni fogjuk más módszerek eredményeként kapott eleme X-nek.

3.5.1 Lokális keresések általános tulajdonságai:

Egy ( lokális keresés  az  x(X állapotból indulva egy trajektóriát hoz létre: (=(x0(, x1(, ...). A trajektória lehet végtelen, vagy véget érhet véges számú lépésben. Utóbbi esetben i>|(| esetén xi(-t egy speciális END-del jelölt állapottal azonosítjuk, ahol |(| jelöli a trajektória hosszát.
Jelölje Ƭ  az X felett lehetséges összes trajektóriák halmazát.

Általánosan a lokális keresés egy sztochasztikus függvény:

(: X ( Ƭ  Jelölje P(((x0(=x) azt a valószínűségeloszlást amely megadja, hogy x kezdőállapot esetén a ( lokális keresés milyen valószínűséggel hozza létre a ((Ƭ  trajektóriát.

· A ( lokális keresést célravezetőnek nevezzük, ha bármely x(X állapotból indulva 1 valószínűséggel eléri az END állapotot.

· A ( lokális keresést Markovinak nevezzük, ha

P(x(i+1)( = x(i+1)| x0(= x0, x1(= x1,..., xi(= xi) = p(xi+1| xi) (i(ℕ
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 és x0, x1,..., xi, xi+1( X({END} esetén.

· A ( lokális keresést monoton növekvőnek nevezzük, Obj-ra nézve, ha ( (( Ƭ  esetén, amelyet ( létrehoz teljesül, hogy Obj(x0() ( Obj(x1() ( Obj(x2() ( ...

A keresést szigorúan monoton növekvőnek nevezzük, ha Obj(x0() < Obj(x1() < Obj(x2() < ...

Néhány gyakran alkalmazott lokális keresés: (A keresések ismertetésénél felteszem, hogy a feladat az Obj(x) függvény maximalizálása. Minimalizálási feladat ugyanígy oldható meg (-1)*Obj(x) alapján)

3.5.2 Legmeredekebb emelkedő módszere (Steepest-descent hillclimbing):

Az algoritmus a pillanatnyi x(X állapotból abba az x’(N(x) állapotba lép, amely a legnagyobb mértékben növeli Obj(x)-et. Amennyiben a szomszédok egyike sem javít az Obj függvényen, akkor a trajektóriának vége. A módszer szigorúan monoton, ezért soha nem fordulhat elő kétszer ugyanaz az állapot egy trajektóriában. Ha X véges, mint pl. a kombinatorikus optimalizálás esetén, a keresés mindenképp véget ér. Az algoritmus rendelkezik a Markov tulajdonsággal is. Lokális optimumban a trajektória véget ér, egyéb pontokból egyenlő valószínűséggel lép át azon x’(N(x) szomszédok egyikébe, amelyre Obj(x’)=minz(N(x)Obj(z).

3.5.3 Sztochasztikus hegymászó (Stochastic hillclimbing):

Olyan eseteknben amikor a szomszédos N(x) állapotok száma nagy a sztochasztikus módszer gyakran gyorsabb, mint az előző keresés.

Jelölje SHC az X állapottérrel, N szomszédsági függvénnyel, Obj célfüggvénnyel és PAT tűrési értékkel adott sztochasztikus keresőeljárást. Az SHC akkor fogad el egy x’ állapotot, ha x’(G(x), ahol G(x):={g(N(x): Obj(g)>Obj(x)}
Az SHC szigorúan monoton. Ha feltesszük, hogy X véges, akkor az előző algoritmushoz hasonlóan biztosan véget ér valamely állapotban. A következő átmeneti valószínűségekkel Markov-tulajdonságú is:
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3.5.4 Irányított véletlen séták (Biased random walks)

Ez egy általános kategória, amely magába foglalja azokat a lokális kereséseket, amelyek állapotátmenetei memória nélküliek. Ilyen pl. az előző keresés és annak számos különféle változata. A konkrét feladatnak legjobban megfelelő változatot könnyen előállíthatjuk: elfogadhatjuk az Obj függvényt nem változtató átmeneteket, kényszeríthetjük a legjobb szomszéd átmenetet akkor is, ha annak Obj értéke rosszabb a jelenleginél, stb.

Az ilyen keresések rendelkeznek a Markov-tulajdonsággal, de általában nem garantált, hogy befejeződnek. Ehhez kilépési feltételt kell megadni, aminek szintén számos változata lehetséges.

· Futtathatjuk a keresést előre megadott számú lépésig.
    
Ez a legegyszerűbben megvalósítható kilépési feltétel, azonban a Markov-tulajdonságot elrontja. A p(END|x) valószínűség ugyanis ezzel a feltétellel nem csak x-től függ, hanem a globális számláló értékétől is.

· Bevezethetünk egy (>0 kilépési valószínűséget.

Megköveteljük, hogy a kilépés valószínűsége p(END|x)(( legyen. Ekkor a Markov-tulajdonság megmarad. A feltétel hátránya, hogy félbeszakíthat ígéretesen induló keresési folyamatokat is, elveszítve ezáltal az általuk szolgáltatott értékes információt.

· Alkalmazhatunk különféle tűrés-alapú kiléptetési feltételeket.
 

3.5.5 Hőmérséklet függő keresés (Simulated annealing)

A keresés során tett lépések nem csak az aktuális állapot függvényei, hanem egy külső, időben változó paramétertől is függnek. A ti időpillanatban xi állapotban lévő keresés véletlenszerűen kiválaszt egy x’(N(xi) szomszédot és a következőképpen számítja a rákövetkező állapotot:

xi+1=

END
, ha i>Limit



x’     
, ha Rand<exp[Obj(xi)-Obj(x’)]/ti
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xi
egyébként

, ahol Limit jelenti a trajektória maximális hosszát, Rand pedig egyenletes eloszlású véletlen változó [0,1)-ből.

A ti hőmérséklet csökken az idő múltával. Magasabb hőmérsékleten elfogadásra kerülhetnek olyan lépések is, amelyek Obj értékét jelentősen rontják, míg alacsonyabb hőmérsékleten ennek valószínűsége kisebb. A keresés előnye, hogy képes a lokális optimumból elmozdulni, hátránya viszont, hogy nyilvánvalóan nem rendelkezik a Markov-tulajdonsággal.

3.6 A Stage algoritmus elve

A lokális keresések nagyon hatékonyan találnak lokális optimumot a kiindulási pont körül. Önmagukban képtelenek azonban arra, hogy kihasználják az állapottérről sokszori futtatásuk során szerzett információkat. Ha a vizsgált probléma olyan, hogy az Obj függvénynek nagyon sok lokális optimuma van az állapottéren, akkor véletlenszerűen választott kezdőpontból indítva a lokális kereséseket igen nagy számú trajektória generálása szükséges ahhoz, hogy elfogadható valószínűséggel érjük el a globális optimumot. Arra a kérdésre, hogy mit tekinthetünk nagy számú lokális optimumnak a válasz elsősorban a rendelkezésre álló számítási kapacitástól függ. Bármekkora erőforrások állnak azonban rendelkezésünkre mindig lesznek olyan bonyolultságú problémák, amelyek meghaladják a lehetőségeinket. Elég egyes kombinatorikus problémák számításigényének a probléma méretétől való exponenciális függésére gondolni. Nyilvánvaló, hogy az egyszerű lokális kereséseknél intelligensebb eljárásra van szükség az ilyen bonyolult feladatok megoldásához.

Justin Andrew Boyan [1] egy olyan módszert javasolt, amely képes a lokális keresések eredményeit felhasználni arra, hogy az állapottérben azonosítsa azokat a régiókat, amelyekben a lokális keresések elindítva jobb eredményt várhatunk, mint más régiókban.

A STAGE alapgondolata, hogy számos mintatrajektória kimenetele alapján egy érték​függvény közelítést végez. Az algoritmusról elmondható, hogy általános és elméletileg megalapozott. Boyan dolgozatában számos példán mutatja be az algoritmus hatékonyságát is.

Az algoritmus működését, azaz az állapottéren folytatott lokális keresések eredményeinek felhasználását, az ígéretes régiók azonosításának módját két, J. A. Boyan által ismertetett bevezető problémán keresztül fogom bemutatni. Az első, egyszerűbb példa csak az állapottéren közelíti a lokális keresések várható kimenetelét, a második példa kihasználja a sakkprogramozásnál említett, állapothoz kapcsolódó jellegzetességekben rejlő lehetőségeket is.

3.6.1 Egy dimenziós függvény minimalizálása

Az optimumkeresés bemutatására olyan problémát tekintünk, amely

· Egy dimenziós téren értelmezett, jól szemléltethető

· A globális optimuma ismert

· Elegendően sok lokális optimummal rendelkezik

A feladat a globális minimum megkeresése az X=[-10,10] tartományon

Obj(x)=(|x|-10)*cos(2(x) esetén.
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3.1. ábra:  Az egydimenziós feladat célfüggvénye. Obj(x)=(|x|-10)*cos(2(x)

Egymás után lokális kereséseket futtatva az emberi intelligenciának nem jelent problémát, hogy néhány trajektória alapján megállapítsa, a lokális keresések eredményei erősen függenek attól, hogy a keresést az állapottér mely pontjából indítottuk és ennek alapján a további kereséseket a jobb eredményeket ígérő régiókban indítsa. A STAGE ugyanezt igyekszik kihasználni.

A fentieket úgy formalizálhatjuk, hogy az x(X kezdőállapotokhoz hozzárendeljük a lokális keresés várható kimenetelét.

V((x):= Az x állapotból indított ( lokális keresés esetén a kapott tarajektóriában előforduló legjobb Obj érték.

Itt ( az alkalmazott lokális keresést jelenti. Azokkal a feltételekkel, amik ahhoz szükségesek, hogy V( jól definiált legyen később foglalkozunk.

V((x) szemléletesen az x(X állapotot minősíti abból a szempontból, hogy mennyire ígéretes kezdőpontnak tekinthető, ( lokális keresés esetén. A 3.2. ábrán a V((x) függvény látható. 
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3.2. ábra: Az Obj(x)=|x|-10)*cos(2(x)-hez tartozó V((x) függvény.

Megfigyelhető a függvény lépcsős alakja az azonos végeredményre vezető szomszédos pontoknak megfelelően.

V((x)-et természetesen általános esetben nem ismerjük. Vannak azonban megfelelő matematikai eszközeink a függvény közelítésére a különböző pontokból indított lokális keresések kimenetelei alapján, az egyszerű lineáris regressziótól a kvadratikus közelítésen át a napjainkban is gyorsan fejlődő support vektor gépekig.

Ha a lokális keresés rendelkezik a Markov tulajdonsággal, a keresés eredményeként kapott (=(x0(, x1(, ...) trajektória minden pontja felvehető a függvényapproximátor tanító adatai közé. Ekkor ugyanis bármely xi( alternatív kezdőpont lehet és xi(-ból indulva a Markov tulajdonságú politika ugyanarra a lokális optimumra vezet. Ilyen esetben a gyakran időigényes keresés nem egyetlen illesztési pontot szolgáltat, hanem akár alappontok százait. Az egy lokális keresés során gyűjtött nagy számú alappont azonban nem jelent ugyanilyen arányban többletinformációt. A fenti példánál maradva az azonos, monoton lokális keresésből származó pontsorozat nyilvánvalóan V((x)-nek ugyanazon vízszintes szakaszához tartozik azonos értékkel.

3.6.2 Az optimális helykitöltés problémája

A lokális keresések kimenetelének az állapottérnél bővebb halmazon végzett becslésére tekintsünk egy bonyolultabb feladatot. A megoldandó probléma a klasszikus ideális helykihasználási feladat.

A minél egyszerűbb paramétertér érdekében azzal az esettel foglalkozunk amikor mind az elhelyezendő tárgyak, mind a tárolók egyetlen kiterjedéssel (hosszal) rendelkeznek. A probléma a következőképp formalizálható:

Adott a tárolók C kapacitása (jelen esetben hossza) és adott L halmaz, L=(a1,a2,...,an), ahol s(a1),s(a2),...,s(an) jelentik a tárolandó tárgyak hosszait, s(ai)>0. A cél, hogy a lehető legkevesebb tárolóban helyezzük el ezeket a tárgyakat, azaz keressük azt a minimális m számú B1,B2,...,Bm részhalmazt, amelyekre teljesül, hogy 
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A problémával számos analóg gyakorlati feladat létezik. Ilyenek például a súlykorlátozás melletti összeállítások, vagy méretre vágott kábelek, szövetek készítése adott hosszúságú tekercsek felhasználásával. Ha általánosítjuk a problémát és nem egyetlen szabad paraméterrel foglalkozunk, akkor számos szállítással, raktározással kapcsolatos feladatot találunk.

A következő ábra egy harminc elemből álló problémát mutat be és egy optimális megoldást.
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3.3. ábra: 30 elemből álló pakolási probléma és egy optimális megoldása

A feladatra kidolgoztak számos problémaspecifikus algoritmust is, de célunknak megfelelően most az általános, lokális keresésekre koncentrálunk.

A lokális keresések megvalósításához szükség van egy állapotreprezentációra és a szomszédsági struktúrára. Kezdetben tároljuk az összes elemet külön tárolóban, azaz legyen b(a1)=1, b(a2)=2,...,b(an)=n, ahol a b függvény adja meg az adott elem pillanatnyi helyét. Adott állapot szomszédainak tekintjük azokat az állapotokat, amelyek egyetlen elem áthelyezésével kaphatók a tárolók hosszúságkorlátainak megsértése nélkül. Ezzel a szomszédsági struktúrával már alkalmazhatjuk a korábban leírt lokális algoritmusok valamelyikét. 

A lokális kereséseket azonban működési elvük alapján joggal hasonlították ahhoz a hegymászóhoz, aki sűrű ködben próbál a csúcsra jutni, miközben teljes amnéziában szenved. J. A. Boyan beszámol egy több száz lokális keresésből álló futtatássorozatról, amelynek során többször kaptak 10 tárolót igénylő megoldást, de az optimális, 9 tárolót teljesen megtöltő globális optimum egyetlen alkalommal sem fordult elő a keresések eredményei között.
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3.4. ábra: Három lehetséges lokális optimum a pakolási problémán

A következő lépés, hogy a sakknál hozott példához hasonlóan az állapotnak olyan tulajdonságait próbáljuk figyelembe venni, amelyek segítségünkre lehetnek az egyes lépések megtételénél. A jelen példában ilyen információt hordozhatnak:

· A tárolók telítettségének varianciája

· Az egyes tárolókban található elemek számának varianciája

· A legkevésbé feltöltött tároló telítettsége

· Az egyes tárolókban legkisebb-legnagyobb elem arányának átlaga

· Maga az állapot

Az ilyen állapottól függő, hasznos információt hordozó mérőszámokat az angol irodalom feature-nek nevezi, a dolgozatban állapotjellemzőként hivatkozom rájuk.

Az állapotjellemzőket megfelelően súlyozva, illetve rájuk megfelelő, bonyolultabb függvényt illesztve olyan célfüggvényhez juthatunk, amely nem csak a pillanatnyi állapotot minősíti önmagában, mint lehetséges megoldást, hanem arról is információt adhat, hogy az adott állapot mennyire alkalmas arra, hogy belőle jó eredményt szolgáltató kereséseket indítsunk.
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3.5. ábra: A variancia alakulása a pakolási probléma trajektóriáin

A szintén J. A. Boyan-tól származó 3.5. ábrán megfigyelhetjük egy ilyen feature alkalmazhatóságát. A vízszintes tengely a felhasznált tárolók számát ábrázolja, míg a függőleges tengely a tárolók telítettségének varianciáját mutatja. Az ábrán az a közös kezdőpontból induló három trajektória van ábrázolva, amelyek az előző ábrán bemutatott három lokális minimumot szolgáltatta. A kezdőpontban Obj értéke 30, hiszen minden elem külön tárolóban helyezkedik el. Innen mindegyik trajektória jobbra mozdul, ahogy a lokális keresés csökkenteni igyekszik a szükséges tárolók számát. A variancia kezdetben nyilván növekedni fog, hiszen egyes tárolókban szükségképpen több elem lesz, mint másokban, majd a trajektória végéhez közeledve ismét csökkenni kezd, ahogyan a tárolók egyre telítettebbé válnak. A keresések mindegyike egy-egy lokális minimumban ér véget. Az ábrán megfigyelhetjük, hogy azok a trajektóriák, amelyek nagyobb varianciájú állapotokon keresztül haladnak jobb eredményre vezetnek, mint a kisebb varianciájú zónában haladó társaik. Ez a következtetés a három minta alapján még nem lenne megalapozott, de nagyszámú trajektórián szerzett tapasztalatok megerősítik, hogy ez a megfigyelés valóban hozzásegíthet a jobb megoldások megtalálásához

Sok más problémánál is alkalmaznak ilyen állapotjellemző alapú értékelőfüggvényeket. Az ilyen extra információk figyelembe vétele nagymértékben megjavíthatja a keresések hatékonyságát, de ehhez jól behangolt együtthatókkal kell az értékelőfüggvénybe felvennünk őket. Ez a kézi finomhangolás általában rendkívül fáradtságos és időigényes feladat.

A STAGE úgy képes kiaknázni a feature-ök alkalmazásában rejlő lehetőségeket, hogy eközben nem igényli az értékelőfüggvény kézi hangolását. A kutató saját tapasztalatai, elképzelései, elméletei alapján megadja a lehetséges feature-ként felhasználható mennyiségeket, a STAGE pedig lokális keresésekkel történő tapasztalatszerzés útján megtanulja ezeket kihasználni.

Célunk a korábban definiált V((x) függvény közelítése, amely az x állapotból induló lokális keresés várható kimenő értékét adja. A közelítést az állapotjellemzőkön keresztül végezzük.

Legyen az állapotokat állapotjellemzőkre (feature-ökre) leképező függvény:  F: X ( (D. Természetesen állapotjellemzőként felvehető maga az Obj(x) érték is.

A V((x) függvény közelítését 
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(F(x)) alakban írjuk fel. Az, hogy milyen függvényapproximátort célszerű alkalmaznunk függ a probléma jellegétől, a választott állapotjellemzőktől és nem utolsó sorban a rendelkezésünkre álló erőforrásoktól. A számítási kapaciátás korlátozta például, hogy nagyobb problémákon alkalmazni tudjuk a kiváló tulajdonságokkal rendelkező support vektor gépeket.

Figyelemmel kell lennünk arra is, hogy a tanítási mintákat nagy pontossággal közelítő approximátor kevéssé képes általánosítani, az így felírt 
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 függvény is sok lokális minimummal lesz terhelve. Nagyobb általánosításra képes approximátorok esetén pedig előfordulhat, hogy a túlzott símítás miatt nem képes elég hatékonyan azonosítani az ígéretesebb tartományokat.

Az ideális függvényapproximátor

· Gyorsan, kis számításigénnyel tanítható

· Az újonnan kapott adatokkal pontosítható a teljes újratanítás helyett.

· Az illesztés pontossága, illetve az általánosítás mértéke nagymértékben szabályozható.
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3.6. ábra: A STAGE működésének vázlata

A megfelelő feature-ök és jól megválasztott közelítő függvény használata elsősorban a nagyon nagy állapotterek esetében kritikus. Ilyenkor ugyanis egyáltalán nincs lehetőségünk az állapottérnek számottevő részét feltérképezni. Kizárólag 
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 jó általánosító képességére, vagy a vakszerencsére hagyatkozhatunk.

3.7 Összefoglalás

A lokális keresések alapján rendelkezésünkre álló 
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(F(x)) függvény információt szolgáltat arról, hogy mennyire tartja ígéretesnek az x állapotot egy ( lokális keresés kezdőpontjaként. A legjobb ilyen kiindulópont megtalálásához le 
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(F(x)) optimumát kell megkeresnünk az X állapottéren. Ezt a hillclimbing algoritmusok valamelyik variációjával keressük..

A STAGE tulajdonképpen sokszor újraindított lokális keresések sorozatából áll. A ( keresés kezdetben véletlen x kezdőpontból indítva az Obj függvény optimumát keresi X-en, ezzel adatokat gyűjt az állapottérnek arról a részéről amelyben elindítottuk. A ( keresések által összegyűjtött adatok képezik az alapját a feature-ökre illesztett 
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 közelítő függvénynek, amelynek optimumát keresve ígéretesebb kezdőpontból indíthatjuk újra a ( lokális keresést. Az utóbbi típusú újraindítást nevezzük intelligens újraindításnak, megkülönböztetendő a kezdeti véletlen újraindítástól. Az új keresés új adatokat szolgáltat az állapottérről, amelyekkel 
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 pontosítható, majd az eljárás ismét az intelligens, jobb kezdőpont keresésével folytatható. A folyamatot a  3.6. ábra szemlélteti.

A STAGE algoritmus:

STAGE(X, S, (, Obj, ObjBound, F, Fit, N, Pat, Totevals),

ahol

X 
: Az állapottér

S 
: S ( X kezdőállapotok halmaza.

( 
: Lokális kereső eljárás.  Megköveteljük, hogy

  rendelkezzen a Markov-tulajdonsággal és

  1 valószínűséggel érjen véget.

Obj
: A minimalizálandó/maximalizálandó célfüggvény. 
 
  Obj:  X ( (.

ObjBound : Obj alsó/felső korlátja. Ha ilyen nem ismert,

  akkor értéke ((.

F
: Az állapotok leképezése valós értékű állapot-jellemzőkre. F: X ( (D
Fit
: Függvényapproximátor

N
: Szomszédstruktúra reprezentációja

PAT
: Tűrési paraméter a 
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-n futó sztochasztikus Hillclimb 

  algoritmushoz. Ha PAT számú szomszéd vizsgálata után

  sem talál jobb állapotot kilép.

TotEvals : A STAGE algoritmus futtatása során a kiértékelések


  Megengedett maximális száma.

1. A függvényapproximátor inicializálása. Legyen x0(S véletlenszerűen választott kezdőállapot.

2. Főciklus. Addig fut, amíg a kiértékelt állapotok száma meg nem haladja TotEvals értékét.

a) ( segítségével optimumot keresünk az Obj(x) függvényen. Eredményül a (=(x0, x1, ..., xT) trajektóriát kapjuk.

b) 
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 tanítása. A trajektória minden xi pontjára definiáljuk yi:=minj=i…TObj(xj) értékeket, majd adjuk az {F(xi)( yi} párokat Fit tanítási adataihoz. Tanítsuk újra a Fit approximátort az új adathalmazzal, nevezzük az így kapott értékelőfüggvényt 
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-nek.

c) A Hillclimbing algoritmus valamely változatával xT-ből indulva optimumot keresünk 
[image: image69.wmf]p

V

~

(F(x))-en. Ha Pat számú szomszéd vizsgálata nem ad jobb eredményt, vagy a kiválasztott legjobb szomszéd állapot jobb Obj értéket ad, mint az ObjBound által megadott határérték, akkor a keresés véget ér. Jelöljük ezt a trajektóriát (z0, z1, ..., zt)-vel.

d) Megadjuk az intelligens újraindítás kezdőállapotát. x0:=zt.
Abban az esetben viszont, ha a c, pontban leírt keresés nem fogadott el új állapotot, azaz zt=xT, akkor x0:=random állapot (S.

3.
A visszatérési érték az eljárás során kiértékelt állapotok közül a legjobb.

4 Globális optimalizáció fizikai problémákon

4.1 Fizikai problémák sajátosságai

Az előzőekben ismertetett módszereket széleskörűen alkalmazzák a legkülönfélébb feladatokra. A részletesen ismertetett STAGE algoritmus, amely az általunk folytatott vizsgálatok alapját is képezi számos problémán bizonyította hatékonyságát. J. A. Boyan PhD dolgozatában több olyan optimalizálási feladatot említ, amelyeken más eljárásokkal hasonlította össze és ezek közül a legjobb megoldásokat a STAGE szolgáltatta.

Vizsgálataink során azzal a kérdéssel foglalkoztunk hogyan alkalmazhatóak ezek az új eredmények fizikai problémák megoldásánál.

A korábbi példákhoz viszonyítva a legfőbb nehézséget az jelenti, hogy míg a függvény minimumának keresésénél vagy a pakolási problémánál az állapot kiértékelése egyetlen behelyettesítéssel, illetve a felhasznált tárolók számának összeszámlálásával rövid idő alatt megoldható, addig számos fizikai problémánál egy-egy paraméterkombináció kiértékelése, (ha gyors kísérleti eszköz nem áll rendelkezésre) nagy számítási kapacitást emésztő hosszú szimulációk elvégzését igényli. Ilyen esetekben drasztikusan romlik a tér mintavételezésének lehetősége, kiértékelt állapotok tízezrei helyett néhány száz pontra illesztett függvényapproximátorral kényszerülünk az állapottér különböző régióit minősíteni.

A másik eltérés, hogy a probléma ismerete alapján a terület szakértői által kitalált kis számú feature helyett szeretnénk jóval nagyobb számú feature-t alkalmazni az állapottér pontjainak megkülönböztetésére úgy, hogy maga a rendszer döntse el, hogy paraméterekből képezhető mennyiségekből melyek használhatók a keresést segítő feature-ként.

Tapasztalataink szerint mind a sokdimenziós téren történő optimalizáció, mind a nagyszámú feature alkalmazása, mind pedig a feature-ök automatikus kiválasztása megvalósítható és alkalmazásuk hatékony eszközt jelenthet a fizikusok kezében. A rendelkezésre álló számítási kapacitás korlátai és a már említett időigényes szimulációk miatt a fenti célokat megvalósító eljárásokat külön-külön tudtuk megvalósítani. A továbbiakban be fogom mutatni a fenti követelményeknek egyenként megfelelő alkalmazásainkat és azok eredményeit.

4.2 Az optimalizálandó fizikai rendszer

4.2.1 Általános jellemzés

Az optimalizáció tárgyául egy külső elektromos jellel befolyásolt kvantumrendszert választottunk, amelyet elég általánosan alakítunk ki ahhoz, hogy rajta az optimalizáció sokféle feltétel mellett is vizsgálható legyen. Megvalósítottuk az energiaszintekkel jellemzett rendszer szimulációját. A szimuláció időben nyomonköveti az állapotváltozást, amelyet egy paraméterezhető impulzus vált ki. A cél olyan optimális impulzust tervezni a megfelelő paraméterek megtalálásával, amely valamely állapotból egy kívánt állapotba juttatja a rendszert.

Mivel célunk nem egy kiválasztott elem, molekula állapotmanipulációjának megoldása volt, hanem olyan általános eljárás létrehozása, amely ilyen jellegű problémák egész osztályán képes eredményeket elérni, ezért a továbbiakban mind a kvantumrendszer energiái, mind az impulzusparaméterek egységnyi mennyiségekben vannak megadva. Konkrét problémákra alkalmazva az eljárást könnyen behelyettesíthetők aJ-ban, vagy ns-ban adott mennyiségek.

4.2.2 A kvantumrendszer reprezentációja:

A kvantumrendszert reprezentációját csak a szimuláció miatt kell megvalósítani. Az optimalizáló eljárás előtt a rendszer ismeretlen, az csak a jelre adott válaszait ismeri.
A reprezentáció kialakításánál elsődleges szempont az általánosság volt. A rendszert az energia-sajátállapotainak lineáris kombinációjaként írjuk fel.

(=((1(1+ (2(2+ ...+ (n(n), 



 (26)

ahol (1,(2,...,(n sajátállapotok és E1,E2,...,En energiasajátértékek a

H(i=Ei(i




(27)

sajátértékegyenletnek megfelelően. H jelöli a rendszer Hamilton-operátorát.

A kvantumrendszer állapotát t pillanatban meghatározzák a ((1(t),(2(t),...,(n(t)) együtthatók. Így ezek időbeli változását megfelelő pontossággal nyomonkövetve a szimuláció megvalósítható.

Az együtthatók időfejlődését a kvantummechanika hatodik posztulátuma alapján írjuk fel:

ih((((t)/(t)=H(t)((t),




(28)

ahonnan (-t és H-t kifejtve:

ih 
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(29)
A H mátrix elemeit meghatározva a szimuláció elvégezhető. A mátrix diagonálisában az energiasajátértékek állnak,  a diagonálison kívüli elemek pedig az adott feladatban alkalmazott dipóloperátor közelítésétől függnek, (ijE(t) alakúak. (kétszintes rendszerre ld. (2) egyenlet)

A szimuláció megvalósítása MATLAB szoftver segítségével történt. A lokális optimalizáció ugyanebben a rendszerben lett implementálva.

A (i(t) együtthatók időbeli változását Runge-Kutta algoritmussal határoztuk meg. Az eljárás megfelelő pontosságot biztosít, miközben csak a szükséges a számítási kapacitást  használja fel. A numerikus differenciálegyenlet megoldás során a lépésközt csökkenti ha a gyorsan változó deriváltak miatt a pontosság ezt megköveteli és nagyobb lépésközt alkalmaz, ahol ez a megadott pontosság mellett megtehető.

4.3 Az alkalmazott lokális keresések

Amint arról már volt szó korábban a STAGE olyan lokális keresések eredményein tud eredményesen működni, amelyek rendelkeznek a Markov tulajdonsággal és természetesen 1 valószínűséggel véget kell érjenek.

Az általunk alkalmazott lokális kereső algoritmus a legmeredekebb emelkedő módszer egy módosított változata volt. A módszer ideális megvalósítása az lenne, ha minden egyes lépésben kis számításigénnyel meghatározhatnánk azt a szomszédot, amely a legnagyobb mértékben növeli/csökkenti az Obj függvény értékét /attól függően, hogy minimum, vagy maximum keresés a feladat/. Ez azonban csak akkor volna lehetséges, ha ismernénk az Obj függvény alakját és a parciális deriváltakat ki tudnánk fejezni, ekkor az ideális lépésirány meghatározása néhány behelyettesítésre egyszerűsödne. A gyakorlatban ehelyett csak numerikus gradiensközelítést tudunk alkalmazni, a következőképp: Jelölje x=(x(1),x(2),…,x(D)) (X az állapottér aktuális vizsgált pontját, ahol D jelöli az állapottér dimenzióját. Legyen eps>0, Stepsize>0 adott paraméterek. Képezzzük a következő mennyiséget:

g(x)=( g(1),g(2)…,g(D))/norm2(g(1),g(2),…,g(D))

ahol

g(i)(x)=[Obj(x(1),…,x(i)+eps,…,x(D))- Obj(x(1),…,x(i),…,x(D))]/eps    i=1...D

Az Obj függvény gradiensét ilyen módon numerikusan közelítjük. Az lokális keresés a normált g mennyiséggel megadott irányba tesz egy lépést, amelynek nagyságát a Stepsize paraméter határozza meg. A trajektória következő eleme a következőképpen adható meg:

Legyen x’= xi+g(xi).
xi+1=

x’, ha Obj(x’)>Obj(xi)



END egyébként 
A keresés eredeti változata, ha nem END állapotba került, kiszámolja g(xi+1)-et majd ennek alapján meghatározza xi+2-t és így folytatja egészen az END állapot eléréséig.

Ez az eljárás azonban sokdimenziós paramétertér és/vagy időigényes állapotkiértékelés esetén rendkívül nagy számítási kapacitást emészt fel. Minden megtett lépés után meg kell ugyanis határoznunk g új értékét, ez pedig hozzávetőleg D*T időt jelent, ahol D a tér dimenziója, T pedig az egy állapot kiértékeléséhez szükséges átlagos idő. Emiatt az algoritmust módosítottuk. A keresés x0 kezdőpontjában meghatározzuk g(x0)-t. Ennek segítségével meghatározzuk xi+1-et. Az eredeti algoritmustól eltérően azonban nem számítjuk ki g(xi+1)-et, hanem képezzük az (x0, x1, ... , xk) résztrajektóriát g(x0) segítségével. Minden lépésben kiértékeljük a kapott új állapotot. A résztrajektória addig tart, amíg a g(x0) irányba tett Stepsize nagyságú lépés javítani tudja az Obj függvény értékét. Ha xk-ból g(x0) irányba haladva Obj értékében nem tapasztalunk elegendő javulást (ennek minimális mértékét előre kiköthetjük), akkor a résztrajektória xk-ban véget ér. Ekkor képezzük g(xk)-t és ezt használva tovább hasonló résztrajektóriával folytatjuk a keresést.

A kitartott g értékekkel a résztrajektóriák kezdőpontját kivéve általában nem a legnagyobb javulást eredményező irányba lépünk, azonban ha a választott lépésközök nem túl nagyok, és Obj gradiense nem változik túl gyorsan akkor a megtartott g vektor is számos lépésen keresztül képes javulást eredményezni Obj értékében. Az időigény szempontjából nézve egyetlen újabb g kiszámítása helyett D számú lépést tehetünk meg az adott irányba, hiszen ekkor egy állapothoz egyetlen kiértékelés tartozik. A legtöbb esetben a D számú, nem optimális lépés eredményesebb, mint az azonos időigényű egyetlen optimális lépés.

A továbbiakban ezt a módosított lokális kereső algoritmust kitartott numerikus gradiens módszernek nevezem.

4.4 Az alkalmazott függvényapproximátorok

A STAGE működésének alapja, hogy intelligen kezdőpontot képes szolgáltatni a lokális keresések számára. Ehhez meg kell tanulnia a V((x) függvényt. (V((x):= Az x állapotból indított ( lokális keresés során elérhető legjobb Obj érték.) A V((x) függvény tanulása mint láttuk a véletlen és intelligens kezdőpontokból indított lokális keresések (állapot, elérhető legjobb érték) párjaira illesztett 
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(F(x)) függvény folyamatos javítását jelenti.

A STAGE viselkedése nagyban függ az alkalmazott függvényapproximátortól. Előfordul, hogy a V((x) függvény maga is sok lokális minimumot/maximumot tartalmaz, ilyen esetekben a függvényre jól illeszkedő 
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(F(x)) közelítésen való keresés majdnem olyan nehéz lehet, mint az Obj függvényen. A kevésbé pontos közelítések általában kevesebb lokális csapdát tartalmaznak, az egyszerű kvadratikus approximátor pedig egyáltalán nem tartalmaz lokális optimumot.

A bemutatásra kerülő alkalmazásokban a kvadratikus approximátort alkalmaztuk. A számítási igény szempontjából óriási előny, hogy a rajta futtatott lokális keresés tetszőleges pontból indítva eléri a globális optimumot. (Nem az optimalizálandó probléma, hanem a 
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(F(x)) közelítő függvény globális optimumát.) A közelítés természetesen nagymértékű leegyszerűsítése az általában bonyolult valódi V((x)-nek, de megfelelő állapotjellemzők mellett képes jól illeszkedni a legígéretesebb régiókra.

Ennyire egyszerű approximátor alkalmazása számos csapdát is rejt magában. Egy ilyen problémára mutat példát a 4.1. ábra.
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4.1. ábra: Az egy-dimenziós kvadratikus illesztés viselkedése nem illeszkedő pont esetén.
Az ábrán vastag vonalként látszik 400db az f(x)=(x2+2x) függvényre illeszkedő pont. A legkisebb négyzetes eltérésekkel illesztett függvény látható az a, ábrán. Ha a 400 tanítási pont mellé felvesszük a (7,0) koordinátájú, f(x)-re nem illeszkedő pontot, akkor az illesztett függvény képe teljesen megváltozik, amint az a b, ábrán látható.

Látható, hogy az ilyen approximátor különös óvatossággal kezelendő. Alkalmazása mégis gyakran megéri az ilyen esetek kezelésével járó többletmunkát, mert a közelítő függvény lokális minimumainak hiánya jóval nagyobb nyereséget jelent mind gépidőben, mind az algoritmus bonyolultságában.

Vizsgálataink során azt tapasztaltuk, hogy sok esetben hatékonyan lehet az állapottér egy részén  V((x)-et a feature-ökre illesztett kvadratikus approximátorral közelíteni, de az állapottér távolabbi régióiban véletlen pontból elindított lokális keresések a közelítést elrontják, ilyenkor a STAGE további futtatása jobb eredményeket már nem szolgáltat. Ilyen esetekben alkalmazhatunk megszorítást a véletlen kezdőpontok kiválasztására, vagy törölhetjük a tanítási pontok közül az ilyen trajektóriákat.

Az ilyen problémák kezelésének lehetőségével, a bonyolultabb függvényapproximátor alkalmazásával és a több szintű keresési eljárás lehetőségével a dolgozat későbbi részében foglalkozom a kvadratikus függvényközelítéssel szerzett tapasztalatok ismertetése után.

4.5 Sokparaméteres optimalizációs feladat

4.5.1 A feladat kitűzése

A kitűzött céljaink egyike az volt, hogy sokparaméteres problémán is vizsgáljuk az optimumkeresés lehetőségét, hiszen számos fizikai/technikai optimalizációs probléma paraméterek tucatjainak ideális beállítását jelenti. Mint látni fogjuk a kvantummechanikai probléma megoldása során is több paraméter ideális kombinációjátt keressük, de a hosszadalmas, szimulációk útján történő kiértékelés nem teszi lehetővé, hogy az állapottér dimenzióját tetszés szerint megnöveljük.

Annak érdekében, hogy az eljárást ilyen sokparaméteres környezetben is tesztelhessük konstruáltunk egy feladatot, amely kellően bonyolult, lokális optimumokkal teli probléma, de gyorsan kiértékelhető a vizsgált állapot.  A feladat a következő elvárásoknak kell, hogy megfeleljen:

· A paramétertér sokdimenziós legyen. (A paraméterek száma lehetőleg könnyen változtatható is legyen.)

· Rendelkezzen nagyon sok lokális optimummal. (A lokális optimumok száma lehetőleg szintén változtatható legyen)

· Az állapottér bármely eleme kis számításigénnyel kiértékelhető legyen.

· Optimális megoldása legyen ismert.

A fentieknek megfelelően a következő feladatot tekintettük:

Legyen adott egy tetszőleges f(t) függvény. (A t(( paraméter jelen esetben nem feltétlenül időt jelent. A szokásos x jelölést fenntartottuk az állapottér elemeinek) Az optimalizáció során az x=(x(1),x(2),…,x(D)) (X állapot x(i) komponenseit a függvény adott ti alappontokban felvett f(ti) értékével kívánjuk egyenlővé tenni, azaz a cél: x(i)(f(ti), (i=1...D). A feladat attól válik bonyolulttá, hogy az eljárásnak nincs információja az egyes pontokban az f(ti) függvényértékről, sőt x(i) és f(ti) viszonyáről sem. Egyedül a teljes x=(x(1),x(2),…,x(D)) (X állapot minősítését ismeri az Obj függvény által. Az Obj függvény bünteti az egyes pontokban vett eltéréseket a megadott függvény és a vizsgált paraméterkombináció között, majd az egyes pontokban vett büntetéseket szummázza és az így kapott értéket rendeli hozzá az x(X állapothoz. A feladat, hogy megtaláljuk azt az x állapotot, amelyen Obj értéke maximális. (Obj negatív értékű függvény)

Annak érdekében, hogy az állapottéren lokális minimumokat hozzunk létre az állapot egyes x(i) komponensei és  az f(ti) értékek eltéréseit nem lineáris függvény alapján büntetjük. Legyen a pontonkénti büntetőfüggvény:
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ahol di= (f(ti)- x(i)), (,(>0. Az ilyen módon adott p függvény alakját a 4.2. ábra szemlélteti az (,( paraméterek értékétől függően.

Legyen
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4.2. ábra: a p büntetőfüggvény alakja.

bal oldal: (=1/5, (=1, jobb oldal:(=1/1.3, (=1.5.

Nyilvánvaló, hogy a fenti feladat rendelkezik az összes kívánt tulajdonsággal. Nagy dimenziós állapottér használható. Vizsgálataink során a (t1, t2,..., tD) alappontok számát 16 és 256 közötti értékekre választottuk. A feladatnak ismert a globális optimuma: x(i)= f(ti), i=1...D esetén Obj(x)=0, a p definíciójából következően pedig Obj(x)(0. Az állapot kiértékelése kis számításigénnyel elvégezhető.

Könnyen látható hogy a téren nagyon sok lokális optimum okoz elakadást a lokális keresések során. Ha a keresések kezdőállapotait a [-10, +10]D (X tartományra korlátozzuk, akkor is 7D-1 lokális minimum található az adott térrészben a 4.2. ábra bal oldalának megfelelő (=1/5, (=1 paraméterek mellett. A későbbiekben leírt D=64 esetben ez 764-1 lokális minimumot jelent, ami gyakorlati szempontból lehetetlenné teszi a véletlen kezdőpontból induló lokális keresések alkalmazását. A minimumok sűrűsége tetszőlegesen szabályozható a ( paraméter segítségével.

4.5.2 Az állapotjellemzők

Általában meghatározhatunk állapotjellemzőket a konkrét problémára vonatkozó tudásunk, sejtéseink alapján. Jellemezhetjük például az x=(x(1),x(2),…,x(D)) (X állapotot az |x(i)-x(i-1)| értékek összegével, ahol i=2...D. Legyen 
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 Az F0 állapotjellemző jól megkülönbözteti az állapottérben a kis F0(x) értéket adó simább függvényeket a nagy F1 értékű állapotoktól. Abban az esetben, ha a keresett függvény folytonos és deriváltja korlátos, nem túl magas érték, akkor hozzá viszonylag alacsony F0(x) tartozik. A véletlenszerűen generált x=(x(1),x(2),…,x(D))(X állapot (a komponenseket egyenletes eloszlású véletlenszámmal inicializálva) kis valószínűséggel ad alacsony F0(x) értéket. A lokális keresések eredményei közül azok, amelyek jobb Obj értékkel rendelkeznek alacsony F0(x) értékkel jellemezhetők. F0(x) mint állapotjellemző tehát  ahhoz segít hozzá, az illesztett 
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(F(x)) közelítés el tudja különíteni az ígéretes, simább megoldásokat jelentő x állapotokat a többi állapottól.

Az ilyen módon előállított F0(x) mennyiség rendkívül hasznos a keresés során, de ennek felismerése emberi intelligenciát feltételez. Sokkal hatékonyabban használható lenne az eljárás, ha olyan mennyiségeket tudnánk megadni, amelyekről maga az optimalizáló eljárás határozná meg, hogy előnyösen alkalmazhatja-e az állapottér feltérképezésére, az adott feladat esetén, vagy sem.

F0(x) bevezetésével az x=(x(1),x(2),…,x(D)) szomszédos komponensei közötti távolságok összegét számítottuk. Kihasználjuk, hogy ez a mennyiség kis értéket vesz fel az optimálishoz közeli x állapotokon. Vannak azonban olyan sima függvényeket leíró állapotok is, amelyek kis F0(x) értékük ellenére nem is hasonlítanak az optimális megoldásra. További állapotjellemzőkre van tehát szükség az állapotok szelektálásához.

F0(x) függvény nem különállóan kezeli az x=(x(1),x(2),…,x(D)) állapot komponenseit, hanem a közöttük lévő különbséggel jellemzi az állapotot. Joggal várhatjuk, hogy a csak közvetlen szomszédok korrelációja helyett, az x által leírt függvény egész szakaszainak alakját vizsgálva olyan mennyiségek állíthatók elő, amelyek még inkább megkülönböztethetik az optimális megoldáshoz hasonló, illetve attól nagyon eltérő állapotokat. Olyan mintákat keresünk tehát, amelyek közösek a lokális keresések által szolgáltatott legjobb eredmények esetén.

A megoldásokban előforduló ígéretes minták azonosításához először a mintaként használt függvényeket kell megadnunk. Az x=(x(1),x(2),…,x(D)) állapot komponenseit a (t(1),t(2),…,t(D)) pontokhoz rendelt értékeknek tekintjük. Az x-ben történő mintaazonosításra tehát különböző függvényeknek a (t(1),t(2),…,t(D)) pontokban felvett értékeit használjuk.

A 
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(F(x)) függvény illesztésére épülő keresés hatékonysága erősen függ attól, hogy mennyire jól választjuk meg a mintaillesztéshez használt függvényhalmazt. A mintahalmazt olyan függvénycsaládból akartuk kiválasztani, amely bázist alkot a D pontban mintavételezett diszkrét függvények terén.

Számos előnyös tulajdonságuk miatt a wavelet függvényekre esett a választás. Bázist alkotnak a függvénytéren, sőt a bázisnál bővebb generátorrendszer is könnyen alakítható ki belőlük. Léteznek módszerek függvények waveletek segítségével történő leírására, az általuk hordozott információ hatékony tömörítésére és számos fejlesztői eszköz áll rendelkezésre a waveletekkel történő számítógépes függvényelemzéshez. A wavelet analízis nagy előnye pl. a Fourier-analízishez képest, hogy az előforduló jelalak amplitúdóján kívül annak előfordulási helyéről is információt hordoz. A waveletek előnyös tulajdonságainak további felhasználhatóságára a dolgozat későbbi részében még visszatérek.

Képezzünk a választott wavelet családból egy wavelet könyvtárat, amelyet a továbbiakban W-vel jelölünk. W elemeit jelöljük w0, w1, ..., wm-mel. Minden egyes wi wavelet egy-egy (t(1),t(2),…,t(D)) pontokban mintavételezett függvényt jelent, azaz wi=(wi(1),wi(2),…,wi(D)).

A wavelet könyvtár segítségével a következőképpen képezzük az állapotjellemzőket:
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Megjegyzés: Nem szükséges, hogy a függvénykönyvtár a diszkrét függvények bázisát adja, azaz m=D legyen. Jól megválasztott waveletek esetén ennél kevesebb feature is hatékony keresést biztosíthat. Másik oldalról épp a legjobb feature-ök kiválasztásához kezdetben alkalmazhatunk m>D számú waveletet, akár különböző családokból összeállítva. Ezeket azután elegendő számú újraindítás alapján ritkíthatjuk a legjobb állapotokon felvett értékeik alapján rangsorolva őket. Utóbbi módszerre a későbbiekben még visszatérünk. 

Az ilyen módon megadott állapotjellemzőkre illesztett 
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(F(x))-en folytatott keresés preferálni fogja  azokat a jelalakokat, amelyek gyakran jelennek meg a jobb Obj értékkel rendelkező x állapotokban, míg azok a minták, amelyek a jobb és rosszabb megoldásokban egyformán szerepelnek nem alakítanak ki a keresést befolyásoló struktúrát 
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(F(x))-en.

4.5.3 Tapasztalatok

Sok futtatást végeztünk az előzőekben leírt paraméterek, függvények többféle megválasztása mellett. A legjobb eredményeket a Matlab rendszer wavelet toolboxának Sym8 nevű wavelet családjának alkalmazásával kaptuk. Ezek a függvények kellően simák, jól jellemezték a keresett függvényt és jól használhatók voltak később a kavantummechanikai problémához tervezett jelek jellemzésére is.

A bemutatott eredmények a következő beállítások mellett készültek:

Az Obj függvényben használt paraméterek (=1/5, (=1 voltak, a 4.2. ábra bal oldalának megfelelően. D=64 dimenziós paramétertérben végeztük az optimalizálást. Az elérendő optimum a 4.3. ábra jobb oldalán bemutatott sin(40*pi/51.1*X).*tanh(X/10) függvényalak volt.
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4.3. ábra: Az f(t)= sin(40*pi/51.1*X).*tanh(X/10)  függvény és és az elérni kívánt f(t1, t2,..., tD) értékek.

Az általunk alkalmazott STAGE az intelligens és véletlen indításokat az eredetitől némileg eltérő feltételek alapján választja meg. Az eljárás elején a tér feltérképezésére mindenképp végrehajt bizonyos számú véletlen pontból indított keresést. Ezek eredményei alapján tanítja a függvényapproximátort. Utána az intelligens kezdőpontból indított keresések és az approximátor pontosítása következnek. Ha két, egymást követő intelligens pontból induló keresés sem tud jobb eredményt elérni az előző keresés eredményénél, akkor újra véletlen kezdőpontot választunk.

A 4.4. ábrán követhetjük nyomon egy STAGE futtatás első néhány lokális keresésének kimenetelét. A futtatás során mindössze 10-11 lokális kereséssel már lényegesen jobb eredményt érünk el (intelligens kezdőpontból), mint a véletlen kezdőpontból indított keresésekkel. Az eljárás kezdetben három véletlen pontból indít kereséseket, láthatóan gyenge eredménnyel. A csak három keresésre támaszkodó approximátor segítségével kiválasztott intelligens, negyedik kezdőpont is láthatóan sokkal jobb megoldáshoz vezet. A következő lépésekben 
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(F(x)) pontosításával még jobb eredményeket ér el. A 14. lépésben, miután az előző két keresés már nem hozott javulást, újra véletlen kezdőpontot választ. A futtatás jól példázza a kvadratikus approximátor korábban említett gyengéit is, a véletlen pontból indított keresés a 4.1. ábrán bemutatott módon megzavarja a közelítést. A futattást ezután nincs értelme folytatni, jobb eredményeket már nem szolgáltat. Az ilyen problémák kezelésének lehetőségéről a dolgozat utolsó fejezetében esik szó. [image: image88.png]A loklis keresés legjobb Obj értéke
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4.4.  ábra: A Stage első 17 lokális keresésének eredményei
4.6 Időfüggő elektromos tér optimalizálása

4.6.1 A paramétertér

A korábbi sokdimenziós matematikai példa után visszatérünk a fizikai feladathoz. Első lépésként a feladat paraméterezését kell megadnunk. Az elektromos teret impulzuscsomagok formájában fogjuk megtervezni. Egy elemi csomag paraméterezését mutatja be a 4.5. ábra.
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4.5. ábra: Az elektromos tér paraméterezése

A csomag egy harmonikus jelet tartalmaz, amelyet valamilyen burkolóval modulálunk. Az irodalomban gyakran találkozunk Gauss alakú burkolókkal. Ezek matematikailag jól kezelhetők és a teljes számegyenesen értelmezve vannak. A vizsgálataink során mi általában a sin2 függvény [0..(] intervallumon tekintett részét alkalmaztuk. Ennek előnye, hogy csak véges tartományon vesz fel nemzéró értéket, így az egyes csomagok az időtartomány véges szakaszához köthetők. Az egyetlen csomagot azonosító paraméterek tehát: Az alapfrekvencia (f), a burkoló szélessége (W), az amplitúdó (A), a burkoló eltolása a rögzített kezdőpillanathoz képest (disp). Az elektromos teret ilyen csomagok szuperpozíciójaként alakítjuk ki. Nyilvánvaló, hogy minden újabb csomag hozzávétele a jelhez 4-gyel növeli a paramétertér dimenziószámát, így a szuperponálódó csomagok számát a számítási kapacitás korlátozza. Az egy csomagból előállított elektromos tér tehát a [disp, disp+W] intervallumon:
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(33)

Vizsgálataink során számos futtatást végeztünk, a jelet 1 és 8 közötti csomagszámmal állítottuk elő. Tapasztalataink szerint a szükséges csomagok száma függ a vizsgált kvantumrendszer energiaszintjeinek számától, a szimulációban alkalmazott dipóloperátortól és a rendszer energiaszintjeinek elhelyezkedésétől. A továbbiakban a futtatások közül a felhozott példák négy energiaszintes rendszerrel készültek, a tervezett jel három burkolót és három frekvenciát tartalmazott, tehát 12 dimenziós paramétertéren kerestük a megoldást.

4.6.2 Állapotjellemzők

Állapotjellemzőkként felvettük a célfüggvényértéket és az előző példához hasonlóan a wavelet könyvtár elemeivel vett belső szorzatokat. A fentiek szerint paraméterezett elektromos tér természetesen folytonos függvény, így a wavelet alapú állapotjellemzők meghatározása előtt előbb rögzített diszkrét pontokban meg kell határoznunk az értékeit.

Az állapotjellemzők számításához alapul szolgáló függvényalakok itt is a Sym8 waveletcsaládból kerültek ki. A futtatások során az állapotjellemzők számát 4 és 25 között változtattuk. 

V((x)-nek a 
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(F(x)) alakban történő közelítése itt is eredményesnek bizonyult, de az is világossá vált, hogy a paraméterezés sajátosságai miatt a wavelet alapú állapotjellemzők meghatározása tovább finomítandó. A problémára és a lehetséges megoldásra a későbbiekben visszatérünk.

4.6.3 A célfüggvény

A célunk, hogy a kvantumrendszert egy megadott állapotba eljuttassuk. A korábban leírt modell szerint az állapotot a sajátállapotok kombinációjaként fejeztük ki. A rendszer szimulációja a sajátállapotok együtthatóinak meghatározását jelenti az idő függvényében. A tervezett elektromos teret minősíthetjük a kijelölt időintervallum végén a célállapot együtthatójával.

Végeztünk ilyen futtatásokat is, amikor a célfüggvény kizárólag a célszintre juttatott populáció részarányát vette figyelembe, ilyenkor a célfüggvény nyilvánvalóan 0 és 1 közötti értékeket vehet fel.

A legtöbb futtatásnál azonban alkalmaztuk a korábban említett összenergia szerinti büntető tagot is. Az energia meghatározásához (egy csomagra) szükség van a (33) kifejezés négyzetének idő szerinti integráljára. Erre (Maple segítségével) a következő kifejezést kapjuk:
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Nyilvánvaló, hogy a több csomagból összeállított függvény integrálja még bonyolultabb kifejezést eredményez, más paraméterezésű jelre (pl. interpolált waveletekre) való áttérés pedig az energiaképlet megváltoztatását igényli, ami a szoftvert rugalmatlanná teszi, emiatt az energiát nem képletből, hanem numerikus integrálással határoztuk meg.

A büntetőtag bevezetésével a célfüggvénynek nem adható olyan triviális optimuma, mint az előző esetben a +1 érték. Büntetőtaggal az elért 100%-os célpopuláció sem eredményez 1 értékű célfüggvényt, hiszen a felhasznált energia nullánál nagyobb érték. Hosszabb jelek tervezésénél a jelet összehasonlíthatjuk pl. a populációkat egyik szintről másikra léptető (-impulzusok energiájával, de a futtatások többségében olyan rövid impulzusokat igyekeztünk tervezni, hogy ilyen időtartamon a spektrális kiszélesedés miatt nem lehet tiszta (-impulzusok sorozatával eljuttatni a rendszert az alapállapotból a célálapotba.

4.7 Rögzített frekvenciás szimulációk

A frekvenciák kezelésére kétféle módszert alkalmazhatunk. Az egyik lehetőség, hogy a csomagok frekvenciáit is optimalizálandó paraméternek tekintjük, a másik lehetőség pedig, hogy a szimulált rendszer rezonáns frekvenciáit választjuk ki és ezeket az optimalizáció során fixen tartjuk. Utóbbi megközelítés természetesen sokkal több ismeretet feltételez a kísérleti, vagy szimulált rendszerről, de a paramétertér dimenziószáma alacsonyabb, míg az előbbi megközelítés kevesebb ismerettel is alkalmazható magasabb számításigény árán. Ebben az alfejezetben a rögzített frekvenciás futtatásokkal foglalkozunk. Mivel elsődleges célunk nem egy konkrét rendszerre vonatkozó megoldás megkeresése, hanem az adaptív optimalizáló algoritmus viselkedésének vizsgálata ezért a szimulált rendszert időnként olyan jellemzőkkel is elláttuk, amely nem felel meg valós fizikai rendszernek, de lehetőséget ad a STAGE tanulmányozására. A következő példán a dipóloperátor megválasztása is így történt, a Hamilton-operátor nemdiagonális elemeibe azonos ( súllyal írtuk be az E(t) elektromos teret. Így bármely két szint között a megfelelő frekvencia hatására létrejöhet az átmenet. A rendszer négyszintes volt, a következő energiaszintekkel: 0, 7, 12, 16.  Az elektromos teret három elemi csomag szuperpozíciójaként állítottuk elő, ezek frekvenciái a szomszédos energiaszintekre nézve rezonáns, rögzített frekvenciák voltak. Egy olyan optimalizáció eredményét mutatjuk be, ahol a célfüggvényben nem alkalmaztunk energia szerinti büntető tagot. A STAGE az 52. (intelligens kezdőpontból indított) lokális keresés során rátalál a 4.6. ábrán bemutatott megoldásra. A kapott elektromos tér a populáció 99,7%-át juttatja a kívánt legfelső szintre. A három frekvenciacsomagból szuperponált jel paraméterei (amplitúdó, szélesség, eltolás, frekvencia):(8.4791, 6.6791, 13.7961, 7),  (5.2098, 8.3664, 7.5642 , 5), (2.0271, 0.1882, 16.6245, 4) 

Mivel nem korlátoztuk a felhasználható energiát ezért a kialakított erős impulzus az egyes szintek között sok felesleges oszcillációt hoz létre. (Emiatt az ábrán a populációk időbeli alakulása szemmel nem is követhető nyomon.) Mivel azonban a célfüggvény a megoldást csak a célszintre juttatott populáció alapján minősíti elmondhatjuk, hogy az eljárás jó közelítéssel globális optimumot talált a +1 értékkel felülről határolt célfüggvényen.
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4.6. ábra: A Stage által talált optimális megoldás nem büntetett energia esetén.. A szimulált rendszer leírása a szövegrészben. Felső ábra: A tér időfüggése, alsó ábra: az egyes szinteken lévő populációk időfüggése.

A következő bemutatott példában a célfüggvényben alkalmaztuk az összenergia szerinti büntetést is. A szimulált rendszer energiaszintjei ebben az esetben 0, 5, 9.5, 13.5 voltak. A szintek közötti különbségek így: 5, 4.5, 4, azaz a rezonáns frekvenciák az előző példához képest közelebb kerülnek egymáshoz. Így az egyik átmenetre hangolt rezonáns frekvencia nagyobb mértékben képes más átmeneteket is létrehozni a spektrális kiszélesedés miatt.  Ebben az esetben a STAGE eljárás a 4.7. ábrán bemutatott megoldást találta. A szintén három frekvenciacsomagból szuperponált jel paraméterei: (3.0500, 0.3103, 0.7427, 5),  (3.6824, 2.6612, 4.5082, 4.5), (0, 5.8919, 7.8935, 4) Megfigyelhető, hogy a populációk diagramja jól követhetővé vált, eltűntek a felesleges oszcillációk, az elektromos tér pedig leegyszerűsödött, amplitúdója csökkent. A STAGE a lokális keresések eredményeiből megtanulta, hogy a csomagok szélességének csökkentésével jól kihasználhatja a spektrális kiszélesedést. Így a megtalált megoldásban bár három csomaggal tervezhetett volna, a harmadik esetén az amplitúdót nullára állította. Az elért populáció a célszinten 93% volt. Ez elmarad az előző eredménytől. Általános tapasztalat volt, hogy minél nagyobb mértékben büntetjük a célfüggvényben az energiát, annál egyszerűbb, kisebb energiájú megoldásokat talál az algoritmus, de a célszinten elért populáció is csökken és rendszerint megnövekszik a jó megoldások megtalálásához szükséges idő is.
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4.7. ábra: A Stage által talált megoldás energia büntetőtag alkalmazásával 

Felső ábra: A tér időfüggése, alsó ábra: az egyes szinteken lévő populációk időfüggése.

4.8 Szabad frekvenciás szimulációk

A frekvenciák kezelésére a másik lehetőség, hogy ezeket is az állapottér részévé tesszük. A következőkben ilyen optimalizálás eredménye kerül bemutatásra. Az energiaszintek itt is 0, 5, 9.5, 13.5 voltak és büntettük az energiafelhasználást.

A futtatások során, ahogyan az várható volt a tér dimenziószámának növekedésével párhuzamosan megnőtt a futtatási idő is. Az intelligens kezdőpontok is későbbi iterációk során adtak jobb eredményeket.
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 4.8. ábra: A Stage által talált megoldás energia büntetőtag alkalmazásával szabad frekvenciákkal.

Felső ábra: A tér időfüggése, alsó ábra: az egyes szinteken lévő populációk időfüggése.

A tervezett jel és a hatása a 4.8. ábrán látható. A bemutatott megoldásnál az alkalmazott elektromos tér amplitúdója kisebb, mint az előző esetben a csomagok azonban szélesebbek. A populációk fejlődését bemutató alsó ábrán látható, hogy az energia büntetése itt is kiküszöböli a szintek közötti felesleges oszcillációkat. A célszinten elért populáció 94% felett volt.

Összehasonlításul a 4.9. ábrán egy olyan optimumkeresés eredményét láthatjuk amely nem használja ki a STAGE által szolgáltatott intelligens kezdőpontra vonatkozó ismereteket, hanem véletlenszerűen választott kezdőpontból indulva igyekszik optimális megoldást találni a kitartott numerikus gradiens eljárás segítségével. Az eljárás természetesen elakad az indulási pont közelében egy lokális optimumban.
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4.9. ábra: Véletlen kezdőpontból indított lokális keresés által talált megoldás energia büntetőtag alkalmazásával és szabad frekvenciákkal.

A lokális keresés a büntetőtag hatására csökkenteni kezdi az amplitúdókat, ezáltal csökkenti az energiát, így növeli a célfüggvény értékét. Látható, hogy a jel amplitúdója a korábbi példákkal összevetve nem magas. A lokális keresés tehát az enrgia problémájával jól megbirkózik, a célszinten elért populáció azonban 20% alatt marad. A parméterek összehangolása úgy, hogy a kialakuló populáció felvegye a versenyt az előbbi, STAGE által megvalósított populációval, meghaladja az egyszerű lokális keresés lehetőségeit. Ehhez a tér megfelelő helyén kell a keresést elindítani ez csak a pedig a tér egészéről rendelkezésre álló információk birtokában lehetséges.

4.9 Tapasztalatok összegzése és kitekintés

A STAGE eljárás hatékony működésének feltételeiről elmondhatjuk a következőket:

· 
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(F(x))-nek rendelkeznie kell valamilyen struktúrával az állapotjellemzők terén. Nyilvánvaló, hogy olyan feladatnál, ahol a lokális optimumok elhelyezkedése, mélysége véletlenszerű teljesen reménytelen a nagyléptékű struktúrák azonosításán alapuló kezdőpontkeresés.

· Az állapotjellemzők megválasztása nagyban befolyásolja a 
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(F(x)) függvény szerkezetét. Minél jobb állapotjellemzőket sikerül találni, annál egyszerűbb lesz a 
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(F(x)) függvény ezek terén.

· Az intelligens kezdőpontok kiválasztásának eredményessége erősen függ az alkalmazott függvényapproximátortól. A legjobb eredmény olyan approximátoroktól várható, amelyek képesek a fontosabb nagyléptékű struktúrákat követni, miközben a kisebb, lokális optimumokat elsímítják, hogy a közelítő függvényen végrahajtott keresések ezeken ne akadjanak el.

Az állapotjellemzők és az alkalmazandó függvényapproximátor kiválasztása természetesen nem független egymástól. Ideális esetben olyan állapotjellemzőket tudunk választani, amelyeken 
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(F(x)) rendelkezik olyan nagyléptékű struktúrával, amelyet jól közelíthetünk egyszerű, a kisebb völgyekre érzéketlen approximátorral.

A vizsgálatok célja az volt, hogy kiderítsük elősegítik-e az optimumkeresést a bemutatott, jelalakok azonosításán alapuló állapotjellemzők, milyen hatékonyan alkalmazhatók a kitartott gradiens elvű lokális keresések és elérünk-e javulást a véletlen kezdőpontból indított lokális keresésekhez képest akár a legegyszerűbb kvadratikus approximátorok használata mellett is. A tapasztalatok azt mutatják, hogy a kérdésekre pozitív választ adhatunk, de az eljárás eredményességén még javíthatunk ha magasabb számításigényű módszereket alkalmazunk. Az elektronika fejlődésével remélhetőleg a szükséges számítási kapacitás hamarosan nem jelent problémát. 

Futtatásaink során azt tapasztaltuk, hogy a jelalakok hasonlóságán alapuló állapotjellemzők segítségével a STAGE a vizsgált problémákon minden esetben tudott jobb eredményeket találni, mint az önállóan alkalmazott lokális keresések. Az előző fejezetben bemutattunk néhány példát ezekre különféle feladatok kapcsán. Elmondhatjuk tehát, hogy az így megválasztott állapotjellemzők és a kvantumoptimalizációs feladatok során használt célfüggvények esetén az állapotjellemzők terén 
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(F(x)) rendelkezik feltérképezhető struktúrával és ezt a struktúrát a vizsgált feladatokban fel is tudtuk használni a jobb megoldások elérése érdekében.

Voltak olyan feladatok, amelyeknél az ismert globális optimumot sikerült elérnünk, azonban voltak olyanok is, amelyeknél bár jobb megoldást kaptunk, mint az önálló lokális keresésekkel, a globális optimumot nem találta meg az eljárás. Tapasztaltunk olyat is, hogy ugyanazon a problémán több futtatás esetén némely esetben elértük az optimális megoldást, más esetben nem. A különbség az utóbbi esetben az eltérő kezdeti lokális keresések következménye. Az egyszerű kvadratikus approximátorról tehát elmondhatjuk, hogy megfelelő állapotjellemzőkön alkalmas ugyan arra, hogy jobb kezdőpontokat jelöljön ki a lokális kereséseknek, azonban a globális optimum azonosításához gyakran nem elég pontos.

A kapott eredmények alapján a STAGE alkalmazását fizikai problémákon sikeresnek nevezhetjük még a számítási kapacitás korlátai miatt alkalmazott egyszerű approximátor esetén is. Az eljárással kapcsolatban szerzett tapasztalataink alapján több irányba is tovább szeretnénk lépni. A következő módosításokat tervezzük, illetve egyesek vizsgálata már folyamatban van:

állapotjellemzők: Az eljárás hatékonyságát a jól megválasztott állapotjellemzők nagyon megnövelik. A függvénykönyvtár elemeiből kezdetben kiválasztott függvények nem feltétlenül adnak optimális állapotjellemző mennyiségeket abban az értelemben, hogy a magas és alacsony célfüggvényértékű megoldásokon jelentősen eltérő értéket vennének fel. Ennek érdekében az eljárás során az állapotjellemzők a már elért addigi legjobb megoldások alapján optimalizálhatók. Ezt úgy tehetjük meg, hogy a kiértékelt megoldások legjobbjait kiválasztjuk és a függvénykönyvtár elemeit egyenként összehasonlítjuk a legjobb megoldásokkal. A továbbiakban azokat a függvényeket használjuk állapotjellemzők számítására, amelyek a legnagyobb hasonlóságot mutatták a jó megoldásokkal. (A hasonlóságot a függvények diszkrét alappontokban vett értékei, mint vektorok közötti skalárszorzattal értelmezzük)

További probléma, hogy az állapotjellemzőket rögzített függvényekkel való összehasonlítással határozzuk meg. Ez nem jelent problémát a 4.5 alfejezet feladatán, de az optimalizálandó elektromos térnél a paraméterek közül az eltolás értékének optimalizálását megnehezíti. Az elektromos tér elemi csomagjának eltolása az időtengely mentén ugyanis fáziseltolást hoz létre az állapotjellemzőnek választott fix függvény és az eltolt frekvenciacsomag között. Így az adott állapotjellemző értéke az eltolás során jelentősen változik, akár előjelet is vált. A probléma kiküszübölését a korábban már említett wavelet analízis segítségével próbáljuk kiküszöbölni. Ezzel a módszerrel lehetőségünk nyílik rá, hogy a jelet egyszerre vizsgáljuk idő és frekvencia szerinti felbontásban. Állapotjellemzőnek választva egyszerre az idő és frekvenciatér adott tartományát a probléma kiküszöbölhető.

függvényapproximátor: A kvadratikus approximátor helyett pontosabb, bonyolultabb struktúrákat is pontosan követni tudó approximátor alkalmazásával a korábban említett problémák többsége kiküszöbölhető. Ez azonban sokkal nagyobb számítási kapacitást feltételez. Az approximátor tanítása is időigényesebb és a rajta megjelenő lokális optimumok miatt a közelítő függvényen történő keresés is bonyolultabb.

Az utóbbi a kutatók években igen figyelemreméltó eredményeket értek el a support vektor gépek területén, az új eljárások a módszer számításigényét is jelentősen lecsökkentették. Az új módszerekkel olyan approximátorhoz juthatunk, amely a STAGE eredményességét is nagymértékben megnöveli.

kétszintű felépítés: Szintén az eredményesség javulását várjuk a STAGE szintekre tagolásától. Az első szint a dolgozatban ismertetett módon működne, egyszerű kvadratikus approximátorral és nem optimális állapotjellemzőkkel. Az első szint eredményei alapján a fentebb leírt módon jobb állapotjellemzőket kaphatunk. A második szint már ezekkel dolgozhatna bonyolultabb függvényapproximátort alkalmazva. Így az első szint viszonylag alacsony számításigénnyel végezné a tér első feltérképezését, a második szint magasabb számításigénnyel, de az első szint eredményeit kihasználva jutna pontosabb eredményre.

A kétszintű felépítéssel végeztünk futattásokat, azonban egyelőre a második szint is kvadratikus approximátorral volt ellátva. A tapasztalat az, hogy az állapotjellemzők cseréje jobb eredményekhez vezetett ugyan, de a kvadratikus approximátor korlátai miatt itt is szembekerültünk a már ismert problémákkal. A kétszintű STAGE felépítését, a wavelet könyvtár, a lokális keresések és a STAGE kapcsolatát a C. mellékletben mutatjuk be.

Mellékletek

A. 

A STAGE algoritmus működése az egy dimenziós minimumkeresési feladaton. Az ábra a lokális keresések eredményét és az eredményekre illesztett másodfokú függvényt szemlélteti az első négy iterációra. Az ábra J. A. Boyan dolgozatából [1] származik.
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B. 

A STAGE algoritmus működése a pakolási problémán. Az ábra bal oldala bemutatja a variancia alakulását a lokális keresések során, a jobb oldal pedig az állapotjellemzők terén illesztett 
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(F(x)) függvény alakulását mutatja az első négy iterációs lépésre. Forrás: [1]
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C.  A lokális keresések, a STAGE és a 2. szintű STAGE felépítése
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