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Induktív tanulás – az ID3 algoritmus

A döntési fákat akkor alkalmazzuk, ha egy adott szituációban egy diszkrét értékkel rendelkező attribútum értékét szeretnénk „megjósolni” annak alapján, hogy szituációt leíró más attribútumok értékét ismerjük. Ha ilyenkor rendelkezésünkre áll egy döntési fa, amelyet hasonló szituációt leíró példák alapján építettünk, akkor képesek leszünk megadni a kérdéses attribútum várható értékét. Tehát akkor alkalmazzuk a döntési fákat, ha:

1. (attribútum - érték) párokkal ábrázolható példáink vannak. Pl. attribútum -> Hőmérséklet, értek -> hideg. A példa egy adott attribútum-halmaz elemeiből, és az ezekhez tartozó értékekből áll. Számunkra az a jó, ha ezek az értékek egy kis elemszámú halmazból vesznek fel értéket;

2. a célfüggvénynek diszkrét, lehetőleg bináris kimenete van (pozitív, negatív), de az algoritmus könnyen átalakítható több, mint kétértékű kimenetre;

3. a példák hibákat is tartalmazhatnak;.

4. a példák hiányzó attribútumokat is tartalmazhatnak.

A valós életben jó néhány ilyen problémával találkozhatunk. Ezek valamilyen osztályozási funkciót látnak el, például betegeket sorolnak kategóriákba a tünetek alapján, gépek meghibásodásának okát adják meg a jelenségek alapján, stb.

Az ID3 algoritmus döntési fákat hoz létre („tanul meg”) a számára megadott „tanuló” példák alapján - (Quinlan 1986). Ezeket a fákat alulról felfelé építi fel, a gyökértől a levelek felé haladva. Az algoritmus alapötlete a következő: kiválasztunk egy attribútumot (eleinte ez egy bináris értékkel rendelkező attribútum lesz), amelynek az értékére kíváncsiak vagyunk - ez lesz a célfüggvény. Ezek után tegyük fel a következő kérdést : melyik az a további attribútum, amely a legjobban „meghatározza” a célfüggvény kimeneti értékét a példák alapján. Ez lesz a fa gyökere, és ezen attribútum lehetséges értekei lesznek az ágak. A következő szinten újra feltesszük ugyanezt a kérdést a maradék attribútumokra, és így tovább.

Tehát meg kell tudnunk határozni egy attribútumról annak információs előnyét vagy leíróerejét (information gain) a cél-attribútumra nézve. Az ID3 a leíróerő alapján rendezi sorba az attribútumokat, és ennek segítségével építi fel a fát. A leíróerő egy statisztikai érték lesz, amelyet az információelméletben entrópiának neveznek.

Definíció:
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Adott egy S példagyűjtemény, B bináris cél-attribútum, továbbá Splusz a pozitív, Smínusz pedig a negatív cél-attribútummal rendelkező példák halmaza, tehát s(Splusz, ha B(s) = (, és s(Smínusz, ha B(s) =(.

Minden Entrópiával kapcsolatos számoláskor log0 0 definíció szerint legyen 0.

Ha van 14 példánk, ahol 9 esetben pozitív volt a cél-attribútum, a maradék 5 esetben pedig negatív, akkor: 

entrópia([9+, 5-]) = -(9/14) * log2(9/14) - (5/14) * log2(5/14) = 0.940

Vegyük észre, hogy az entrópia függvény minimális értéke 0, ebben az esetben az S példahalmazban a célattribútum értéke azonos (vagy negatív, vagy pozitív az összes példában), valamint az entrópia függvény értéke maximálisan 1, amikor is a egyenlő számú pozitív és negatív példánk volt.

Az entrópia, mint mérték felfogható a következőképpen. Az S értékhalmazból egyenlő eséllyel kiválasztott tetszőleges példák cél-attribútumát sorba állítjuk, és lekódoljuk. Az Entrópia(S) azt adja meg, hogy a kódolt bitsorozatban átlagosan minimum hány bit esik egy példára. Ha ez 0, akkor az S-ben a célfüggvény egyforma volt, ezért nem is kell kódolni, hiszen tudjuk, hogy mi volt az. Ha ez 1, akkor nem lehet tömöríteni, kódolni, hiszen egyenlő valószínűséggel jöhettek pozitív és negatív példák. Ha 0 és 1 közötti szám ez (pl.: 0.8), akkor a kódoláskor átlagosan minimum 0.8 bitet fel kellet használnunk.

Általánosítsunk binárisról többértékű célfüggvényre :

Definíció:
Legyen „b” a B cél-attribútum lehetséges értékeinek száma, Si pedig az i. lehetséges célattribútum-értékkel rendelkező példák halmaza, tehát s(Si, ha B(s)=Bi. A logaritmus alapja még mindig 2, hiszen a kódoláshoz használt bitek számára vagyunk kíváncsiak.
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A függvény maximális értéke log2c lehet.

Mi a helyzet akkor, ha egy adott attribútum alapján rendeznénk a példákat? Hogyan hatna ez a célfüggvény kódolására? Az Entrópia(S) az adott S példahalmaz „összevisszaságát” adja meg, és kíváncsiak vagyunk arra, hogy egy-egy attribútum szerinti rendezés mennyire csökkenti ezt az értéket:

Definíció:
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Legyen „a” az A attribútum lehetséges értékeinek száma, Si pedig az A attribútumnak az i. lehetséges értékével rendelkező példák halmaza, tehát s(Si, ha A(s)=Ai.

Tehát a Leíróerő(S,A) megadja, hogy átlagosan mennyivel csökken a kódoláshoz szükséges bitek száma, ha tudjuk A értékét.

Legyen például S egy 14 példából álló halmaz, ahol feljegyeztük az időjárást. Létezik egy szél attribútuma minden példának, amelynek az értéke kétféle lehet: gyenge és erős. A cél-attribútum az, hogy teniszeztünk-e aznap - kilenc esetben igen, öt esetben pedig nem.

S = [9+, 5-]

Sgyenge = [6+, 2-]

Serős = [3+, 3-]

Leíróerő(S, Szél) = Entrópia(S) – (8/14)*Entrópia(Sgyenge) – (6/14)*Entrópia(Serős) = 0.940 – (8/14)*0.811 – (6/14)1.00 = 0.048

Az ID3 algoritmusa a leíróerő alapján fogja eldönteni, hogy egy adott szinten melyik attribútum határozza meg „legjobban” a célt, és ez alapján fogja majd felépíteni a fát. És végre nézzük az ID3 algoritmust:


ID3(példák, cél-attribútum, attribútumok)

· gyökér ( generálj egy csomópontot ilyen néven

· IF minden s ( példák pozitív, akkor gyökér.címke ( „+”, és RETURN gyökér (egylevelű fa)

· IF minden s ( példák negatív, akkor gyökér.címke ( „-” és RETURN gyökér (egylevelű fa)

· IF az attribútumok üres halmaz, akkor gyökér.címke ( a példákban szereplő cél-attribútumok leggyakoribb értéke, és RETURN gyökér (egylevelű fa)

· ELSE BEGIN

· A ( a ( attribútumok, ahol Leíróerő(példák, a) a legnagyobb

· gyökér ( A
· A attribútum minden lehetséges Ai értékére:

· Generálj egy új ágat a gyökérből kiindulva, jelöld ezt Ai -vel

· példák_Ai ( azon s elemek a példákból, ahol A(s) = Ai
· IF a példák_Ai üres, THEN
· az új ág végére generálj egy levelet, és ezen levél címléje legyen a példákban szereplő cél-attribútumok leggyakoribb értéke

· egyébként az új ág végére fűzd az ID3(példák_Ai, cél-attribútum, attribútumok – [A]) fát

· END

· RETURN gyökér
A következőkben egy példát mutatunk be az ID3 algoritmus működésére.

Minden vasárnap reggel felírtuk az időjárás különböző jellemzőit, valamint azt, hogy tudtunk-e teniszezni. A feljegyzéseket a következő táblázat foglalja össze:

Nap
Időjárás
Hőmérséklet
Páratartalom
Szél
Tenisz

N1
Napos
Meleg
Nagy
Gyenge
Nem

N2
Napos
Meleg
Nagy
Erős
Nem

N3
Felhős
Meleg
Nagy
Gyenge
Igen

N4
Esős
Kellemes
Nagy
Gyenge
Igen

N5
Esős
Hűvös
Normális
Gyenge
Igen

N6
Esős
Hűvös
Normális
Erős
Nem

N7
Felhős
Hűvös
Normális
Erős
Igen

N8
Napos
Kellemes
Nagy
Gyenge
Nem

N9
Napos
Hűvös
Normális
Gyenge
Igen

N10
Esős
Kellemes
Normális
Gyenge
Igen

N11
Napos
Kellemes
Normális
Erős
Igen

N12
Felhős
Kellemes
Nagy
Erős
Igen

N13
Felhős
Meleg
Normális
Gyenge
Igen

N14
Esős
Kellemes
Nagy
Erős
Nem

A kérdés a következő: ha tudjuk ezeknek az attribútumoknak az értékét (tehát ha kinézünk az ablakon, leolvassuk a hőmérőt stb.), akkor szeretnénk tudni, hogy várhatóan alkalmas lesz-e az időjárás teniszezésre? Ha ezekre az példákra alkalmazzuk az algoritmust, akkor szembesülünk a következő kérdéssel: melyik attribútumot kell először megvizsgálni? Amelyiknek a legnagyobb a leíróereje:

Leíróerő(S, Időjárás) = 0.246

Leíróerő(S, Hőmérséklet) = 0.0029

Leíróerő(S, Páratartalom) = 0.151

Leíróerő(S, Szél) = 0.048

Tehát a döntési fa gyökere az Időjárás lesz, és az ebből kiinduló élek az Időjárás attribútum lehetséges értékinek lesznek megfeleltetve: Napos, Felsős, illetve Esős. Ezek után az új ágakra illeszkedő részfák már nem a teljes S példahalmaz alapján lesznek felépítve, hanem csak azon példák segítségével, amelyekben az Időjárás attribútum az adott ágnak megfelelő értéket veszi fel. Ennek megfelelően:

Időjárás = Napos : 
S’ = (N1, N2, N8, N9, N11) 
[2+, 3-]

Időjárás = Felhős : 
S’’ = (N3, N7, N12, N13) 

[4+, 0-]

Időjárás = Esős : 
S’’’ = (N4, N5, N6, N10, N14)
[3+, 2-]

Megfigyelhető, hogy az Időjárás = Felhős esetben 4 pozitív példánk maradt, és negatívból egy sem, így hát az ez alatt elhelyezkedő részfa egyetlen levélből fog állni, ami a pozitív címkét viseli majd. A maradék két él alatti részfa az fentiekhez hasonlóan fog kialakulni.

A következő fa fog felépülni:
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Úgy jellemezhetnénk az ID3 algoritmust, hogy a létező döntési fák halmazában keresi a példákkal konzisztens megoldást. Az ID3 algoritmus alulról felfelé építi fel a döntési fát (hipotézist), az üres fától az egyre bonyolultabb felé. 

Mivel egyszerre csak egy fát épít, ezért nem rendelkezik azzal a képességgel, hogy a példákkal konzisztens összes hipotézist egyszerre megadja. Továbbá alapesetben nem rendelkezik a visszalépés képességével, így fennáll a veszély, hogy döntései során egy olyan megoldást talál, amely lokálisan optimális ugyan, de jobb megoldás is elképzelhető. Ezt a problémát fogja megoldani a később tárgyalt ún. visszametszés (post-pruning). 

Mivel a fa döntése a példákban szereplő összes adott attribútum-érték statisztikáján alapul, és elképzelhető, hogy hibás példákat is feldolgoztunk, ezért az algoritmus befejeződési feltételét módosítanunk kell majd a jobb működéshez – nem tökéletes konzisztenciát, hanem kissé tökéletlent is el kell fogadnunk.

Az ID3 algoritmus kiterjesztései

Túlilleszkedés

Az alapalgoritmus, mint a fenti példából is láttuk, sok esetben remek megoldást szolgáltat. Ha nincs statisztikailag elegendő példánk, vagy azok hibákat tartalmaznak, akkor azt mondjuk, hogy a hipotézis túlilleszkedett (overfit) a példákhoz.

Definíció: 

Egy h hipotézis túlilleszkedett a példákhoz, ha létezik egy h’ hipotézis, aminek ugyan h-nál nagyobb a hibája a példákra nézve, de az összes esetre nézve kisebb a hibája h’-nek, mint h-nak.

Tapasztalatok azt mutatják, hogy minél több példát dolgozunk fel egy adott szituációra (például betegek betegségét kell megmondani a tünetek alapján), a példákat annál pontosabban leíró döntési fákat kapunk. A példáktól különböző, de szintén valós problémafelvetésekre eleinte szintén ez a helyzet: minél nagyobb ez a fa, annál pontosabban tudom megmondani a cél-attribútum értékét (a betegség nevét), azonban meglepő módon egy bizonyos levélszám (kb. 25) után a pontosság elkezd folyamatosan csökkenni. Hogy mitől van ez? Egyrészt a példákban fellelhető hibák miatt. Képzeljük el, hogy az eredeti időjárás-tenisz probléma egyébként helyes példái közé a következő hamis szabály kerül: 

(Időjárás = Napos, Hőmérséklet = Meleg, Páratartalom = Normális, Szél = Erős, Tenisz = Nem)

Helyes szabály esetében a Tenisz = Igen lenne a szabályban. Hogy mit okoz ez a hiba a döntési fában? Egy olyan ágat, ami bonyolultabbá teszi a fát, és ráadásul félrevezetheti az algoritmust. Egyértelmű, hogy az eredeti fa jobban oldja meg a problémát, mint az új.

A túlilleszkedettség másrészt a statisztikailag kevés példa miatt fordulhat elő. Itt előállhat az az eset, hogy a példák feldolgozása során olyan véletlen egybeeséseket vesz szabálynak az algoritmus, ami egyébként távolról sem az.

Két megoldás kínálkozik a túlilleszkedettség kiküszöbölésére: megállítjuk a fa növekedését, mielőtt még tökéletesen osztályozza a példákat, vagy hagyjuk, hogy egy túlilleszkedett fát adjon az algoritmus, aztán visszametsszük. Bár az első lehetőség ésszerűbbnek tűnik, általában a második a megvalósítható. De az igazi kérdés az, hogy mi a végső döntési fa méretének kritériuma? Erre ad megoldást a tanító és ellenőrző példák (training and validation set) módszere, ahol a példaként felhasználható adatok kétharmadát használjuk a tanításra, és a maradék egyharmadot pedig ellenőrzésre, hiszen kevéssé valószínű, hogy az ellenőrzésben ugyanazok a hibák szerepelnének. Természetesen ezt a módszert csak akkor szabad használni, a példák így szétosztva még mindig statisztikai mennyiséget alkotnak.

Az tanító és ellenőrző példák megvalósításának egyik esete a hibacsökkentő visszametszés (reduced error pruning), ami a már felépített, és túlilleszkedett fákat teszi hibamentesebbé. A módszer lényege az, hogy a döntési fa bármely nem levél csomópontját levághatja, és egy levéllel helyettesítheti. A levél értéke az eltávolított részfa leveleinek leggyakoribb értéke lesz. Erre a levágásra akkor kerül sor, ha a módosított fa az ellenőrző példákon kisebb hibával bír, mint a régi. A módszer mindig a legnagyobb hibajavítást adó metszést végzi el, és egészen addig csökkenti a fa méretét, amíg csak javítani tud a vágásokkal. A hibacsökkentő visszametszés jó abban az esetben, ha sok példa áll rendelkezésünkre.

Egy ennél is hatásosabb módszer a szabály becsült pontosságát felhasználó szabály-visszametszés (rule pruning), aminek a lényegét a következőkben lehetne összefoglalni –:

1. Felépíti a döntési fát az eredeti módszerrel, így az túlilleszkedett is lehet.

2. A gyökérből az összes levélbe vezető útvonalhoz generál egy-egy megfelelő szabályt.
(Pl.: IF (Időjárás=Napos) AND (Páratartalom=Nagy) THEN (Tenisz=Nem))

3. „Visszametszi” a szabályokat, azaz megnézi, hogy mi történik akkor, ha elhagy egy vagy több előfeltételt. Ha úgy találja, hogy a rövidített szabálynak nőtt a becsült pontossága, akkor eltünteti az adott előfeltételt.

4. Sorba rendezi a visszametszett szabályokat a becsült pontosságuk alapján, és a használat során a szabályokat ebben a sorrendben alkalmazza.

A becsült pontosságot megkaphatjuk az ellenőrző példákon végrehajtott hibaellenőrzéssel. Például a C4.5 algoritmus (ld. pl. (Quinlan 1993)) az eredeti példákon végzi ezt a hibaellenőrzést, bizonyos pesszimista becslések és statisztikai módszerek segítségével.

Folytonos értékű attribútumok kezelése

Az alap ID3 algoritmus esetében azt mondtuk, hogy minden attribútumnak diszkrétnek kell lennie. A nem cél-attribútumokat azonban kiválthatjuk egy dinamikusan megalkotott bináris attribútummal. Az A folytonos értékű attribútumot egy Ac bináris attribútummal helyettesíthetjük, ahol Ac = (, ha A < c. Vegyük példaként a következő táblázattal leírható esetet:

Hőmérséklet:
40
48
60
72
80
90

Tenisz:
Nem
Nem
Nem
Igen
Igen
Nem

Egy olyan c értéket keresünk, amely a legnagyobb leíróerővel bír. Miután csoportosítottuk a folytonos értékű attribútum-értékeket a példák kimenetei alapján megnézzük, hogy hol vannak a határok. A példában ez a két határ a 60+72/2=66, valamint a 80+90/2=85 lesz. Ezek után megvizsgáljuk a Hőmérséklet>66 és a Hőmérséklet>85 új bináris attribútumokat, és azt használjuk, amelyiknek  nagyobb a leíróereje. De léteznek más módszerek is, amelyek több bináris attribútumot rendelnek egy folytonos attribútumhoz.

Attribútumok kiválasztásának más módja

Vizsgáljuk meg közelebbről, hogy mi történik pl. egy dátum típusú attribútum leíróerejének meghatározásakor. A dátum típus diszkrét típus ugyan, azonban rengeteg különböző értéke lehet, ezért előáll(hat) az a helyzet, hogy egy-egy konkrét dátumérték (pl. 1974.11.12) tökéletesen leírja („megjósolja”) a cél-attribútum értékét a példák alapján. Így egy nagyon nagy, és a tanító példákat tökéletesen leíró döntési fát kapunk, ami azonban a valódi felhasználáskor szinte használhatatlan. Vezessünk tehát be két fogalmat, ami feloldja ezt a problémát:

Definíció:
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Legyen „a” az A attribútum lehetséges értékeinek száma, Si pedig az i. lehetséges attribútum-értékkel rendelkező példák halmaza, tehát s(Si, ha A(s)=Bi.

Vegyük észre, hogy ez éppen S entrópiája az A attribútum értékeire nézve.

Definíció:
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Egy n példából álló S halmazt nézve kiszámolható, hogy az osztott információ egy egyenletes eloszlású bináris attribútumra 1 lesz, míg egy n különböző értéket felvevő, pl. dátum típusú attribútumra pedig log2n, ezért az arányos leíróerő jó helyettesítése lesz az eredeti leíróerőnek. 


Példák hiányos attribútumokkal
Mi történjen akkor, ha a leíróerő kiszámolásakor egy A attribútumról el szeretnénk dönteni, hogy azt használjuk-e a döntési fa egy adott pontjában, de szerepel a példák között olyan s, hogy A(s) ismeretlen? Az egyszerűbbik megoldás az, hogy a felhasználható példák A attribútumainak leggyakoribb értékét veszem A(s)-nek. 

Egy ennél jobb megoldás viszont azt mondja, hogy vegyük az A attribútum különböző értékeinek és előfordulásainak valószínűségét a példák alapján. Ezek után számoljuk ki a leíróerőt minden lehetséges értékre, és a valószínűségekkel súlyozva adjuk őket össze. Természetesen tovább lehet bontani  ezt a súlyozott összeget akkor, ha több ismeretlen értékű attribútummal kell számolnunk. A hiányzó attribútum-kezelésnek ezt a módját használja a C4.5 mind a hiányos példák feldolgozása, mind pedig a hiányos kérdések kiegészítése esetén.

Megkülönböztetett költségű attributumok kezelése

Néhány tanulási feladatban az attributumoknak lehet megkülönböztető költsége. Például a betegségek tanulásánál olyan attributumokat használhatunk, mint a Hőmérséklet, Pulzus, VérvizsgálatEredménye, stb. Ezek az eredmények eltérő fontosságúak, és ennek tükröződnie kell a költségükben is. Ebben az esetben a döntési fa felépítésénél alacsony költségű attributumot választunk ott, ahol lehet, és magas költségűre támaszkodunk, ha megbízható osztályozást akarunk elérni.

Az ID3 algoritmus könnyen módosítható úgy, hogy a különböző költségű attributumokat is kezelni tudja. Ehhez az attributum leíróerőjének kiszámolását kell módosítani.

Tan és Schlimmer (1990) szerint így érdemes kiszámolni:
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Nunez (1988) szerint ennél kicsit bonyolultabb formula szükséges:
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Ahol w egy 0 és egy közötti valós konstans, ami meghatározza a relatív fontosságát a költségnek az információs előnyhöz képest.

Forrásmunka: 

(Michell 1997)


Michell, T. M., „Machine Learning”, McGraw-Hill Comp., Inc., 1997.

(Futó 1999)


Futó I. (szerk.), „ Mesterséges intelligencia”, AULA Kiadó Rt., 1999.

További hivatkozások:

(Quinlan 1986)

Quinlan, J.R, „Induction of decision trees”, Machine Learning 1(1), 81-106, 1986.

(Quinlan 1993)

Quinlan, J.R., „C4.5: Programs for Machine Learning”, San Meteo, CA: Morgan Kaufmann, 1993.
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� Az ismertetést a (Futó 1999) 11. fejezetének terminológiájával egyeztették: Pölöspei András és Siklósi Bence, 1999. novemberben.
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