Entity Resolution — azonossagfeloldas

“‘Entity Resolution (ER) is the process of identifying groups of records that refer
to the same real-world entity.”
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Entity Resolution — azonossagfeloldas

Témak mara:

« probléma leirasa, példak, valtozatok

* megoldasok:
 attributum-hasonlésag alapuak
« kapcsolat alapuak (haldzati)
* egzakt, szabaly alapuak

* Uj eredmények:
 megoldasok min0ségének mérese
« tobb algoritmus kombinalasa

* megkotések szerepe



A temakor

* elnevezeések ~1960 ota hasonlo problemakra
» (eltérd elnevezések — eltér6 megkozelitések):

« record linkage (1960, Fellegi, Sunter), duplicate detection, duplicate
record detection, merge/purge; deduplikacio, duplikatum-keresés

» entity resolution — “azonossagfeloldas”

* jnstance identification, reference reconciliation, coreference resolution,
database hardening, ...

« kutatasi terulet, példa: Very Large Databases konferencia, 2010:

NLDB

SINGAPORE 2010

» nagysagrendileg 80-90 cikkbdl

- ~5 db entity resolution cikk,

- ~10-15 szorosan kapcsolodo cikk



Entity Resolution (ER): a feladat

 megfogalmazasi lehetéségek:
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Pelda: Google Places

sztaki

Magyar Tudomanyos Akademia
Szamitastechnikai és Automatizalasi Kutato
Intézete MTA SZTAKI - more info

1111 Budapest, Kende Street 13, Hungary

+36 1 209 5400

MTA Szamitastechnikai és Automatizalasi
kutatd Intézet - more info

1111 Budapest, Kende Street 17, Hungary

+36 1 273 6000

MTA SZTAKI DSD (Department of
Distributed Systems) - more info
1111, Lagymanyosi Street 11, Hungary
+36 1 279 6212

MTA SZTAKIW3C Magyar Iroda

more info
1111 Budapest, Lagymanyosi Street 11., Hungary
+36 1 279 6204

WMTA SZTAKI
Hungary
+36 1 279 6000

This is an unverified listing

Scope Meetings Ltd. (MTA SZTAKI)
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- maore info
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mare info

E] 1111 Budapest, Kende Street 13,
Hungary
+36 1 209 6001
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2 reviews
"Scope Meetings Ltd. was established in 1990 based
on the experience and ..."

Data Mining and Web Search Group /
Adatbanyaszati és Webes Keresés
KUtEtOCSOQOI't - more info

1111 Budapest, Lagymanyosi Street 11, Hungary
+36 1 279 6172
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gyakori modell:

rekordok: {r

1, 2’ 3, 4’ 5,

rrrrr

Pelda: ugyfelek

<r >, < > <r> < >
}_>{r1’ fp Te” ST STo B

)

elballitandd ennek egy particionalasa (<> jelentése: klaszterek, mint halmaz):

Record Name Address(zip) Email
r John Doe 02139 jdoe@yahoo
g John Doe 94305
t J. Foe 94305 jdoel@yahoo
u Bobbie Brown 12345 bob@google
v Bobbie Brown 12345 bob@google

gyakori problémak:

heterogén adatforrasok: redundans, orokolt, atfedd stb. rendszerek

heterogén formatum: kulonb6z6 sémak, szabvanyok, szokasok (pl. postai cimek)

adatmindség, lexikalis heterogenitas: adatbeviteli hibak, hianyzo, kitoltetlen attributumok,
szabalyok megkerulése (pl. default értékek, 11111-es azonositok vagy 1970.01.01 datum)

stb.



Pelda: ugyfelek

gyakori modell:
rekordok: {r,r,r,,r,r,r..} > {<r> <r,r> <r><r,r> ..}
elGallitando ennek egy particional <> jelentése: klaszterek, mint halmaz):
Record Name N(ll‘eﬁs[zipj Email
r John Doe 92139 jdoe@vyahoo
s John Doe a
t J. Foe B jdoel@yahoo
u Bobbie Brown 1‘33\ bob@google
1 Bobbie Brown 12345 “higoogle
gyakori problémak: pérok vizsgélata: O (n2) !
- heterogén adatforrasok: redundans, 6rokolt, atfe A problema nehez.

« heterogén formatum: kulonboz6 sémak, szabvanyok, szokasok (pl. postai cimek)

« adatmindseg, lexikalis heterogenitas: adatbeviteli hibak, hianyzo, kitoltetlen attributumok,
szabalyok megkerulése (pl. default értékek, 11111-es azonositok vagy 1970.01.01 datum)

stb.



Pelda: ugyfelek - futasidok

futasidé példa ugyfél adatbazison, ~15 M rekord, egy atlagosnal kicsit jobb
asztali gépen, tobbféle hatékony algoritmus:
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Tovabbi alkalmazasok

» klasszikus feladat: publikaciés adatbazisok

« keves attributum: irok nevei, esetleg munkahely

» kapcsolatok entitasok kozt: kozosen irt cikkek
« Ugyfelek:

e jellemzéen sok attributum: természetes + generalt (id)

« heterogén forrasrendszerek (kulonbozd portféliok, 6rokolt rendszerek,

0sszeolvadasok stb.); hany ugyfelunk van igazabdl? kerestik mar ajanlattal?
szerzodtunk mar vele valaha?

pl: Yahoo kozel-keleti felvasarlas: mennyi az uj felhasznalok szama valdjaban —
mennyit érdemes kolteni?

e web:

weboldalak (‘'mirror detection'), termék-keresdk termeékei, entitasok weboldalakon:

szemelyek, datumok, helyek stb.; hany Facebook / IWIW felhasznal6 van
igazabol?

kép forrasa: http://www.flickr.com/photos/popilop/331357312/
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Record Linkage model - 1969

* populations: A, B
« ebbdl M: matched, U: unmatched parok halmaza AXB= {(a, b); aeA, beB)

. cél: positive link: A;: (e, 0)EM | positive non-link: A;: (e, )€U
A possible link: nem tudjuk eldonteni

« A, B-bdl egy-egy mintat alakitunk rekordokka — két file
° Comparison vector: 7[0{(“):5(6)] = {71[‘1(&): .B(b)]: T ,"YK[Q(O:), B(b)]}

rekordra (a, B): jellemzdk, allitasok halmaza, pl. “name is the same”, “name is missing on one
record”

— comparison space: minden lehetséges realizacio halmaza

» linkage rule: leképezeés, “comparison space — random decision functions”

d(y) = {P(4:1]| ), P(42| ¥), P(43] v)}; vel S P4 y) =1.

1=1

lvan P. Fellegi, Alan B. Sunter: A Theory for Record Linkage, Journal of the American Statistical
Association, 1969
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Duplicate Record Detection

* hasonlo alaphelyzet: A és B, két halmaz kozti parokra (¢, p)e M vagy (a, f)eU
* lexikalis heterogenitas feloldasa a cél

« adatel6készités: parsing, data transformation, standardization (— 'ETL")

* megoldasok: vagy megtanuljak a megoldast, vagy szakértdi tudas kell

* ha van tanuléadat: M és U egy részhalmaza adott

» statisztikai mddszerek: x: 0sszehasonlitas vektor <aq, >-ra
M i p(Mlz) > p(Ulz) Bayes tétellel (I: 'likelihood ratio'):
apely b =2pll
U otherwise. afe { M ifl(z) = p(z|M) ) > #U)

Jnll'_|{' - pl M)
[  otherwise.

naive Bayes: attr. fUuggetenség feltételezeése, (x| M) = H p(z:| M)
cél a szukséges eloszlasok becslése
= ]___[p(.;r:;“r,-'rj.

Ahmed K. Elmagarmid and Panagiotis G. Ipeirotis and Vassilios S. Verykios: Duplicate record
detection: A survey, IEEE TKDE, 2007
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Duplicate Record Detection 2.

P(x | M), P(x | U): becsles a tanul6-halmaz alapjan

enélkll is alkalmazhaté a modell: EM algoritmus
general expectation maximization (EM) mikodésének feltételei:
* nagy aranyu egyezes (5 % folott)
« a matcheldk 'jol elkulonulnek'
 kis aranyban hibas attributumok
» fuggetlenségi feltételezés nagyjabdl igaz
ezeken lehet itt-ott gyengiteni.

Bayes kOvetkeztetés: uj megfigyelések - hipotézis

hibak (elsd- és masodrend(l) sulyozasa: 'Bayes decision rules for minimum
cost'

o ellendrzott tanulas:
- CART, SVM, regresszio ...

Ahmed K. Elmagarmid and Panagiotis G. Ipeirotis and Vassilios S. Verykios: Duplicate record
detection: A survey, IEEE TKDE, 2007
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Duplicate Record Detection 3.

» active learning: emberi kozremikodeés, jol valasztott dontések meghozatala

« tobbféle klasszifikator egyidejlleg, majd a bizonytalan elemekre kérdezni
 pl.: ALIAS rendszer

 ha nincs tanuldadat;:

» statisztikai modszerek (EM)
* rekord szintl hasonlosagi fuggvények: tavolsag alapu modszerek

- tavolsag fuggveény + treshold-ok

- specialisan: szabaly alapon; szakértok — szabalyok — szabaly alapu
egyezések

* unsupervised learning: klaszterez6 algoritmusok

- specialis: sok, jellemzben kicsi klaszter

Ahmed K. Elmagarmid and Panagiotis G. Ipeirotis and Vassilios S. Verykios: Duplicate record
detection: A survey, IEEE TKDE, 2007



Duplicate Record Detection: gyorsitas

eddig: A x B teljes 0sszehasonlitas
* rekord parok szamanak csokkentése:
» blocking: specialis hash fuggvény heurisztika alapjan
« sorted neighborhood:

- kulcs készitése (attrib. konkatenacié pl.) — rendezeés
- fix méret ablakban keressuk a match-el6ket
« tranzitivitas kihasznalasa (ha van)

» canopies: atfedd blocking
 setjoin
* rekord-rekord 0sszehasonlitas gyorsitasa:

 dimenzionalitas csokkentése

Ahmed K. Elmagarmid and Panagiotis G. Ipeirotis and Vassilios S. Verykios: Duplicate record
detection: A survey, IEEE TKDE, 2007



String matching / field similarity

karakter-alapu hasonlosag metrikak:

« edit distance /Levenstein-distance/: minimalis szerkesztési tavolsag
- karakter-muveletek: beszuras, torlés, csere
- dinamikus programozas megoldas: O(m*n) id6 és tar
n*m-es matrix kitoltése
« affine gap distance
- edit distance bdvités, uj miveletek: open gap / extend gap (kisebb sullyal)
« Smith-Waterman: szavak elején és végeén kisebb sulyu az eltérés
e Jaro distance, Jaro-WinKkler, ...
* (-gram (karakter g-asok egyezése):
- hash indexeléssel O(max {m, n}) (index az n-gramoknak)
- positional g-gram: (i, g-gram)
» kapcsolddo téma: DB string join

15
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String matching / field similarity 2.

token-alapu hasonlésag metrikak: “John Doe” vs. “Doe, John”

e 'atomic strings': tokenekre bontas; egyezés alternativa: prefixek esetén

 TF-IDF (term frequency — inverse document frequency)
TI-!'J

term t mentd: tf;= - D
. WHIRL példa: szavak sulya: - (
3(71 . i"10'-'* )
cosine sim. vp(w) = log(tfy, + 1) - log(idf,)  sim(oy,09) = ZJ l -

|V [l5 - H*Uz”;}
fonetikus hasonldsag:

« Soundex: egy-egy atkodolasok (pl. D,T — 3;B,F, P,V — 1)
- szaparatorok, maganhangzok: feladarabolas

- allitolag létezik magyar soundex is
 NYSIIS: bévités — maganhangzok bevétele

- betlk — fonetikusan hasonlo6 betik
« ONCA: brit

 Metaphone: soundex alternativa
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Generic Entity Resolution

e paronkénti dontés: rekord-parok osszehasonlitasa

» egzakt megoldas (nincs kozelités)

* nincsenek kapcsolatok: a rekord minden informaciot tartalmaz
» feature-Ok: attributum kombinaciok

« fix séma (adott attributumok)

* R: rekordok halmaza; ,black box” fuggvények: match: RxR — {true, false},
merge: RxR — R parcialis fuggvény (match-el6kre értelmezett)

 merge lezart: legkisebb Uj elemmel bévithetetlen i Tl g
« 'domination": rekordok rendezéese — melyik ‘jobb’ leird W
o
 entity resolution (ER): legkisebb olyan lezart, ami 3. s
nem tartalmaz dominalt elemeket r, T el

Benjelloun, Omar and Garcia-Molina, Hector and Menestrina, David and Su, Qi and Whang, Steven
Euijong and Widom, Jennifer (2005): Swoosh: A Generic Approach to Entity Resolution.
Technical Report. Stanford. — 2009: VLDB Journal



Generic Entity Resolution 2.

* |CAR tulajdonsagok:

I. Idempotence: Wr, r =~ r and (r,r) = r. A record always

matches itself, and merging it with itself still yields the

same record.

Commutativity: Vry,ro, 71 = 1o iff 1o &= vy, and if r{ =

ro, then (ry,rq) = (ro, 7).

Associativity: Yry,ra, 3 such that (rq, (r2,73)) and ((rq,

T‘g}:'Tg} exist, {?‘1: I\T‘g'r‘g}x; = {{le"r‘g}??‘g}.

4. Representativity: If r3 = (rq,r2) then for any r4 such
that vy =~ r4, we also have rq = ry.

(]

fd

e franzitivitast nem teszunk fel

« ennek megfelelve ER véges lehet: a dominalt rekordokat eldobhatjuk
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Generic Entity Resolution 3.

Algoritmusok:
» brute-force: mindent mindennel 6sszehasonlitunk és -vonunk, amig ez lehetséges
« G-Swoosh:

» egyesével boviteni a lezartat merge-elt rekordokkal
* ICAR nélkul is mikaodik, de kell egy utélagos dominalt-rekord eldobas

e R-Swoosh

« |CAR esetére: 0sszevonas esetén a forras rekordok eldobhatok — csak dominans
rekordok maradnak

e F-Swoosh

« feature-based + feature indexeket hasznal (feature-feature parok, illetve negativ
match feature értékek)

Input
record set

Resolved
record set
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Generic Entity Resolution 4.

Swoosh tulajdonsagok:
* inkrementalis algoritmus
* helyes, optimalis
Bizonyossagok bevezetése: Koos algoritmus
« rekord: (r.c, r.A) pl. 0.8[név: John Doe, szul.datum: 1965]
« feltevések: kommutativitas, idempotencia
« dominancia relaciot szintén hasznalnak

D-Swoosh, P-Swoosh: elosztott megoldasok — nem tlntek tul
hasznalhatonak

Adatbazis generic ER:
« sajat valtozat; rekord halmaz x rekord mUveletek

« sqgl implementacio: kotegelt, optimalizalhato |épések

10

0,1

0,01

0,001

0,0001

2 F-Swoosh
—+DB-G-Swoosh
2 DB-R-Swoosh

©DB-G-GER
B DB-GER
10 100 1000 10000
Input Size (K)



Relational Clustering
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» relacios = kapcsolati; cél: reference graph — resolved entity graph
» hipergraf; hiperélek: kapcsolatok
* “naive relational:

simnyr(ri,rj) =1 —a) x sima(ri,rj)+aoa x simg(ri,r;), 0<a<l.

ahol (H helyett A):

simg(r, hj) = maxy e, simy(r,r’).

Bhattacharya, Indrajit and Getoor, Lise: Collective entity resolution in relational data. ACM Trans.
Knowl. Discov. Data, 2007



Relational Clustering 2.

“collective relational”: specialis klaszterezés

két klaszter tavolsaga:

sim(ci,cj) = (1 —a) x simalc;,c;)+a x simg(ci,cj), O<a<l
eqgy klaszter szomszedsaga:

Nbr(c) = U {cjlec;=r.C}
hec.Hreh.R
hasonlosag mertékek:

* KkOz0s szomszédok szama:
1
CommonNbrScore(c;,c;) = i7d X }Nbr(c_,;)mNbr(cj)},

e Jaccard-egyutthato:

INbr(c;)(\Nbr(c;)|
INbr(c;) | JNbr(c;)|

JaccardCoeff (ci,cj) =

22
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Relational Clustering 3.

* Adamic / Adar tavolsag:
. 1
weboldalakra: similarity(X,Y ) = Z

shared feature - log(frequency(z))
2_ceNbricnNbre;) 1)
klaszterekre: Adar(ci,c;) = |
Zcerm WINbric;) ulc)
1

ahol u(c) a klaszter label “egyedisége”, pl. ulc) =

log(|Nbr(c)|)

» szélesebb szomszedsag is bevonhato
« algoritmus:

* moho algoritmus: 6sszevonni mindig a leghasonlobbakat
* bonyolultsag: O(nf), ahol n az élek szama és egy él max. f klaszterhez rendel6dik

« javitas: blocking, bootstrapping (okos kezdeti klaszter kialakitas)
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SIGMOD 2009

S. E. Whang, D. Menestrina, G. Koutrika, M. Theobald, H. Garcia-Molina: Entity
Resolution with Iterative Blocking

* blocking techniques: legjobb blocking feltétel meghatarozasa a cél ; blokkokat nem
szerveztUk Ujra

* most: tobbszoros blokkokra osztas (akar atfedden), az uj eredmeények propagalasa
ezek kozt

» lefedési tulajdonsag: a klaszter elemi rekordjai szerint dontok a blokkrol

» Keretrendszer: tetsz6leges resolution algoritmus beilleszthet6

« altalanos core resolution alg. (CER): rekordok klaszterei — rekordok klaszterei

« CER mindig csak 0sszevon, sosem szed szét — dominancia: az eredmény mindig
“‘jobban 0sszevont”

Criterion | b_ 1 [ b_o | b_3 Criterion b1 b_o | b-3
SCh ro| st | uv SC (r,s),(r,s,t) | (r,s,t) | (u,0)
SCh T8 t u, v S0 (T', 5. f) (T', 5, t“) (.u! tl}

(’HEE:“DH b1 b-; : b3 Criterion || b_; b_og | b_y
SC r,(rs) | st (rs) | (u,0) 56 —
B s TN NACD

' ke it SCy (r,s,1) | (r,s,t) | (u,v)
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SIGMOD 2009

S. E. Whang, D. Menestrina, G. Koutrika, M. Theobald, H. Garcia-Molina: Entity
Resolution with Iterative Blocking (2)

« algoritmusok:
« elvarasok eredményre: valid particionalas legyen, é€s ne maradjon benne match

« 1. iterative blocking
- konfliktusok: adott elem tobb klaszterbe is bekerul; pl. {<r, s>, <s, t>, <u, v>}
 unmerge: {r, s, t, <u, v>}
e connect: {<r, s, t>, <s, t>, <u, v>}
« 2.lLego:

- maximalis rekordok cseréje: ha van <r,s> akkor r-et €s s-et erre cseréljuk;
ehhez hash-elés

- 'block que' bevezetése, mddosul a blokk-sorrend: valoszinlbb 6sszevonasok
elészor
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SIGMOD 2009

S. E. Whang, D. Menestrina, G. Koutrika, M. Theobald, H. Garcia-Molina: Entity
Resolution with Iterative Blocking (3)

* 3. Duplo: disk-based, jol skalazédo
- fix méretl szegmensek: memaoria méretl blokk-részek;

 adott blocking feltételhez tartoznak, egyenletes véletlen rekord leosztassal
» feldolgozas: szegmensek — ezen bellul a konkrét blokkok
» bévitésre fenn kell tartani némi helyet
- merge log: osszevonasok napldja; pl. r — <r, s>; s — <r, s>
« maximalis elemek hash tablaja helyett
» tobbnyire elég kicsi (kevés merge)
* mérések:

 R-Swoosh CER és 'minhash signatures' (egyfajta Jaccard 3-gramokkal); min8ség:
blocking nélkuli CER-rel 6sszehasonlitva

12

30

'Blocking ——+——
Duplo Memory >
Duplo ---#%---

IBlocking I—n—
Duplo Memory >
_| o5 |- Duplo ---3---

10 -

15 -

Runtime (hrs)
0]
T
Runtime (hrs)

— 10

1 1 1 1 1 1 1 1 1
0.4 0.6 0.8 1 1.2 1.4 1.6 1.8 2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
Number of records (million) Accuracy
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Menestrina, David and Whang, Steven Euijong and Garcia-Molina, Hector:
Evaluating Entity Resolution Results

« “gold standard”: ember altal kiértékelt eredmeény; ritkan adott, enélkuli kell

| Set | ER Result |
Gold Standard | {(a,b), (¢, d), (e, f,g,h,i,7)}
7 HORORCRORCEANRN;
Ro {{a,b), (c,d), (e, f,qg), (h,i,7)}
R3 {{a,b,e,d), (e, f,g,h,i, )}

» eddigi 'josag' meértékek:
* IR /Al klaszterezés metrikak: klaszterek kozti és klaszteren bellli hasonlésagok — nem
elég specialisak

« precision, recall, F-measure; paronkénti F1, klaszter F1, VI: informacio-vesztés mértéke

» generalized merge distance (GMD): edit-distance-szeri
« miuveletek: split, merge
» mérték: legrovidebb miveleti ut egyikbdl-masikba
» sulyozas: sulyozhatéak a miveletek — legkisebb sulyu ut
» specialis esetei néhany el6z6leg hasznalt meértek

« 'slice' algoritmus: O(n) alg. ennek kiszamitasara ?7?
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Kopcke, H.; Thor, A.; Rahm, E.: Evaluation of Entity Resolution Approaches on
Real-world Match Problems

« FEVER: Uj keretrendszer 6sszehasonlitashoz és algoritmus-hangolashoz

« COSY

e | e ]| «PPuoine odel || - ot
e ) Decision || * FellegiSunter Application
JP— 1 e W s
!« Simiarty functon | | Simirty | Dec.Tree, SVM,..) b 0
!+ Aftribute selection! Computation \_+ Matcher selection ! Eneration

"No.ofexamples -

| '+ Selection scheme - Trg;r:;g Blocking
Blocking \ (Ratio, Random) | Selection
v+ Threshold ]}

b

--------------------

Training
Data

(a) Non-learning match approaches (b) Learning-based match approaches
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Kopcke, H.; Thor, A.; Rahm, E.: Evaluation of Entity Resolution Approaches on
Real-world Match Problems (2)

Runtime
Engine

Operator Tree Evaluation Analysis:
Paramcter Execution * Prec., Recall, ... Croality s,
Sctting Pararm’s . |.1.ZIHHII:|_H,. Result | ™ I-!'.-:n:{n..-::. Ratio, . Quality = Param. |'.|Tl:.]l.‘|.
= Breakpoinis = Huntune, .. » Labeling Eflor
g I
zE
IE E Data Specilication Crperator Tree Specification Conliguration Specihication

! |

Entities Mappings

Operator Library
* Blocking
» Maitcher

* Combinati

Configuration
Strategies for
* MNon-Learn. MMatchers
* Leam.-based Maic

s Source » Crenerated M.
* Target « Training M.
Perfisct M.

FEVER Core
Components

e algoritmusok:
 PPJoin+, Fellegi-Sunter, ? commercial
 Kkeretrendszerek: FEBRL SVN-nel, MARLIN SVN-nel és tobbféle klasszifikatorral

* sokminden mas:
http://dbs.uni-leipzig.de/de/research/projects/object_matching/fever/analysis_of research_publications


http://dbs.uni-leipzig.de/de/research/projects/object_matching/fever/analysis_of_research_publications

VLDB 2010 (demo: VLDB 2009)

Kopcke, H.; Thor, A.; Rahm, E.: Evaluation of Entity Resolution Approaches on
Real-world Match Problems

(3)

30

« futasidoé + min6séqi jellemzOk: precision, recall, F-measure

« adathalmazok (mind egyedileg crawl-olt):

Match task

Source size

Mapping size (#correspondences)

(#entities)
Domain Attributes Sources Source 1 | Source 2 | Full input mapping Reduced input mapping | perfect
(Cartesian product) (blocking result) | result
Bibliographic | - title DBLP-ACM 2.616 2,294 6 million 494,000 2,224
- authors
- venue DBLP-Scholar 2.616 64,263 [68.1 million 607.000 5,347
- year
E-commerce |- product name | Amazon- 1,363 3,226 4.4 million 342,761 1.300
- description GoogleProducts
- manufacturer Abt-Buy 1,081 1,092 [.2 million 164,072 1.097
- price

 megallapitasok:

 tanuléhalmaz hasznos,

« Kkereskedelmi termek jo,

« e-commerce feladatot nem tudtak jol megoldani (— kellenek a kapcsolatok)
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S.Euijong, H.Garcia-Molina: Entity Resolution with Evolving Rules

« cél: ER eredmények frissitése, ha a szabalyok valtoznak |[Record|Name| Zip | Phone
™ John |54321|123-4567

« inkrementalis algoritmus a kivanatos rg | John |54321|987-6543

) 3 John |11111|987-6543

« szabalyok: ket rekord 0sszehasonlitasakor hasznalt ra Bob | null [121-1212
logika

Fig. 1. Records to resolve

« Boolean match fuggvény / tavolsag fuggvény

i L Comparison Rule| Definition
« szabalyok fejlédése: B Prooe
. e, . , ., ., BQ Prame A Pzip
« szigoritas: kisebb probléma ; altalanos eset: ? B Prame M Pohone

* megoldas:

1. algoritmus osztalyok — hatékony szabaly- 1 R
valtoztato technikak input resolved
records records

2. részeredmeények materializalasa

- parhuzam: materializalt nézetek SQL
lekérdezésekhez ER

resolved |«
records

¢ Rule Evolution
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S.Euijong, H.Garcia-Molina: Entity Resolution with Evolving Rules (2)

* match szabaly fejlesztés /hasonlosagra hasonld/:

« B Boolean match fv., kommutativ

- relativ szigorusag: B1 < B2

All ER Algorith
. P particionalas—E alg.—~E(P,, B) part. / i \

Order H CDC
Independence N\, Context Free

e particio finomitas: P1s P2 ha minden eleme
részhalmaza a masik valamely elemének

Rule

« ER algoritmusok osztalyai: Monotonicity

« szabaly monotonitas: szigorubb szabaly —
finomabb particio

Incremental

« kornyezetfuggetlenség: ha figgetlen (nem
match-eld) halmazokat kulon fel tud dolgozni \

e szabaly fejlesztd alg., RM + CF, RM esetére:

e CNF részeihez eredményeket materializalunk
— ezek 'talalkozasat' hasznaljuk (a klaszterek
metszeteit)
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S.Euijong, H.Garcia-Molina: Entity Resolution with Evolving Rules (3)
« szabaly alapu alg.: « tavolsag alapu alg:
« sorted neighborhood » hierarchikus klaszterezés

e hierarchikus klaszterezés

 Monge Elkan klaszterezés

ER algorithm Sho3K Ho3K
Time O/H | Space O/H Time O/H Space O/H

SN 0.52 (0.02) 0.28 1.14 (0.27) 0.14

HCp 0.87 (0.04) 0.14 3.18 (0.71) 0.1

HCBR 11 (3E-6) 0.14 13.28 (1.06) 0.1

HCps 0.44 0.07 0.61 0.02
|ER algorithm || Sh1K | Sh2K | Sh3K || HolK | Ho2K | Ho3K |

ER algorithm runtime (seconds)

SN 0.094 0.152 0.249 0.012 0.027 0.042
HCg 1.85 7.59 17.43 0.386 2.317 5.933
HCBpR 3.56 19.37 48.72 0.322 1.632 4.264
HCps 8.33 40.38 111 5.482 27.96 73.59

Ratio of ER algorithm runtime to rule evolution runtime

SN 4.09 4.22 4.45 1.2 1.93 2
HCOp 1.5 1.84 2.07 1.27 1.3 1.27
HCp R 162 807 1218 36 136 237
HCps 298 708 918 322 499 545




VLDB 2010

M.Yakout, A.K.ElImagarmid, H.Elmeleegy, M.Ouzzani, A.Qi: Behavior Based
Record Linkage

» entitas viselkedése: tranzakcios log — események
pl.: Yahoo — Maktoob felvasarlasnal a felhasznalok

» viselkedési hasonlosag alapjan: rosszul mikodik (kevéssé atfed6 események)
* helyette: vonjuk 0ssze paronként a viselkedési infot

* ha “er6sebb” mintakat kapunk — 6sszevonhatoak

- statisztikai modell: EM algoritmus

- informacié-elméleti modell: tomorithet6ség vizsgalata

Fhase 0: Pre-processing and Behavior Extraction
'
| Candidate Generation
Phase 1. | (Quick & Dirty Matching)
'
Phase 2 Accurate Matching
" | (Statistical Technigue or Information Theoretic Technique)
Y
Phase 3: Final Filtering and Conflict Resolution
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M.Yakout, A.K.EImagarmid, H.Elmeleegy, M.Ouzzani, A.Qi: Behavior Based
Record Linkage (2)
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M.Yakout, A.K.EImagarmid, H.Elmeleegy, M.Ouzzani, A.Qi: Behavior Based
Record Linkage (3)

« viselkedés felismerési pontszam; célok:

» konzisztens visszatér6 esemeények
« feature jellemzék stabilitasa: pl. 2 darab Twix-et vasarol mindig
» cselekedetek kozti asszociacio: pl. egyutt vasarolt termékek

« jeloltallitas: két dimenzidba valo leképezéssel, diszkrét Fourier transzf.; hasonlo: Canopies

., o
= =

A
AB
1 -:R 0.19 0.71

e hd

P

-2 0. 1.53 -2 0. 03
1.54
. B 5 B c
AB | 1,0,1,0,0,1,0,1,0,1,0,0,1,0,1,0 | | 1,0,1,0,0,1,0,1,0,1,0,0,1,1,1,1 | BC

/
0,0,1,0,0,1,0,0,0.,1,0,0,0,0,0,0 || 1,0,0,0,0,0,0,1,0,0,0,0,1,0,1,0 || 0,0,1,0,0,1,0,0,0,1,0,0,0,1,0,1
B

s 7z —£—-motif =& motif-nP1
o Kkisérletek: -e-compress -e- compress-nP1
100000 —=»=5im =¥ sim-nP1

« Wallmart adatok, mdvileg szétdobalva,
sok RAM + MySQL

« szOveges attributumok hasonlésaganak bevonasa

* hasonld: webes ajanlasok

200 400 600 800 1000
Number of entities
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S.Guo, X.L.Dong, D.Srivastava, R.Zajac: Record Linkage with Uniqueness
Constraints and Erroneous Values

 hagyomanyosan két fazis:
* record linkage: duplikatumok keresése
« data fusion: duplikaltak 6sszevonasa, legjobb rekord elballitasa
e problémak:
* hibas rekordok megnehezitik az 6sszevonast
« egyediségi elvarasok nem feltétlenul teljesulnek
» lokalis dontések globalisan rossznak bizonyulhatnak
 megoldas:
« adatforrasok, 'hard / soft uniqueness' megszoritasok fogalmanak bevezetése
 akeétlépés 0sszevonasa
* hibas értékek megkeresése egyediségi megszoritasok felhasznalasaval

» visszavezetés: k-partite graph clustering problem



Soft Computing in XML Data Management (Springer, 2009)

An Overview of XML Duplicate Detection Algorithms

algoritmusok: DogmatiX framework, XMLDup, SXNM
m’l-]‘r:
AL

““‘r | "\ Duplicate probability of:

-
Lmrn I'i-"-"ilfll
)\ ’K \/}\/4» ¢~ ™ Value sets (V) or
mvy[vear] ) '

| mvy, [title] | (iry ﬂ cstyy) \_ _/ children sets (C)
N P4
o \ | Two nodes
l.LI-"“-II',-{.-}'|J :.Ef_g@ I“«h_d-"’l
- ;
Two values
b P S—

n".r[[[‘uﬂlLlE] (AC s

(ac)«] T ;\|
A A "'k“m __,mx

\rf’“ fL\ \\\/' e o ,f ™, A,
ac) i a2 W)y, In'r.‘zﬂ }i!r. 27 [C23]
xIJ k_ J k\“l ‘al_f xl \1 J
- A{, “\ o I.{J “\I l{ e e “\I
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.zl . f f
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Fig. 7 Bayesian network to compute the similarity of the trees in Fig.[3] as shown in [27]
forras: Molnar Miklés blogja,
http://liftinstinct.blogspot.com/2010/09/soft-computing-in-xml-data-management.html



Kiséerleti adathalmazok

szabadon elérhetd:
« CiteSeer, DBLP, Google Scholar, BioBase, ACM, Riddle db, ...: biografiai adatbazisok

« Scholar példa: lekérések cim és rendezvény szerint

» biztosito, bank: Ggyféltorzs

» 0sszehasonlitd oldalak termékadatai: Yahoo! Shopping
* hotel adathalmaz: Yahoo! Travel (gyGjtéoldal)

* yellowpages.com cimadatok

« Walmart vasarloi és vasarloi aktivitas adat
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Elerhetd eszkozok

« kutatasi vagy free, open source:

 FEBRL: Free Extensible Biomedical Recod Linkage; ausztral

_ | Cleaning and
Database A " | standardisation
Blocking /
: - Indexing
Databace B Cleaningand | [
standardisation
| A

Weight vector | _ Record pair
classification : _ comparison

Non- Possible | _ Clerical
Matches matches matches | review 1

‘ Evaluation ‘

« SERF: Stanford University, Hector Garcia-Molina — R-Swoosh implementacio,
MTB: Duisburg

DDUpe: Maryland
MARLIN

« String join algoritmusok (PPJoin+), klaszterezd algoritmusok stb.

o fizetés: léteznek (Daurum, Infosolve OpenDQ, ...); minéséguk: ?



Data & Knowledge Engineering, 2010
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Hanna Kopcke, Erhard Rahm: Frameworks for entity matching: A comparison

BN [38] MOMA [55] SERF [5] Active Atlas MARLIN [11,12] Multiple Classifier Operator Trees TAILOR [24] FEBRL [18,17] STEM [36] Context Based
[53,54] System [62] [13] Framewaork [16]
Training-based Yes Yes Yes Yes Yes Yes Yes Yes
Entity type XML Relational Relational Relational Relational Relational Relational Relational Relational Relational Relational
Blocking - = -
Key definition Manual Manual Manual Manual Manual Manual Manual Manual
Partitioning
Disjoint ? Sorting, hashing  Sorting Threshold
Overlapping Hashing Canopy ? Canopy Sorted Sorted Sorted Canopy-like
clustering clustering neighborhood neighborhood, neighborhood
-gram, canopy
clustering
Matchers Attribute value, Attribute value, Attribute value Attribute value Attribute value Attribute value Attribute value Attribute value Attribute value Attribute value,
context context context
Matcher Numerical Workflow Rules Rules Numerical, rules  Numerical, Rules Numerical, rules  Numerical Numerical, rules  Numerical, rules
combination rules
Learners Decision SVM, decision 7 (5VM, decision Operator Tree Probabilistic, SVIM SWVM, decision Diverse
tree tree tree, etc.) algorithm, SVM decision tree tree, logistic [SMOreg,
regression, Logistic, etc.)
multiple
learning
Training selection Manual, Manual, Manual Manual Manual Manual, Manual, Manual
semi-automatic semi-automatic automatic semi-automatic




Trendek, nyitott kerdések

egyre szélesebb korl igenyek

osztott rendszerek, jol skalazoddé megoldasok: hogyan?
egyeb gyorsitasi mddszerek: blocking, iterative blocking, ... ?
duplikatum-azonositas mint keresési probléma: indexelés
viselkedés alapu azonossag-feloldas: tranzakcios logok
idOben valtozo adatok, idoben valtozé szabalyok, idoben valtozo entitasok
fellgyelt tanulas, ,active learning”: hibak iranya fontos
valoszinldségi modellek vs. egzakt eredmények

eredmeény mindsége: hogyan merjuk?

entitasok hierarchikus egymasra épulése

kapcsolat alapu azonossag-feloldas, graf-klaszterezés

keretrendszerek, dobozos termékek: mennyire hasznalhatéak? — iparagi tudas
beépitése
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S. E. Whang, D. Menestrina, G. Koutrika, M. Theobald, H. Garcia-Molina: Entity
Resolution with Iterative Blocking, SIGMOD 2009

M.Yakout, A.K.EImagarmid, H.Elmeleegy, M.Ouzzani, A.Qi: Behavior Based Record
Linkage, VLDB 2010

j6 kiindulasi pont: Stanford Entity Resolution Framework, http://infolab.stanford.edu/serf/

XML konyvfejezet magyar bemutatasa:
http://liftinstinct.blogspot.com/2010/09/soft-computing-in-xml-data-management.html
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