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Absztrakt

Az egybefliggd mintdk felfedezése egy érdekes része a térbeli adatbazisok
adatbanyaszasanak. Olyan térbeli objektum tipusok keresésébdl all, melyek
gyakran egyitt allnak a térbeli szomszédsagban. Ezen mintdk néhdny
alkalmazasi terilete: bioldgia, foldrajz, marketing és meteorolégia. Ahhoz
hogy megbirkdzhassunk az ilyen nagy mennyiségld adatokkal,
felhasznalhatjuk a (nagy teljesitményl) programozhatd grafikus kartyakat
(GPU). A GPU-krél mar bebizonyosodott az utdbbi idében, hogy rendkivdl
hatékonyan képesek felgyorsitani szamos mar meglévé algoritmust. Ebben
a cikkben bemutatjuk a GPU-CM-et, ami egy GPU-gyorsitott verzidja az iCPI-
fara alapozott algoritmusnak egyittes el6fordulasi mintak felfedezésére. A
legjobb teljesitmény érdekében, specidlisan megtervezett strukturdkat és
eljarasokat vezetiink be, hogy kiaknazhassuk az SIMD végrehajtasi modell
lehetdségeit. Kisérleti jelleggel 6sszehasonlitjuk az iCPI-fa mddszerek GPU-s
és parhuzamos implementacidit. A kapott eredmények bizonyitjak, hogy a
CPU-s algoritmushoz képest a GPU-s nagysagrendekkel gyorsabb.
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1. Bevezetés

A térbeli adatbazisok hatalmas névekedése mar meghaladja az emberi feldolgozas lehet8ségét.
Ezért van sziikség az automatikus felismerésre, ezeket az eljarasokat Knowledge Discovery in
Databases - KDD-nek (“tudas felfedezés adatbazisokban”) nevezik [8]. Ennek legérdekesebb része az
Ugynevezett adatbanyaszds és bizonyos mintak felfedezésére specialisan felépitett algoritmusok
alkalmazasabdl all.

Ebben a munkaban els6sorban a térbeli objektum osztalyok (térbeli tulajdonsdgok) felfedezésével
foglalkozunk, melyek gyakran csoportosulnak. Minden térbeli tulajdonsag definialhato a tér egy adott
pontbeli tulajdonsagaként. Tipikus példak: fajok, Uzleti tipusok, érdekes pontok (pl.: kérhazak,
repterek, [atnivaldk, stb.). Vegylink példaul egy mobiltelefon haldzatot lizemeltet6 céget, ami szdmos
szolgaltatast nyujt; érdekelhetik, hogy milyen kapcsolat van azon tényez6k kozott, amik alapjan az
Ugyfelek szolgaltatdst valasztanak. A tuddsok szamara érdekes lehet az 0©kolégidban és
meteoroldgidban egylttesen el6forduld természeti jelenségek[12].

A térbeli egybefliggé minta (roviden csoport/egybefligg6) olyan térbeli tulajdonsdgok halmaza,
amelyek a térben egymashoz kozel dlinak. Az ilyen mintak azonositasahoz fontos, hogy felkutassuk a
mintak Osszes el6forduldsat. Szamos csoport minta felfedez6 algoritmust irtak mar [11-14, 16, 15].
De még nem terjesztettek el6 egy olyan megoldast sem, amely hardver tamogatdst vett volna
igénybe.



2013. november 25 2. Definicidk

2. Definiciok

D1: Legyen f egy térbeli tulajdonsdg. Az x objektum az f egy példanya, ha x f egy tipusa és van
helyzete és egyedi azonositéja. Legyen F térbeli tulajdonsdgok halmaza és S ezek példanyainak
halmaza. Adott szomszédsagi reldcid, R, mellett azt mondjuk, hogy a C csoport minta részhalmaza a
térbeli tulajdonsagoknak C € F, melynek példanyai I € S, egy klikket alkotnak R relaciéval.

D2: Az f; tulajdonsag részvételi rataja (participation ratio) Pr(C, fi),C = {fi,..., fx} csoportban,
az f; tulajdonsagot képvisel6 objektumok téredéke a példanyok csoportjanak szomszédsagdban
C — {fi}. Pr(C,f;) az f; C-beli példdnyainak szdma osztva a Gsszes f; tulajdonsagi elemmel. A
részvételi indexe (participation index) P;(C), egy C = {fi,...,fx} csoportnak: P;(C) =
miny,cc{Pr(C, f,)}.

T1: A részvételi rata és a részvételi index monoton csékken a C csoport méretének ndvekedésével.

D3: Csoport minta banydszat:

1. adott a térbeli tulajdonsdgok halmaza F = {f;,..., fx}

2. azok példanyai § = U’fSi, ahol S; (1 < i < k) az f; tulajdonsagu példanyok halmaza,
és minden S-beli példany tartalmaz informdacidt a tipusarél, egyedi azonositdjardl és
helyzetérdl

3. adott egy szomszédsagi relacié a helyzetek felett értelmezve: R

4. adott egy minimum gyakorisagi kiiszob (min_prev).

Ekkor hatékonyan talalunk helyes és teljes csoport mintdkat, ahol a részvételi index min_prev.
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3. Kapcsolod6 munkak

3.1 Az iCPI-fa bazisu csoport minta keresés

Az egybefiliggd mintak banyaszatanak egy altaldnos megkdzelitése bemutatdsra kerilt [11]-ben, és
harom f6 |épésbdl all. Az els6 lépésben egy jol ismert apriori stratégiat [1] haszndlunk, hogy
lehetséges csoportokat generdljuk a gyakorisdgi mérték (P;) monotonitasdt (N) kihasznalva. A
kovetkez6 |épésben meghatdrozzuk az igy kapott csoportok példanyait. Végil kiszdmitjuk a részvételi
indexet minden csoporthoz. Azon jel6lteket, amik a minimum gyakorisdgi kiisz6b alattiak, elhagyjuk.

Ugyan nem minden kutatas koveti az el6bb bemutatott apriorisztikus stratégiat (pl.: maximalis
csoport mintak [16], csoport mintak sdrlség alapjan [14]), az altaldnos megkdzelités még mindig a
legnépszer(ibb. Az 3altalanos megkozelitések kozil a legjelentésebb eljdrdsok a Co-Location Miner
(csoportosulas banyasz)[11], Joinless (kapcsolat nélkiili)[15] és az iCPI-fa eljaras jelenlegi allapota
[13]. A kovetkezGkben roviden ismertetjiik az algoritmus mogotti otletet.

Kezdetben minden térbeli tulajdonsag egy elemi csoportként van értelmezve. A kovetkez6
|épésben két eleml jelolteket alkotunk belSle az apriorisztikus stratégidval. Ahhoz hogy
kiszamithassuk a gyakorisagukat, sziikség van a példanyaik listajara. Az iCPI-fa eljarasban a csillag
szomszédsag fogalmat (eredetileg [15]-ben bemutatott) alkalmazzuk.

D4: Minden objektumra a térben, az olyan szomszédok listajat, amelyek térbeli tulajdonsagai
nagyobbak, mint az adott objektumé, csillag szomszédsagnak nevezziik.

Ezt az informacidt taroljuk iCPI-fa formajaban. A gydkér minden gyermeke egy részfa, amely egy
bizonyos térbeli tulajdonsag példanyainak szomszédjait tarolja. A részfdk a szomszédok térbeli
tulajdonsagait tarold csucsokbdl, és a szomszéd példanyoknak megfelelé levelekbdl all. Egy példa
adathalmazt és a hozzatartozo iCPI-fat az 1. dbrdn lathatjuk.

y4 B2 star neighborhoods iCPl-tree
A1OAA02 e A1:B2.G2 B1: (R)

input dataset

Fig. 1. Sample dataset and the corresponding iCPI-tree

Példaul A2 csillag szomszédsaga B1, B3, C1, C3 példanyokbdl all, melyet egy részfa szimbolizal az A
csucs alatt az iCPI-faban. Egy jeldlt csoport példanyainak meghatarozasahoz, pl. {B, C}-hez konnyen le
tudjuk olvasni B példanyainak 6sszes C tulajdonsagu szomszédjat (B2, C2 és B3, C3).
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Az algoritmus n-dik Iépésében n méret( jeloltek jonnek létre. n = 2-re minden a fabdl generalt
példany egy csoport (D1). n > 2-re a kovetkez6 eljardssal generaljuk a csoportok példanyait: hogy
beazonositsuk az n méretl csoport jeloltek példanyait, a példanyok n-1-dik Iépésbeli halmazat
hasznaljuk. Minden n méret( jelolt, annak az n-1 méretl csoportnak a kib6vitése, amely tdlnyomé
mértékben tartalmazza az els6 n-1 tulajdonsdgot a jeloltbél. Csak a koézos szomszédokat
haszndlhatjuk minden csoport bévitésére. Példaul, adott jelolt {A, B, C}-re vegylk egymas utan a
példanyokat {A, B} csoportbdl, pl. {A2, B3} példany. Megprébdljuk kibdviteni C-beli példanyokkal.
Hogy megkapjuk a csoport példanyait {A, B, C} jeloltnek, keressiik azon C tipusu példanyokat,
amelyek szomszédjai A2-nek és B3-nak is egyszerre. A kapott iCPI-fat felhasznalva lathatjuk, hogy A2-
nek szomszédjai C1 és C3, mig B3-nak csak C3 a szomszédja. Ezért az egyetlen kozos szomszéd C3 és
igy a jelolt egy Uj példanya {A2, B3, C3}. Ezt az eljarast ismételjik minden jeldltre.

Az iCPI-fa eljaras tovabbi részleteiért Iasd a [13]-as cikket.

3.2 Altalanos feldolgozas a GPU-n

A GPU a szamitasi feladatokat un. kernelek formajaban kapja. D5: A kernel olyan feladat, amely
m(iveletek sorozatabdl all, amiket tébb konkurens szalon kell végrehajtani. A szélakat a programozé
azonos méretl blokkokra osztja. D6: A blokk egy 1, 2 vagy 3 dimenzids tomb legfeljebb 1024 szallal
(vagy 512-vel, a grafikus kartya architekturajatol figgéen), ahol minden egyes szalat egyedileg
azonosithatunk a témbben elfoglalt helyével. A blokkok halmaza egy uUn. szamitdsi halét alkot. A
szalak egy blokkon belll ugy kommunikalnak, hogy ugyanazt a részét hasznaljdk az Un. megosztott
memoarianak, amely fizikailag a csippen taldlhatd, ezért nagyon gyors. Mas blokkbeli szalakkal a
tipusoknak, kiilonb6z6 hatékonysagu elérési kbvetelménye van. A szalak szinkronizacids lehetGségei
korlatozottak. Szalak egy blokkon belil szinkronizalhatdak; bar a globalis szinkron is elérhetd, de csak
koltséges megolddssal. Egy blokk szdlait 32 szalas SIMD csoportokban hajtjdk végre, amit kdtegnek
(csomagnak) neveziink (ezeknek a szalaknak ugyanazt az utasitast kell elvégezniiik egyidejlileg =
SIMD). A programozoénak figyelembe kell vennie mindezeket az alacsony szint(i GPU korlatokat, hogy
az algoritmus a leghatékonyabb lehessen.

Hogy megkonnyitvén a parhuzamos szamitasokat végzd programok készitését (nem feltétlen GPU)
szamos parhuzamos primitiv |étezik. A tovabbiakban a kovetkez6ket fogjuk hasznalni: inclusive és
exclusive scan, compact, sort, unique, reduce és reduce by key. A legtdbbet ezek kozil
implementaltdk GPU-ra is példdul a Thrust kényvtarban [3]. A mi megvaldsitdsunkban ezt a
koényvtdarat haszndljuk majd, bar megirtuk a sajat verzidnkat is a tomoritd algoritmusra. Aldabb réviden
bemutatjuk a primitiveket.

D7: Adott a tombre az bels6 vizsgalat (inclusive scan) talal egy olyan b témbot, amely hossza
megegyezik a-éval és minden elemére teljesil: bi=k = 1liai. A kiilsé vizsgalat (exclusive scan)
hasonléan mikddik, de b minden elemére: bi=k =1i-1ai. Barmilyen asszociativ binaris m(veletet
haszndlhatunk a summa helyett.

D8: A tomorit6 algoritmus (compact) adott a tombbdl kiveszi azon elemeket, amelyek teljesitenek
bizonyos feltétel(eke)t. Leggyakrabban egy tovabbi flag tomboét haszndlnak 0-akkal és 1-esekkel
(eltavolit/marad) erre a célra.

D9: A rendezés barmely tombot rendezi. A rendezés térténhet tovabbi kulcs tdmb alapjan is.



2013. november 25 3. Kapcsolédd munkak

D10: Az egyedi algoritmussal (unique) kivalasztjuk az eltér6 elemeket egy felhasznalo altal
megadott adat tombbdl. A Thrust implementdacié megkoveteli, hogy a tdmb legyen rendezett.

D11: A redukalé valamely asszociativ bindris mivelettel redukalja a felhasznalé altal megadott
tombot, pl.: 6sszegzi a tomb minden elemét. A kulcs alapjan torténd redukcid sokkal kifinomultabb
verzidja a redukalénak. Két adott tombre, k-ra és v-re, ahol k a kulcsok témbje, v az értékeké, a
redukald azon elemeket redukalja, melyek kulcsa azonos. A Thrust implementacié megkoveteli, hogy
az adatok a kulcs alapjan rendezve legyenek.
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4. A GPU-CM algoritmus

A GPU-CM algoritmus felteszi, hogy az iCPl-fa mar felépllt. Erre mdr léteznek hatékony
algoritmusok [13, 15]. Tovdbba ez az épit6 algoritmus csupan aprd toredékét teszi ki a teljes
adatbanyasz folyamatnak [4].

4.1 Adatstrukturak

A [4]-ben bemutatott megoldast kovetve az iCPI-fat hashtablaként dbrdzoljuk. A hashtabla minden
eleme egy listat tarol egy adott f1 térbeli tulajdonsag példanyaival, melyek mind szomszédjai egyazon
i példanynak egy masik f2 tulajdonsagbdl. Ez a struktira a GPU-n a kévetkez6 képpen néz ki:

A példanyok szomszéd listdi egy memoria blokkban foglalnak helyet. Hatékonysdagi okokbdl
minden listanak konstans L hossza van, amely kett6 barmely hatvanya lehet (32-ig). Ha szomszédok
szama kisebb mint L, akkor néhany hely lresen marad. Ezért a memaria blokk mérete L-szer a listak
szama. A lista minden eleme egy példanyt jel6l. Minden tulajdonsag példanyt 32 bit hosszu széként
abrazolunk, ahol a legkisebb helyiértékl 16 biten taroljuk a példany szamot, a kovetkez6 8 biten a
tulajdonsag szamat. A legnagyobb helyiérték( 8 bitet pedig nulldkra allitjuk. Az Ures listaelemet az
FFFFFFFFh hexadecimalis szammal jeloljuk. Minden lista folytonos Lx4 bajtnyi memdériat foglal el.
Minden listat rendeziink. Ezt az adatstruktuirat példany szomszéd puffernek nevezziik.

Egy hashtdblat két tombbel dbrazolunk: egy kulcs és egy érték tombbel. Minden kulcs tarolja az f1
és az f2 tulajdonsagok szamait és i példany szamat is. Ez egy 32 bites szdban van lekédolva, ahol a
legkisebb helyiérték( 16 biten i példany szamat jegyezziik, a kovetkez6 8 biten az f2 tulajdonsag
azonositéjat, a legnagyobb helyiérték( 8 biten pedig f1-ét. A kulcs tomb minden eleme egy kulcsot
tdrol, vagy Ures (FFFFFFFFh). A nyitott cimzéses sémdt haszndljuk a hasitashoz [2]. Az érték tomb,
minden a kulcs tombben taldlhatd kulcsra, pointereket tartalmaz, ami a megfelels lista elejére mutat,
melyet feljebb leirtunk. Ezt a hashtablat példany szomszéd hashtablanak nevezzik.

A csoport mintdk bdanyaszasa kozben az algoritmus eltarolja a mintak (vagy minta jeldltek)
példanyait lista formajaban. Hogy felgyorsitsuk egy adott minta példanyainak kikeresését, egy masik
hashtablat hasznalunk. Ez a struktidra sokkal bonyolultabb az iCPI-fa reprezentaldsa, és az alabbi
madon valdsitjuk meg:

A tulajdonsagok szamossagatol fliggéen, minden mintat 32 bites szavak sorozataval irunk le, ahol
minden bit egy tulajdonsagnak felel meg. A minta “szavak” szdmat BL-lel jel6ljik. Minden mintat
egyetlen memoria blokkban tarolunk, mely BL-szer a mintdak szama méretl. Az egyltt allé mintak
banydszdsa kozbeni elérések miatt, a mintdk nem tudnak egybefiiggfen helyet foglalni a
memaridban. Ehelyett az egymast kovet6 szavak a memadriaban, minden minta elsé szavai, aztan a
masodik szavak, és igy tovabb. A mintakat lexikografikus sorrendben taroljuk. Ezt a struktdrat minta
puffernek nevezziik.

A minta példanyokat hasonléan taroljuk egy kiilon allé6 memdria blokkban. Minden minta példanyt
32 bites szavak sorozatdval irunk le, ahol minden szd egy tulajdonsag példany, ami a feljebb leirt
maddon néz ki. Kovetkezés képpen ennek a memoria blokknak a mérete megegyezik az 6sszes minta
példany szdma szorozva a minta hosszadval. A mintdkhoz hasonléan, a memdriaban egymast kévet6
részek a minta példanyok els6, majd a masodik, és igy tovabb, szavait taroljak. Egy minta példanyai
szomszédos helyeket foglalnak el a memdridban, tehdt a minta példdnyok nem folynak egybe.

7
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Mintanként a minta példanyok lexikografikus sorrendben vannak. Ezt a struktirat minta példany
puffernek hivjuk.

Egy hashtdbla, amit egy minta példanyainak keresésére hasznalunk, két tombbdl 4ll: kulcs és érték
tombbdl. A kulcs tombben pointereket tarolunk, ami a megfelel6 minta kezd6 pozicidjara mutat a
mintdk memdria blokkjaban, vagy null ha lres. Az érték tomb minden kulcshoz egy rekordot tarol,
ami tartalmazza a minta példanyok szamdt, a minta gyakorisagat és egy pointert az elsé minta
példany els6 szavara a minta példanyok memdria blokkjaban. Nyitott cimzési sémat hasznalunk a
hasitasra. Ezt a minta hashtablanak nevezziik.

Eszrevehetjiik, hogy a minta hashtébla kulcs tdémbje tarolhatna akar a mintakat is, ahelyett, hogy
mintdkra mutaté pointereket tarol. A jelenlegi megolddst az atomi beszurdsok miatt haszndljuk.
Altaldban a [2]-ben bemutatott megoldast kovetjiik. Ezt a megoldast az “Osszehasonlitds és csere”
sémara alapozzuk (sajnos az atomicCAS CUDA fliggvény csak 32 vagy 64 bites szavakon képes végre
hajtani az “6sszehasonlitas és csere”-t).

4.2 A banyaszat inditasa

A banydszat a kezdeti iCPI-fa olvasasaval kezd6dik, és felépitjlik az iCPI-fa hashtabldjat. Ezutan a
példany szomszéd puffer elkészitése kovetkezik. Tovabbi adatok mint példaul a tulajdonsdgok
példanyainak szama is ekkor szamitddik. S6t, egy ideiglenes tdmbben eltaroljuk az 6sszes példany
szomszéd hashtabldjanak kulcsait és értékeit (pointerek listakra). Végil az 6sszes ilyen kulcs, érték
part parhuzamosan beillesztjiik a példany szomszéd hashtablaba.

A példany szomszéd puffer és hashtdbla felépitése utdn a minta puffer, a minta példany puffer és
a minta hashtabla készil el 1 hosszi mintdkra. Mivel parhuzamos algoritmust irtunk ezekre a
|épésekre, eltekintlink a részletektél, a feldolgozasi ideje ennek a Iépésnek elhanyagolhatd.

4.3 Jeloltek generalasa - minta illesztés

Az n méretl( jeloltek generdldsa felhaszndlja az n-1 méretd mintdk pufferét. Mivel a minta puffert
lexikografikus sorrendben taroljuk, minden n-1 méretli minta, amit beilleszthetiink egy n méret(
mintdba, sok egymast kovetd, illeszthet6 mintak egyitteseit alkotjak. Ezeket az egyltteseket
illeszkedési csoportnak nevezziik. Az algoritmus utolsd |épésében az illeszkedési csoportokat
eredmény csoportokka konvertaljuk. Egy eredmény csoport tébb egymast koveté minta csoportja,
melyet egy illeszkedési csoporton belili 6sszes minta illesztésével kapunk. A csoportok sorrendjét
megtartja, tehat adott A és B illeszkedési csoport, ha A megel6zi B-t az input minta pufferen, akkor a
megfelel§ eredmény csoportok is igy kovetik egymdast az output minta pufferen (kivéve ha az
illeszkedési csoport csak egy mintat tartalmaz, mert ekkor ez nem hoz létre illeszkedési eredményt).
Ha mintdkat az eredmény csoporton belll lexikografikusan sorba rendezziik, akkor ez a tulajdonsag
biztositja az eredmény minta puffer teljes rendezettségét.

A minta illesztési algoritmus sok egymast kovetS 1épésbdl all, de az egyes lépések parhuzamos
m(iveleteket tartalmazhatnak. Az elsé Iépésben azonositani kell az illeszkedési csoportokat, meg kell
taldlni a szamukat (legyen k), ki kell szamitani a méretiiket és a hozzéjuk tartozé eredmény csoport
méretét (kettes alapu hatvanyok). Sok fontos témb jon létre:

e groupSizes: egy k;; hosszu tdmb, ami az illeszkedési csoportok méreteit tarolja.
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e joinCounts: egy k;; hosszi tomb, ami az illeszkedési csoportokhoz tartozé eredmény
csoportok méreteit tarolja.

e positions: egy k;; hosszi témb, ami minden illeszkedési csoporthoz szamon tartja az
utolsé mintdja input minta pufferbeli indexét.

e scannedJoinCounts: egy kj; hosszu témb, ami a joinCounts tdmbon végre hajtott kiilsé
vizsgalat eredményét tarolja.

A kovetkez6 lépésekben egy tovabbi segéd tombot, scannedjoinFlags, szamolunk, aminek a
hossza az eredmény mintak szamaval egyezik meg (kp). A kapott tdmbben, minden mintara egy
eredmény csoportbdl, taroljuk a hozzatartozé illeszkedési csoport referencia szamat.

Az utolsd [épésben alakul ki a végsé minta illesztés. Minden illeszkedési csoportot eredmény
csoporttd alakitunk. ElGszor 1étre hozunk egy kpx BL méretl minta puffert (BL a minta kédolaséra
hasznalt 32 bites szavak szdma). Ez utdn kpszalat inditunk. Minden szal alapja a scannedJoinFlags
tomb, ami meghatdrozza a megfelel6 illeszkedési csoportok referencia szdmat. Ezen értékek
segitségével a szal meg tudja hatdrozni a scannedloinCounts megfelel6 pozicidjardl, hogy a
hozzatartozé eredmény csoport hol kell kezd6djon az eredmény minta pufferben. A szal kiszamolja a
globalis szdm és a kapott pozicié kilonbségét a hozzdtartozé eredmény csoporton beliili
elhelyezkedés, pos, meghatarozdsdhoz. Ezt a szdmot aztan ketté bontjuk a megfelels illeszkedési
blokkon beldl két sorozat szamaiva, az alabbi formulaval:
pr=bs—1- [0,5(\/8(jc —1—pos)+9— 1)] és p, = pos — 0,5p;(2bs —p; —3) + 1, ahol bs a
megfelel6 illeszkedési csoport mérete a groupSizes tombbdl, jc pedig a megfelel6 eredmény csoport

mérete a joinCounts tombbdl.

« sz

szétbontja két minta kombinacidjara a megfeleld illeszkedési csoportbdl, (2) az illesztett mintdkat
lexikografikusan tarolja az eredmény csoportban. A p; és p, pozicidkat atszamitjuk globalis
pozicidkka az input minta pufferen, Ugy, hogy hozzajuk adjuk a megfelel6 szamot a positions tombbd|
(+1). Végil a szal Osszeilleszti a két mintat bitenkénti VAGY miivelettel a mintdk minden egyes
szavara és az eredmény eltarolja az eredmény minta pufferben.

4.4 Jeloltek generalasa - Jeloltek metszése

Minden illeszkedéssel kapott mintat meg kell vizsgdlni, hogy minden részmintajuk gyakori-e vagy
sem. Ehhez az n hosszu minta vizsgalathoz felhaszndljuk az el6z6 algoritmusban kapott minta puffert
és az n-1 hosszU gyakori mintak minta hashtablajat. Tegylk fel, hogy kp mintat kaptunk a mintak
illesztésével. El6szor foglalunk kp méretl helyet a memdridban egy flags tdmbnek, aztan inditunk
ugyanennyi szdlat. Minden szdal kiveszi a neki megfelel6 mintat az input minta pufferbdl és
egymasutdn legenerdlja az n darab n-1 hosszlu részmintat bel6le. Minden részmintat ellenérziink,
hogy létezik-e minta hashtdbladban. Ha egy minta minden részmintdja megtaldlhatdé a minta
hashtablaban, akkor a szal egy 1-est ir a flags tomb megfelelS pozicidjara, egyébként pedig O-t.

A parhuzamos tomorit6 algoritmus masodik lépéseként eltavolitjuk az Gsszes olyan mintat,
aminek megfelel6 helyen a flags tombben nem 1 szerepel. Mivel a parhuzamos témorité nem
valtoztatja meg a mintak sorrendjét, a lexikografikus sorrend megmarad. Az igy kapott minta puffer
lesz a minta jel6lt puffer.
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4.5 Példanyok generalasa

Most bemutatunk egy algoritmust, amely a legidGigényesebb |épése az egybefligg6 mintak
felismerésének - a példanyok generalasa. Bevezetiink fontos elnevezéseket: legyen a jeldlt mintak
szdma k.. Barmely n-1 hosszi mintat, amely prefixe az n hosszu jel6ltnek, jeldlt prefix mintanak
neveziink. Ennek példanyait jelolt prefix minta példanynak nevezzilk. A minta jel6lt utolséd
tulajdonsagat bovit6 tulajdonsagnak nevezziik.

Az algoritmus alapétlete a kovetkezé megfigyelésre tamaszkodik. Az alap iCPI-fa algoritmusban
egy C jelolt f, bovit6 tulajdonsaggal a kdvetkezd képpen taldlhaté meg: (1) kigy(jtjik az 6sszes P;
jelolt prefix példanyt, (2) minden Pi jel6ltre keressik az f, tulajdonsagu szomszédjainak listajat az
iCPI-fabdl, (3) kozos elemek keresése ezeken a listakon. Mivel a jelolt prefix példanyok feldolgozasa
egymastél flggetlen, ezért ez pdrhuzamosithatd. Az algoritmusunk minden jelolt minta prefix
példanyat parhuzamosan dolgozza fel. Legyen k; a feldolgozott prefix példanyok szama. Vegylk
észre, hogy egy jelolt prefix példanyt tobbszor is feldolgozhatunk, ha az tobb jeldltnek (kilonbozé
bévitd tulajdonsaggal) is prefixe. Minden jel6lt prefix példany két szammal (egy lokalissal és egy
globdlissal) rendelkezhet. A lokalis jel6lt prefix példany szdm, egyetlen jelolt minta jeldlt prefix
példanyainak csoportjan bellli szamat jeloli. A globalis szam, az dsszes jel6lt prefix példany kozott
elfoglalt szamat jelenti. Bemenetként az algoritmus kap egy, az el6z6 lépesben megkapott, jelolt
minta puffert, amely n hosszi mintakat tartalmaz, egy minta puffert, egy minta példany puffert, egy
minta hashtablat a gyakori n-1 hosszu mintdkkal illetve egy példany szomszéd puffert és egy példany
szomszéd hashtdblat. A példany generald algoritmusnak sziiksége van segéd toOmbdkre, amiket
szintén tudunk parhuzamosan szamitani:

o istPointers: egy k. hosszu tdmb, ami minden jel6lt mintdhoz egy pointert tarol, ami az
elsé jelolt prefix példanyra mutat a minta példany pufferben.

e instanceCounts: egy k. hosszi tdmb, ami minden jel6lt mintahoz tarolja a jel6lt prefix
példanyok szamat (mennyiség).

e scannedinstanceCounts: egy parhuzamos belsé vizsgalat eredménye az instanceCounts
tombon.

e correspondingPatterns és extendingFeatures: egy k; hosszi tomb, ami melyek
Osszekapcsoljak a globalis jelolt prefix példany szamot a megfelel6 jeldlt minta szamaval
és a bovit6 tulajdonsagaval, mindkét tdmb rendezve van a hozzatartozé minta szerint.

Az elsG |épésben minden jel6lt prefix példanyhoz legeneraljunk a kdzos f, tulajdonsagu példanyok
listajat. Két tombot hozunk létre: (1) listSizes k; hosszu tombot, amely a szomszéd listak hosszait
tarolja, (2) newNeighbours k;x L hosszu tombot (L a szomszéd lista hossza a példany szomszéd
pufferben), amiben a szomszéd listakat taroljuk. A newNeighbours témb memadriabeli elhelyezkedése
és strukturdja megegyezik a példany szomszéd pufferével. Ehhez a [épéshez k;x L szalat inditunk. A
megfelel6 L szal minden csoportja egyltt mikodik egyetlen szomszéd lista legenerdlasahoz a
newNeighbours tombbe. Minden szal az indulasakor meghatarozza (1) a jel6lt prefix példany globdlis
szamat c €0, ...,k; —1 (ugyanazt minden L egymast kovetd szdlra), (2) a megfelel6 poziciét a
szomszéd listdban [ € 0,...,L — 1, (3) a megfelel jelolt minta szamat p, a correspondingPattern
tombbdl (4) és a bovité tulajdonsagot fe, az extendingFeatures toémbbdl. Ezutan c alapjan minden
szal meghatdrozza a lokalis jel6lt prefix példany szamot. Ezt Ugy kapjuk, hogy c-bdl kivonjuk a
scannedInstanceCount[p-1]-et. Ha p = 0, akkor ez a szdm a c lesz. Tovabba minden szal lekérdezi a
neki megfelel jelolt mintahoz, p, tartozd jelolt prefix példanyok elsé elemére mutaté pointert a
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listPointers tombbdl. A lokalis jelolt prefix példany szam és a pointer alapjan minden szal kiszamitja a
feldolgozandé jel6lt prefix példany els6 tulajdonsag példany cimét. Minden L szdl szinkronban keresi
az f, tulajdonsagu szomszédok listdinak metszetét, minden olyan tulajdonsag példanyra, amely része
a feldolgozott jelolt prefix példanynak. Az egész eljards majdnem csak a gyors megosztott memariat
haszndlja a GPU-n. Amikor a szdlak végeznek a szamitdsokkal az eredményeiket bemasoljdk a
newNeighbours tombbe és a kapott listak hosszat a listSizes tombbe.

Miutdn megtaldltuk a szomszéd listdkat, az algoritmus egy mddositott tomoritést végez, amely
eltdvolitja az Ures elemeket a kapott listabdl, de a megmaradt elemekbél elGall a teljes jel6lt minta
példany, tehat a megfelel6 jelolt prefix példany kibévitve a megfelel6 elemmel. Az eredménydl
kapott tomb struktiraja és tulajdonsdgai megegyeznek a minta példany pufferével.

4.6 A gyakorisag szamitasa

A gyakorisag szamitdsanak alapjaul tobb klasszikus parhuzamos algoritmus szolgdl, mint példaul a
rendezés, kulcs alapjan torténé redukcid és az egyedi algoritmus (ldsd 2. bekezdés). Az eljaras egy
érték kiszamitasaval kezd6dik, minden egyes jel6lt minta példanyhoz tartozé tulajdonsag példanyra,
amely a jelolt példanyon belili poziciéjabdl, a jelolt minta szamabdl és a példany azonositébdl all.
Ezen értékeket tartalmazd tombot ezutdn lexikografikusan rendezziik. Kovetkezé |épésként a nem
egyedi értékeket tdvolitjuk el a tdmbbdl az egyedi algoritmus segitségével. Az igy kapott tomb
minden jel6lt mintdhoz minden példanydnak pozicidjan egy egyedi, tulajdonsdg példanyaibdl allé
listat tartalmaz. Ezutdn a kapott tomb minden értékbél parhuzamosan eltavolitjuk a tulajdonsag
példany szamot (bdr a tulajdonsag példany azonositdja megmarad). Az igy kapott tomboén
alkalmazzuk a kulcs alapjan térténd redukciot, hogy megszamoljuk az eltér6 értékeket (a tombot
kulcs tombnek tekintjlik és az értékek 1-esek). A kapott eredmény minden jel6lt minta minden egyes
poziciéjahoz eltdrolja az egyedi tulajdonsag példanyok szamat, amelyek megjelenek a jel6lt minta
példanyokban. Ezen értékekre alapozva, kiszamitjuk minden jel6lt minta részvételi ratajat és
gyakorisagat (parhuzamosan).

A nem gyakori jel6lt mintdkat és a hozzajuk tartozd példanyokat eltavolitjuk egy tomorité
algoritmus segitségével. Csak a gyakori mintak és a hozzajuk tartozé példanyok maradnak (a minta
pufferben és a minta példany pufferben). Végil egy Uj minta hashtablat épitiink (parhuzamosan).

« sz

bemenetét.
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5. Eredmények

5.1 Megvalositas és Tesztelési kornyezetek

A kutatds céljabdl két megvaldsitasa készilt el az iCPI-fa alapu algoritmusnak: egy GPU-ra és egy
CPU-ra. A megoldasok GPU-s verzidjat a 4. pont irja le részletesen. A CPU verzié a 4.1 pontban leirt
adatstrukturakhoz hasonldakat haszndl, de a szdmitdsok parhuzamositasa masképp valdsul meg. Az
SIMD megkodzelités helyett, a “tobbféle utasitas tobbféle adatra” (multiple instructions multiple data
- MIMD) megkozelitést alkalmaztdk. A CPU-ra irt megvaldsitds az OpenMP-t [6] hasznadlja a
parhuzamositashoz a példany generacional és a gyakorisag kiszamitasanal, tobb magos CPU-val. Az
implementacié annyi szdlat indit, ahany magos a CPU és a szamitdsi feladatokat elosztja az inditott
szalak kozott. Az L paraméter (a példany szomszéd pufferbeli listdk hossza) mindkét megoldasnal 8-ra
lett bedllitva.

A kisérleteket Core2 Duo 2,1 Ghz-es CPU-val 8GB RAM-mal (CPU implementacid két szallal) és
GeForce 580GTX grafikus kartyaval 1,5GB RAM-mal rendelkez6 gépen, Windows 7 operacids rendszer
alatt futtattak.

5.2 Adathalmazok és Kkisérletek

Hogy felbecsilhessék a GPU-ra adott megoldast, 10 mesterséges adathalmazt hoztak létre a
teszteléshez. A [15]-ben bemutatott mesterséges generatorhoz hasonldval késziiltek ezek a
halmazok. Az igy kapott objektumok szama 25 ezer és 120 ezer kozo6tti, a térbeli tulajdonsagok szama
30-90, és 20-80 szazaléka a teljes példany allomanynak zajos volt. Két féle adathalmazt hasznaltak:
tomoret és ritkat. A tomor adathalmazokat a térbeli szerkezet minden dimenzidja mentén vald
tizszeres csokkentéssel érték el, mig az objektumok szamat megtartottak (a ritka adathalmazt egy
10000x10000 haléra generaltak).

3 kisérlet sorozatot vezettek le. Minden alkalommal mérték a gyorsuldst, tehat a CPU és a GPU
implementacié végrehajtasi idejének a ratajat. Az els6 sorozatban azt vizsgdltdk, hogy a minimum
gyakorisagi kiiszob novelésével a gyorsulds miként valtozik a toémor illetve a ritka adathalmazokon. A
masodik sorozatban a szomszédsagi kapcsolatok tavolsagi kiszobének befolyasat vizsgaltak két
kiilonboz6 szintd minimum gyakorisagi értékre. Végil megnézték miként valtozik a gyorsulds a
bemeneti adathalmaz méretének novelésével.

12
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5.3 Az eredmények értékelése

45 T

r

‘dense datasets —=
sparse datasets ——

40

35

E.D ..........................................................

Speedup

25t

20

02 0.3 04 05 0.6

Minimum prevalence
(a)

A 2(a) dbran lathatjuk az elsé kisérlet eredményét, amely a minimum gyakorisagi paraméter
befolyasat vizsgalta. Két érdekes dolgot lehet észrevenni. EIGszOr is az adathalmaz slrlsége nem
befolyasolja a gyorsulast, tehat mig a futdsi id6 ugyan valtozik, a GPU verzié ardnyaiban korilbelil
ugyanannyival gyorsabb a CPU verzional minden srlség esetében ugyanarra a minimum gyakorisagi
kiliszbre. Masodszor, a gyorsulas monoton csokken a minimum gyakorisdg novelésével. A kialakitott
teszt kornyezetben a 0,2-re dllitott minimum gyakorisagra kapott gyorsulds majdnem kétszerese a
0,6-ra allitott futtatas gyorsuldsdnak. Ez azért van mert a megndvelt gyakorisagi kiiszobre kevesebb
jelolt mintat kapunk és ezzel kevesebb jel6lt prefix példanyt dolgoz fel az algoritmus. Ez azt jelenti,
hogy kevesebb szdl indul. A kevesebb szal annyit tesz, mint (1) a memaria atvitel nem lesz elfedhetd,
(2) a GPU multiprocesszora nem biztos, hogy teljes mértében ki lesz haszndlva, (3) a példany
generalas lépése kevesebb id6be keriil mint az algoritmus mas lépései (mivel korabban az elsédleges
szempont ennek a lIépésnek az optimalizalasa volt, ez okozhatja a megfigyelt gyorsulas csokkenést).

13



2013. november 25 5. Eredmények

—— min. prevalence = 0.2
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A 2(b) dbrdn lathatjuk a masodik kisérlet eredményét, amely a szomszédsagi kapcsolatok tavolsagi
kiiszobének befolydsat tesztelte. Eszrevehetjiik, hogy minél nagyobb a tdvolsagi kiiszob anndl
nagyobb a gyorsulds. Ennek a jelenségnek a magyardzata hasonlé az el6z6 kisérletben tett
magyardzathoz. Nagyobb tavolsagi kiiszob esetén minden tulajdonsag példanynak tobb szomszédja
lesz. Ennek kovetkezménye, hogy a szomszéd listdk a példany szomszéd pufferben hosszabbak
lesznek és tobb példany jon létre a példany generdlas sordn. Ahogy azt az el6z6 bekezdésben
bemutattuk, minél tobb példanyunk van, annal nagyobb lesz a gyorsulds. Az dbran latszik, hogy két
minimum gyakorisagra végezték el a kisérletet: 0,2-re és 0,6-ra. A hozzajuk tartozd grafikon
megerGsiti a kordbbi megfigyelést, miszerint ha a minimum gyakorisag kisebb, akkor a gyorsulas
nagyobb. S6t, az el6z6ekhez képest, a gyorsulas itt is kétszeres lesz a két kliszob kdzott.

35 T T I
30}
25

20
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25 50 75 100 125
Number of objects [K]

(c)

A 2(c) dbrdn lathatjuk a harmadik kisérlet eredményeit, amely a tulajdonsag példanyok
(objektumok) szamanak befolyasat vizsgalta a gyorsuldsra. Meglep6, hogy a gyorsulds linearisan né,
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ha az objektumok szamat noveljiik. Természetesen nyilvanvald, hogy a gyorsulas nem novekedhet a
végtelenbe. Ugyanez a gérbe még tobb példanyra aszimptotikusan kozelit a maximdlisan elérhetd
sebesség gyorsuldshoz, ami fiigg a GPU és a CPU relativ teljesitményétél. A monotonitas a
kordbbiakhoz hasonléan magyardzhaté. A tobb objektum tobb minta példanyhoz vezet és igy tobb
jelolt prefix példanyhoz. Minél nagyobb az ilyen példanyok szdma, annal tobb szdlat indit az
algoritmus, ezzel jobban kihaszndlva a GPU altal biztositott lehetdségeket.

Sajnos a limitalt GPU memdria miatt a kisérletek nem tudtdk elérni a maximalis gyorsulast. Az
algoritmus memédria igénye fligg az adatok és a lekérdezés tulajdonsagaitél, mint példaul az
objektumok szamatél, a térbeli tulajdonsagok szamatél, az adatok sirlségétél és a minimum
gyakorisagtol. A 1,5GB memoéridju GPU 120 ezer objektumot tartalmazdé témor adathalmazra, 90
térbeli tulajdonsaggal és 0,2-es minimum gyakorisaghoz volt elegendé.
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6. Osszefoglalas és tovabbi lehet6ségek

Az eddigiekben bemutatott algoritmus korszer(i mUveleteket alkalmaz az egyiitt allé6 mintdk
felfedezésére parhuzamositva a GPU-n. Osszehasonlitva ezt a megoldast a tdbb szalas, CPU
feldolgozasu implementacidval, lathatjuk, hogy a GPU-val nagysagrendekkel jobb gyorsulas érhetd el,
mint a CPU-s verzidval.

Bar az eredmények nagyon biztatdak, még sok munka van hatra. A f6 probléma a grafikus kartya
limitalt memdridja. Ez a probléma kétféle képpen kezelhetd. Cikk készitSinek els6 terve mddositani az
algoritmust, hogy valtozé hosszu szomszéd listakkal tudjon szamolni. A jelenlegi megoldds pazarolja
mind a memariat és mind a szamitasi kapacitast (sok szal tres helyeket szamol ezeken a listakon).
Masodik terviik megvaldsitani az [5] cikkben bemutatott megoldasokat, melyek a korlatozott
memariaval valé egyitt allé mintdk banyaszasara vannak kiélezve. Tovabba tervezik egy hatékonyabb
algoritmus megalkotasat az iCPI-fa felépitésére GPU-n (jelenleg a faépitése a CPU-n zajlik). Végiil,
bonyolultabb problémak megolddsat fontolgatjak a maximalis egyitt all6 mintak felfedezésére a GPU
segitségével.
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