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Mi a klaszterezés (csoportositas)?

e Talaljunk olyan csoportokat objektumok egy halmazaban,
hogy az egy csoportban lévo objektumok egymashoz
hasonldak, mig a mas csoportokban levok pedig
kulonbozoek.

A csoportok kozotti
A csoportokon beliili tavolsagot
tavolsagot maximalizaljuk
minimalizaljuk

§ %)
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A klaszterezeés alkalmazasai

e Megértés

— Bongészeésnél kapott kap-
csolédd dokumentumok
csoportjai, hasonlo
funkcionalitassal bird
gének és fehérjék
csoportjai, hasonlo
armozgasu részvenyek
csoportjail.

e Osszegzés

— Nagy adatallomanyok
meéretének csokkentése.

Feltart klaszterek

Ipari csoport

= W

Applied-Matl-LE,Bay-Network-LE,3-COM-LE,
Cabletron-Sys-LE,CISCO-LE,HP-LE,
DSC-Comm-LE,INTEL-LE,LSI-Logic-LE,
Micron-Tech-LE, Texas-Inst-LE, Tellabs-Inc-LE,
Natl-Semiconduct-LE,Oracl-LE,SGI-LE,
Sun-LE
Apple-Comp-LE,Autodesk-LE,DEC-LE,
ADV-Micro-Device-LE,Andrew-Corp-LE,
Computer-Assoc-LE,Circuit-City-LE,
Compag-LE, EMC-Corp-LE, Gen-Inst-LE,
Motorola-LE,Microsoft-LE,Scientific-Atl-LE

Fannie-Mae-LE,Fed-Home-Loan-LE,
MBNA-Corp-LE,Morgan-Stanley-LE

Baker-Hughes-FEL,Dresser-Inds-FEL,
Halliburton-HLD-FEL,Louisiana-Land-FEL,
Phillips-Petro-FEL,Unocal-FEL, Schlumberger-FEL

Technoldgia 1-LE

Technoldgia 2-LE

Bank-LE

Olaj-FEL

A csapadék mennyiség
klaszterositasa Ausztraliaban
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Mi nem klaszterezés?

® Felugyelt osztalyozas
— Adott egy osztalyozo attributum.

® Egyszeru szegmentacio

— Osszuk fel a diakokat kulonboz6 csoportokba a vezeték
nevuk alapjan abéceé szerint.

® Eqgy lekérdezés eredmenyel
— A csoportok egy kuls6 specifikacio eredmenyei.

e Graf particionalas

— Kolcsonos fontossag vagy egyuttmikodeés az objektumok
(rekordok) kozott, azonban kulonboz6 teruleteken.
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A klaszter fogalma nem egyeértelmi
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Klaszterezések fajtai

® Egy klaszterositas klaszterek (csoportok) egy
halmaza.

® Fontos kulonbséget tenni a hierarchikus és a
feloszto klaszterezés kozott.

® Felosztd klaszterezes:

— Az objektumok felosztasa nem atfed6 részhalmazokra
(klaszterekre) ugy, hogy minden objektum pontosan egy
részhalmazban szerepelhet.

® Hierarchikus klaszterezeés:

— Egymasba agyazott klaszterek egy hierarchikus faba
szervezett halmaza.
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Feloszto klaszterezes

Eredeti pontok Feloszto klaszterezés
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Hierarchikus klaszterezés

pl
o
pl p2 p3 p4
Hagyomanyos hierarchikus Hagyomanyos dendrogram
klaszterezés
pl p2  p3 p4
Nem-hagyomanyos hierarchikus Nem-hagyomanyos dendrogram

klaszterezés
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Tovabbi kiilonbségek klaszterek kozott

e Kizar6 vagy nem-kizaro

— A nem-kizaro kleszterezésnél a pontok tobb klaszterhez is
tartozhatnak.

— Egy pont, a ,,hatar” pont, tobb osztalyt is képviselhet.

® Fuzzy vagy nem-fuzzy

— A fuzzy klaszterezésnél egy pont az 6sszes klaszterhez
tartozik O és 1 kozotti sullyal.

— A sulyok osszege 1.
— A valoszinlUsegi klaszterezés hasonlo tulajdonsaggal bir.

® Részleges vagy teljes
— Bizonyos esetekben az adatok egy részét akarjuk klaszterezni.

® Heterogen vagy homogén
— Nagyon kulonboz6 méretd, alaku es surlisegl klaszterek.
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Klaszterek tipusai

® JOIl elvalasztott klaszterek

® Kozeppont alapu klaszterek

e Osszefliggd klaszterek

® SUr(ség alapu klaszterek

e Tulajdonsag vagy fogalom alapu klaszterek

® Egy célfuggveny altal leirt klaszterek
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Klaszter-tipusok: Jol elvalasztott

@ JOl elvalasztott klaszterek:

— Egy klaszter pontoknak olyan halmaza, hogy a klaszter
barmely pontja kdzelebb van (vagy hasonlobb) a klaszter
osszes tovabbi pontjahoz mint barmelyik nem klaszterbeli
pont.

3 jol elvalasztott klaszter
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Klaszter-tipusok: Kozéppont alapu

® Kozeppont alapu

— Egy klaszter objektumoknak egy olyan részhalmaza, hogy egy
klaszterbeli objektum kozelebb van (hasonlébb) a klaszter
,,k0zéppontjahoz” mint barmelyik mas klaszterk6zépponthoz.

— Egy klaszter kozéppontja gyakran az un centroid, a
klaszterbeli 0sszes pont atlaga, vagy a medoid, a klaszter
legreprezentativabb pontja.

4 kozéppont alapu klaszter
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Klaszter-tipusok: Osszefiigg6

e Osszefligg6 klaszter (legkdzelebbi szomszéd)

— Egy klaszter pontoknak olyan halmaza, hogy egy klaszterbeli
pont kozelebb van (hasonldbb) a klaszter mas pontjaihoz mint
barmelyik nem klaszterbeli ponthoz.

.o
-------

8 osszefiiggo klaszter
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Klaszter-tipusok: Siriliség alapu

e SUrldseg alapu

— A klaszter surln elhelyezked6 pontok halmaza, amelyet
alacsony surlsegi tartomanyok valasztanak el hasonloan
nagy surlsegu klaszterektdl.

— Akkor hasznaljuk ha a klaszterek szabalytalanok vagy
egymast atfeddek, illetve hiba vagy kiugro értékek vannak.

6 slirliség alapu klaszter
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Klaszter-tipusok: Fogalom alapt

® Ko0zos tulajdonsaggal biré vagy fogalmi alapu
— Keressunk olyan klasztereket, amelyek valamilyen k6zos

tulajdonsagon osztoznak, illetve egy specialis fogalmat
jelenitenek meg.

2 atfedo kor
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Klaszter-tipusok: Ceélfiiggvény szerinti

® Egy celfuggveny altal definialt klaszterek

Keresslik meg azokat a klasztereket, amelyek egy célfuggveényt
minimalizalnak vagy maximalizalnak.

Szamoljuk 0ssze az 0sszes klaszterositast €s értékeljuk ki minden
lehetséges klaszterositas ,,josagat” a célfuggvény alapjan. (NP-
nehéz feladat)

Lehetnek globalis és lokalis celfuggvények.

+ A hierarchikus klaszterositasi algoritmusok altalaban tobb lokalis
célfuggvénnyel dolgoznak.

+ A feloszté6 modszerek altalaban egy globalis célfuggvéenyt hasznalnak.
A globalis célfiggvényes megkozelités egy paraméteres modellt
lleszt az adatokra.

+ A modell paramétereit az adatokbdl hatarozzuk meg.

+ A keverék modellek feltételezik, hogy az adatok valoszinlUsegi
eloszlasok egy ,,keverékét” kovetik.
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Klaszter-tipusok: Ceélfiiggvény szerinti

® Kepezzuk le a klaszterezési feladatot egy masik
tartomanyba és oldjuk meg a kapcsolt feladatot
abban a tartomanyban.

— A kozelségi matrix egy sulyozott grafot definial, ahol a
csucsokat kell klaszterezni és a sulyozott elek
reprezentaljak a pontok kozotti hasonlosagot.

— A klaszterezés a graf 6sszefuggd komponensekre
valo felbontasaval ekvivalens, a komponensek
lesznek a klaszterek.

— A klasztereken bellli élek sulyat minimalizalni, a
klaszterek kozotti élek sulyat pedig maximalizalni
szeretnenk.
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A fontosabb adatjellemzok

® A kOzelségi és slrusegi meértékek tipusai
— Ezek szarmaztatott mértékek, de alapvetbek a klaszterezés

szempontjabaol.
® Ritkasag

— Megszabja a hasonlosag tipusat
— Hozzajarul a hatékonysaghoz

e Attributum-tipusok
— Megszabja a hasonlosag tipusat

® Adat-tipusok
— Megszabja a hasonlosag tipusat
— Egyéb jellemzOk, pl. autokorrelacio

® Dimenzio probléma
@ Hiba és kiugro adatok
® Eloszlas tipusok

© Tan,Steinbach, Kumar Bevezetés az adatbanyaszatba

Fordito: Ispany Marton

%53




Klaszterezesi algoritmusok

® K-kozep modszer es valtozatai

® Hierarchikus klaszterezés

@ Surlseg alapu klaszterezes
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K-kozép (McQueen) modszer

Feloszto megkozelites.
Minden klaszterhez egy kozeéppontot ( ) rendelunk.

Minden pontot ahooz a klaszterhez rendelunk, amelynek a
kozéppontjahoz a legkozelebb van.

A klaszterek szama, K, adott kell, hogy legyen.
Az algoritmus egyszerd.

Algoritmus. Alap K-kozép médszer
1. Valasszunk ki K kezdeti kozéppontot.

2.
3.

4.

repeat

Hozzunk léetre K klasztert a pontoknak a legkozelebbi
kozéppontokhoz valé hozzarendelésével.
Szamoljuk ujra a kozéppontot minden klaszternél.

5. until A kozéppontok nem valtoznak.
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K-kozép modszer — Részletek

® A kezdeti kozeppontok altalaban veletlenszerlek.
— A kapott klaszterek futasrol futasra valtozhatnak.

® A kOzéppont (altalaban) a klaszterbeli pontok atlaga.

® A, kozelseget” mérhetjuk az euklideszi tavolsaggal,
koszinusz hasonldsaggal, korrelacioval stb.

® A K-kozeép modszer konvergal a fenti altalanos
hasonlosagi mértekekre.

® A konvergencia legnagyobb része az els6 néhany
iteracioban megtorténik.

—  Altalaban a leallasi feltétel arra modosul, hogy ,,Viszonylag kevés
pont valt klasztert”

e Komplexitas: O(n*K*|*d)

- n = pontok szama, K = klaszterek szama,
| = iteraciok szama, d = attributumok szama
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Keét kiilonbozo K-kozép klaszterezés
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Kezdeti kozéppontok megvalasztasa

Iteration 6
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Kezdeti kozéppontok megvalasztasa
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K-kozép modszer kiértékelése

® Az altalanos mérGszam: hiba négyzetosszeg (SSE - Sum
of Squared Error)
— Minden pontra a hiba a legkozelebbi klasztertdl valo tavolsag.
— Az SSE ezen hibak négyzetenek osszege:

SSE = i > dist*(m;, x)

i:]. XECi

— X egy pont a C,klaszterben, m, a C; klaszter reprezentansa
¢ altalaban m, a klaszter kozéppontja (atlaga)
— Keét klaszterezeés kozul azt valasztjuk, amelyiknek kisebb a
hibaja.
— Alegegyszeribb modja az SSE csokkentésének a K novelese.

¢ Egy jO klaszterezésnek kisebb K mellett lehet kisebb SSE-je mint egy
rosszabb klaszterezésnek nagyobb K mellett.
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Kezdeti kozéppontok megvalasztasa

lteration 5
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Kezdeti kozéppontok megvalasztasa
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A kezdeti kozéppontok problemaja

® Ha adott K ,,igazi” klaszter, akkor annak esélye, hogy
minden klaszterbdl valasztunk kozeppontot kicsi.

Ez az esély viszonylag kicsi ha K nagy

Ha a klaszterek ugyanolyan méretlek, pl n, akkor a
klasszikus formula alapjan (jo esetek szama/0sszes eset)

KIn® K1

- (Kn)X KK

Példaul ha K = 10 akkor ez a valosziniség = 10!/101° =
0.00036

Néha a kezdeti kozéppontok hozzaigazulnak a ,,helyes”
modhoz néha azonban nem.

Tekintsunk peldaként 5 klaszterpart (10 klasztert).
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10 klaszterbol allo példa

lteration 4

r r r [

0 5 10 15 20
X

Két kezdeti kozépponttal indulva minden par egyik klaszterébdl.
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10 klaszterbol allo példa

Iteration 1 Iteration 2
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Két kezdeti kozépponttal indulva minden par egyik klaszterébdl.
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10 klaszterbol allo példa

Iteration 4

0 5 10 15 20
X

Olyan klaszterparokkal inditva, melyeknek 3 kezdeti kozéppontja van, mig a tobbi
klaszternak csak egy.
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10 klaszterbol allo példa

Iteration 1 Iteration 2
8 8
6 61
4r 4
2F 2k
>l >k
-2+ 2k
ar 4t
6r -6
0 5 10 15 20 0 5 10 15 20
Iteration 3 Iteration 4
8 8
6 6
4r 4
2 2
>0k >0k
2k -2
ar 4t
6 6
0 5 10 15 20 0 5 10 15 20

X X
Olyan klaszterparokkal inditva, melyeknek 3 kezdeti kozéppontja van, mig a tobbi klaszternak
csak egy.
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A kezdeti kozeppont probléma megoldasa

® Tobbszori futtatas

— Segithet, azonban a valésziniség nem a mi
oldalunkon all.

@ Mintavetel utan alkalmazzunk hierarchikus klasz-
terezeést a kezdeti kozéppontok meghatarozasara.

@ Valasszunk tobb mint k kezdeti kozéppontot majd
valogassunk kozuluk.

— Valasszuk ki a legjobban elkulonuloket.
e Utdfeldolgozas

® Felezb K-kozép modszer
— Nem annyira érzékeny az inicializalasi problémakra.
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Ures klaszterek kezelése

@ Az alap K-kozeép algoritmus ures klasztereket is
adhat.

® Tobb strategia

— Valasszuk ki azt a pontot, amely az SSE legnagyobb
részet adja.

— Valasszunk egy olyan pontot, amely a legnagyobb
SSE-t adja.

— Ha tobb Ures klaszter van, akkor a fentieket tobbszor
kell megismetelni.
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A kozeppontok jarulékos frissitése

® Az alap K-kozép algoritmusban a kozéppontokat
akkor szamoljuk ujra, ha mar minden pontot
hozzarendeltunk egy kozepponthoz.

@ Egy alternativa az ha a kozeppontokat minden
egyes hozzarendelés utan frissitjuk (jarulékos
megkozelites).

— Minden hozzarendelés 0 vagy 2 kozeppontot frissit.
— Koltségesebb.

— Bejon a sorrendtdl valo fuggdseg is.

— Sohasem kapunk ures klasztert.

— Sulyokat is hasznalhatunk a hatas megvaltoztatasara.
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Elo- és utofeldolgozas

e Elbfeldolgozas

Normalizaljuk (standardizaljuk) az adatokat.
Tavolitsuk el a kiugroakat.

e Utofeldolgozas

Tavolitsuk el a kis klasztereket, amelyekben kiugro
adatok lehetnek.

Vagjuk kette a ,,szétes6” klasztereket, azaz amelyeknek
viszonylag nagy az SSE-juk.

Vonjuk ossze azokat a klasztereket, amelyek ,,kozel”
vannak egymashoz és viszonylag kicsi az SSE-juk.

Ezeket a lepéseket hasznalhatjuk a klaszterezes soran is
¢ ISODATA
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Felezo K~-kozép modszer

® Felezb K-kozép algoritmus

—  Egy olyan K-kozép varians, amely feloszto illetve
hierarchikus klaszterezesre egyarant alkalmazhato.

Algoritmus. Felezé K-kozép moédszer
1. Inicializalas. A klaszterlista tartalmazzon egy klasztert, amelynek az dsszes
pont legyen az eleme.

2. repeat

3. Valasszunk ki egy klasztert a listabdl. (Tobbszor is probalkozhatunk.)

4, for i=1 to iteraciok_szama do

5 Osszuk fel a kivalasztott klasztert az alap K-k6zép algoritmussal.

6 end for

7 Adjuk hozza azt a két klasztert a klaszterlistahoz, amelyeknek a legkisebb
az SSE-juk.

8. until Ismételjunk addig, amig a klaszterlista K klasztert nem tartalmaz.
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Példa felezo K-k6zép modszerre

lteration 10

0 5 10 1% 20
X
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A K-kozép modszer korlatai

® A K-kozép modszerrel gond van amennyiben a
klasztereknek eltéro a

— meretuk,
— sUrlséguk,
— vagy nem gomb alakuak.

® A K-kozep modszerrel gond van amennyiben az
adatok kozott vannak kiugroak.
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K-kozép korlatok: kiillonbozo méretek

Eredeti pontok

K-kozép (3 klaszterek)
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K-kozép korlatok: eltéro siirtiségek
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Eredeti pontok

K-kozép (3 klaszter)
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A K-kozep korlatai: nem gombszeri alak

Eredeti pontok K-kozép (2 klaszter)
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A K-kozép korlatainak legyozeése
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Eredeti pontok K-kozép klaszterek

Egy lehetséges megoldas ha tobb klasztert hasznalunk.
Talaljuk meg a klaszterek részeit majd ugyeljunk az
osszevonasukra.
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A K-kozép korlatainak legyozeése
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Eredeti pontok

K-kozép klaszterek
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A K-kozép korlatainak legyozeése

Eredeti pontok K-kozép klaszterek
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Hierarchikus klaszterezés

® Egymasba agyazott klaszterek egy hierarchikus
faba szervezett halmazat allitja elO.
® Egy un. dendrogrammal jelenithetjuk meg.

— Ez egy fa alaku diagram, amely a rekordokat
0sszevonasok vagy szétvagasok sorozataiva rendezi.

0.2r

0.15

0.1+

0.05
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A hierarchikus klaszterezés elonyei

® Nem kell feltételezni semmilyen konkrét klaszter-
szamot elore.
— Barmilyen elvart klaszterszamot megkaphatunk a

dendrogram egy megfeleld szinten valo
,,elvagasaval’.

@ Ertelmes osztalyozasoknak (taxondmiaknak) is
megfelelhet.

— Példak a biologia teruletén (allatvilag, filogenetikus
rekonstrukcio).
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Hierarchikus klaszterezés

® A hierarchikus klaszterezés két 6 tipusa

— QOsszevono:
+ Induljunk minden pontot kulon klaszterként kezelve.

+ Minden lépésnél vonjuk 0ssze a ket legkozelebbi klasztert amig csak
egy (vagy k) klaszter nem marad.

— Feloszto:
+ Induljunk egy minden pontot tartalmazo klaszterbdl.

¢ Minden lepésnel vagjunk ketté egy klasztert amig minden klaszter
csak egy pontot nem tartalmaz (vagy amig k klasztert nem kapunk).

® A hagyomanyos hierarchikus algoritmusok hasonlosagi
vagy tavolsag matrixot hasznalnak.

— Egyszerre egy klasztert vonjunk 0ssze vagy vagjunk szét.

© Tan,Steinbach, Kumar Bevezetés az adatbanyaszatba Fordité: Ispany Marton €258




Osszevono klaszterezési algoritmus

® A népszerlibb hierarchikus klaszterezési modszer.

® Az alap algoritmus egyszeru
Szamoljuk ki a kozelségi matrixot.
Legyen minden egyes pont egy onallo klaszter.
Repeat
Vonjuk 0ssze a ket legkozelebbi klasztert.
Frissitsuk a kozelségi matrixot.

R i A

Until Ismételjuk amig csak egy klaszter nem marad.

® Az alapvetd mlvelet két klaszter kOozelségének a
kKiszamolasa.

— A klaszterek kozotti tavolsag definiciojanak kulonbozo
megkozelitései mas-mas algoritmusokhoz vezetnek.
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Kiindulo helyzet

@ Induljunk ki minden pontot kulon klaszterként

kezelve a kozelsegi matrixbal.

pl

p2

p3

p4

p5

pl
p2
°° o =
O O .
Q .
O
O
O O QO
® O

Kozelségi matrix

pl0

P9

© Tan,Steinbach, Kumar Bevezetés az adatbanyaszatba

Fordito: Ispany Marton




K6zbenso helyzet

® Neéhany osszevonas utan az alabbi klasztereket kapjuk.

C1

C2

C3

C4

C5

C1

C3

@6

pl p2 p3

Kozelségi matrix

o o

&

p4

b

p9

pl0

5

pll pl2
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K6zbenso helyzet

e Ossze akarjuk vonni a két legkdzelebbi klasztert (C2 és C5)

majd frissiteni szeretnénk a kozelsegi

Cl |C2

C3

ca | cs

matrixot. C1
C2

C3

N

C5

Kozelségi matrix

® ® n ®
| !
. | |
; | | I
I |
| I ’—Il
.................. Ll as I
pl p2 p3 p4 p9 p10 pl1l p12
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Osszevonas utan

® A kérdés a kovetkezd: ,,Hogyan frissitsuk a kozelsegi

matrixot?” Cc2
c1 35 c3 | ca
c1 ?
@ coucs| 2| ?| ? |7
a C3 ?
ca ?

Kozelségi matrix

| 1
® ® .
| ' o |
| | !
| P
m I |
!
pl p2 p3 p4 p9 pl0 pll pl2
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Hogyan definialjuk a klaszterek kozotti a hasonlosagot?

pl | p2 | p3 | p4 |pS
, pl
Hasonlosag
) p2
p3
p4
p5
MIN
MAX

Csoport-atlag
Kozéppontok kozotti tavolsagok

Mas, célfuggveny altal meghatarozott
modszer
— A Ward modszer négyzetes hibat hasznal

Kozelségi matrix
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Hogyan definialjuk a klaszterek kozotti a hasonlosagot?

MIN

MAX
Csoport-atlag
Kozéppontok kozotti tavolsagok

Mas, célfuggveny altal meghatarozott
modszer
— A Ward modszer négyzetes hibat hasznal

Kozelségi matrix
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Hogyan definialjuk a klaszterek kozotti a hasonlosagot?

MIN

MAX
Csoport-atlag
Kozéppontok kozotti tavolsagok

Mas, célfuggveny altal meghatarozott
modszer
— A Ward modszer négyzetes hibat hasznal

Kozelségi matrix
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Hogyan definialjuk a klaszterek kozotti a hasonlosagot?

MIN

MAX
Csoport-atlag
Kozéppontok kozotti tavolsagok

Mas, célfuggveny altal meghatarozott
modszer
— A Ward modszer négyzetes hibat hasznal

Kozelségi matrix
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Hogyan definialjuk a klaszterek kozotti a hasonlosagot?

pl | p2 | p3 | p4 |pd
pl
p2
p3
p4
MIN >
MAX

Csoport-atlag
Distance Between Centroids

Mas, célfuggveny altal meghatarozott
modszer
— A Ward modszer négyzetes hibat hasznal

Kozelségi matrix
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Klaszter-hasonldosag: MIN vagy egyszerii kapcsolas

e Ket klaszter hasonlosaga a klaszterekbeli ket
leghasonlobb (legkozelebbi) ponton alapszik.

— Egy pontpar altal, azaz a kozelsegi grafban egy
kapcsolat altal (a tobbitdl fuggetlenul) meghatarozott.

1 12 13 14 |5
11| 1.00 0.90 0.10 0.65 0.20

12| 0.90 1.00 0.70 0.60 0.50

13 0.10 0.70 1.00 0.40 0.30
14/ 0.65 0.60 0.40 1.00 0.80 r
15/ 0.20 0.50 0.30 0.80 1.00 1

10

2 3 4
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Hierarchikus klaszterezés: MIN modszer

02"
0.15/
0.1
0.05
0 3 6 2 5 4 1
Egymasba agyazott klaszterek Dendrogram
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A MIN modszer elonyei

Eredeti pontok Két klaszter

* Nem elliptikus alakokat is tud kezelni.
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A MIN modszer korlatai
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Eredeti pontok Két klaszter

- Erzékeny a hibara és a kiugré adatokra.
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Klaszter-hasonldosag: MAX vagy teljes kapcsolas

@ Ket klaszter kozotti hasonlosag a klaszterekbeli
ket legkeveésbée hasonlo (legtavolabbi) ponttol

fugg.

— A két klaszter 0sszes pontja altal meghatarozott.

11 12 13 14 15
111 1.00 0.90 0.10 0.65 0.20
121 0.90 1.00 0.70 0.60 0.50

3/ 0.10 0.70 1.00 0.40 0.30
4/ 0.65 0.60 0.40 1.00 0.80 r_‘ r_‘

15/ 0.20 0.50 0.30 0.80 1.00 1 2 3 4 5
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Hierarchikus klaszterezés: MAX modszer

0.4r
0.351

0.3-
0.25

0.2-

0.15-
0.1r
37
0

Egymasba agyazott klaszterek Dendrogram
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A MAX modszer elonyei
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Eredeti pontok Két klaszter

- Kevésbé érzékeny a hibara és a kiugré adatokra.
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A MAX modszer korlatai
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Eredeti pontok Két klaszter

*Hajlamos a nagy klasztereket ketté vagni.

*Torzit a gombolyi klaszterek iranyaban.
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Klaszter-hasonlosag: csoport-atlag

e Ket klaszter kozotti kozelség a klaszterekbeli pontok kozotti
merdszamok atlaga.

> kozelség(p;, p;)

p;<Klaszter
p;<Klaszter;

| Klaszter, | « | Klaszter, |

kbzelség(Klaszter;, Klaszter;) =

® Azeért kell a skalazhatésag miatt atlagos osszekapcsolhatosagot

hasznalni, mert a teljes kozelség eldnyben részesit‘ a nagy

klasz}(frek?}. 3 14 15
11( 1.00 0.90 0.10 0.65 0.20

121 0.90 1.00 0.70 0.60 0.30

131 0.10 0.70 1.00 0.40 0.30

14/ 0.65 0.60 0.40 1.00 0.80 r_‘

15/ 0.20 0.50 0.30 0.80 1.00 1 2 3 4 5
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Hierarchikus klaszterezés: csoport-atlag

0.25-
0.2~
0.15-
0.1~
0.05
0 3 6 4 1 2 5
Egymasba agyazott klaszterek Dendrogram
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Hierarchikus klaszterezés: csoport-atlag

® Az egyszerl €s a teljes kapcsolas kozotti
kompromisszum.

® Er0ssegek

— Keveésbé erzékeny a hibara és a kiugro
adatokra.

e Korlatok
— Torzit a gombolyu klaszterek iranyaban.
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Klaszter-hasonlosag: Ward modszer

o Ket klaszter kozotti hasonlosag azon alapszik,
hogy az osszevonasuk utan mennyivel n6 a
negyzetes hiba.

— Hasonlo a csoport-atlaghoz amennyiben a pontok
kozotti tavolsag a negyzetes euklideszi tavolsag.

® Kevesbé erzékeny a hibara és a kiugro adatokra.
@ Torzit a gombolyu klaszterek iranyaban.

® A K-kozep modszer hierarchikus valtozata
— A K-kozép inicializalasara is hasznalhato.
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Hierarchikus klaszterezeés: osszehasonlitas

MAX
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Hierarchikus klaszterezés: ido és tar korlatok

® O(N?) tarigény mivel a kdzelségi matrixot
hasznalja.
— N a pontok szama.

e O(N?3) id6igény az esetek tobbségében.

— N lépest kell végrehajtani és minden egyes lépésben
egy N2 méretl kdzelségi matrixot kell frissiteni és kell
benne keresni.

— Egyes megkdzelitéseknél az idéigény O(N? log(N))-re
redukalhato.
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Hierarchikus klaszterezés: problémak és korlatok

® Ha egyszer dontest hozunk arrol, hogy ket klasz-
tert 0sszevonunk, akkor azt mar nem lehet meg
nem tortentté tenni.

® Nincs célfuggvény, melyet kozvetlenul
minimalizalunk.

® A kulonboz6 eljarasoknal az alabbi problemak
kozul lephet fel egy vagy tobb:
— Erzékenység a hibara és a kiugro adatokra.

— Nehéz kezelni a kulonboz6 méretl klasztereket és
konvex alakzatokat.

— Hajlam nagy klaszterek szétvagasara.
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MFF: Feloszto hierarchikus klaszterezeés

@ Epitsiink egy MFF-t (Minimalis feszité fa)
— Induljunk egy tetszdleges pontbdl allo fabal.

— Egymas utani lépésekben keressuk meg a legkozelebbi olyan (p,
q) pontpart, amelynél p eleme a fanak g pedig nem.

— Adjuk hozza g-t a fahoz és huzzuk be a p és q kozotti élt.

O s . o ; 06
I
O e e | 0.5
N
A U S S W SV S—
T ——.
e ———
0 | | | | | | 0 i i j i i j
0 0.1 0.2 0.3 0.4 0.5 0.6 0 0.1 0.2 0.3 0.4 0.5 0.6
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MFF: Feloszto hierarchikus klaszterezeés

e Hasznaljuk az MFF-t klaszterek hierarchiajanak
elGallitasara.
Algoritmus. MFF feloszté hierarchikus klaszterezeés.

1. Hatarozzuk meg a minimalis feszit6 fat a kozelségi
grafra.

2. repeat

3. Hozzunk léetre egy uj klasztert a legnagyobb
tavolsagnak (legkisebb hasonlésagnak) megfeleld
kapcsolat torlesevel.

4. until Amig egy elemi klaszterek nem maradnak.
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DBSCAN

® DBSCAN (Density-Based Spatial Clustering of
Applications with Noise — Strlség alapu térbel
klaszterezes hiba mellett)

® A DBSCAN egy slruseg alapu algoritmus.
—  SUrlség = egy rogzitett sugaron (Eps) bellli pontok szama
—  Egy pont belsé pont ha egy el6irtnal (MinPts) tobb pont van
Eps sugaru kornyezetében.
¢ Ezek lesznek egy klaszter belsejének pontjai.

— A hatar pontnak az Eps sugaru kornyezetben MinPts-nél
kevesebb pontja van, azonban van bels6 pont ebben a
kornyezetben.

— A zajos pont az 0sszes olyan pont, amelyik nem belsgé illetve
hatar pont.

© Tan,Steinbach, Kumar Bevezetés az adatbanyaszatba Fordité: Ispany Marton €258




DBSCAN: belso, hatar és zajos pont

2 AT TN
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151 MinPts = 4
g i | 2
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DBSCAN algoritmus

@ Toroljuk a zajos pontokat.
® Hajtsuk vegre a klaszterositast a fennmaradoakon.

current_cluster_label «— 1
for all core points do
if the core point has no cluster label then
current_cluster_label «— current_cluster_label + 1
Label the current core point with cluster label current_cluster_label
end if
for all points in the Eps-neighborhood, except i’ the point itself do
if the point does not have a cluster label then
Label the point with cluster label current_cluster_label
end if
end for

end for
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belso, hat3

DBSCAN

Pont tipusok: belso,
hatar and zajos

Eredeti pontok

=4

Eps = 10, MinPts
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Amikor a DBSCAN jol mukodik

Eredeti pontok Klaszterek

* Ellenallé a zajjal szemben.

« Kulonboz6 méreti és alaku klasztereket egyarant tud kezelni
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Amikor a DBSCAN nem miukodik jol

Eredeti pontok

* Valtozo6 siriség

* Magas dimenzioju adatok
(MinPts=4, Eps=9.92)
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DBSCAN: EPS és MinPts meghatarozasa

® Az otlet az, hogy a klaszterbeli pontok durvan ugyanakkora
tavolsagra vannak a k" —adik legkdzelebbi szomszédjuktal.

® A zajos pontoknak a k" —adik legkozelebbi szomszédja messze
van.
e Abrazoljuk a pontok és a ki —adik legkézebbi szomszédjuk kdzotti

rendezett tavolsagokat. Ha egy viszonylag nagy platét kapunk (Id.
abra) az a jo.
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Klaszter validalas

e Felugyelt tanitasnal szamos merészam van annak
meresere, hogy mennyire jo egy modell.
— Példaul: pontossag, visszahivhatosag

o Klaszterezésnél az analdg kerdes: hogyan mérhetjuk az
eredmeényul kapott klaszterek josagat?

® Azonban a klaszter csak az azt nézd szemében van!

® Ennek ellenére miert akarjuk megis kiértekelni?
— Hogy elkeruljuk a zajban valé mintazat kereseést.
— Hogy 0sszehasonlitsunk klaszterez6 algoritmusokat.
— Hogy 0sszehasonlitsunk ket klaszterezest.
— Hogy 0sszehasonlitsunk két klasztert.
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Klaszterek véletlen adatokban
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A klaszter validalas kiilonb6zo szempontjai

1. Adatok egy halmazan az un. klaszterosodasi hajlam meghatarozasa,
azaz annak eldontése, hogy van-e nem véletlen struktura az
adatokban.

2. A klaszterezés eredményeinek osszehasonlitasa kulso ismert
eredmenyekkel, pl. adott osztalycimkeékkel.

3.  Annak kiertékelése hogyan illeszkednek a klaszterezés eredmeényei
az adatokra kuls6 informaciokra valo hivatkozas nélkdl.

- Csak az adatokat hasznaljuk!
4. Ket klaszterezés kulonb6z6 eredményeinek osszehasonlitasa annak
megallapitasara hogy melyik a jobb.
5. A, helyes” klaszterszam meghatarozasa.

A 2., 3., és 4. pontoknal tovabbi szempontok lehetnek, hogy az

egész klaszterezést vagy csak egyedi klasztereket akarunk
kiertékelni.
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A klaszter validalas meéroszamai

® A klaszter validalas kulonboz6 szempontjainak igazolasara
szolgald numerikus merészamokat a kovetkez0 3 tipusba
sorolhatjuk.
— Kulsé index: Annak mérésére hasznalhato, hogy melyik klaszter-

cimke illeszkedik egy kuls6 osztalycimkere.
¢ Entropia

— Bels6 index: A klaszterezés josaganak mérésére hasznalhato
anélkul, hogy kuls6 informacidkra tamaszkodnank.
¢ Négyzetes hiba (SSE)

— Relativ index: Két kulonboz6 klaszterezés vagy klaszter

osszehasonlitasara hasznalhato.
¢ Gyakran kulsé v. belsé indexet hasznalunk erre a célra, pl. SSE v. entropia.

® Esetenkeént ezekre kriteriumkent hivatkozunk index helyett.

— Azonban néha a kritérium altalanos eljarast jelol és az index pedig egy
numerikus mérészamot, melyet az eljaras implementalasaval kapunk.
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Klaszter validalas korrelacio utjan

e Keét matrix
—  Kozelségi matrix
— ,,Incidencia” matrix
¢ Egy sor és egy oszlop minden rekordra.

¢ A matrix eleme 1 ha a hozzarendelt par ugyanabba a klaszterbe kerdlt.
¢ A matrix eleme 0 ha a hozzarendelt par kulonbozd klaszterbe kerdlt.

® Szamoljuk ki a korrelaciot a két matrix kozott.

—  Mivel a matrixok szimmetrikusak csak a n(n-1) / 2 szamu elem kozotti
korrelaciot kell kiszamolni.

® A magas korrelacio arra utal, hogy azok a pontok,

amelyek egy klaszterbe kerulnek, kozel vannak
egymashoz.

® Nem elég jo mérdszam bizonyos surlsegen alapuld vagy
osszefuggo klaszterek esetén.
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Klaszter validalas korrelacio utjan

® Az incidencia és a kozelségi matrix korrelacioja
K-kozép klaszterezes esetéen a kovetkezo két
adatallomanyra.
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Klaszter validalas hasonlosagi matrixszal

® Rendezzuk a hasonlosagi matrixot a klasztercimkek-
nek megfelel6en és vizsgaljuk grafikusan.
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Klaszter validalas hasonlosagi matrixszal

@ A véletlen adatokban a klaszterek nem olyan
élesek.
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Klaszter validalas hasonlosagi matrixszal

@ A véletlen adatokban a klaszterek nem olyan
élesek.

&
0.9F ee ° ® %
. *
0.8 o © . « £
°
0.7 . U
° e
: e .
0.6 ° . ¥ s

>0.5F

Points

04r o €
v
o
03y v
0.2r"

v
0.1-

Points X

K-kozép

© Tan,Steinbach, Kumar Bevezetés az adatbanyaszatba Fordité: Ispany Marton

%53




Klaszter validalas hasonlosagi matrixszal

@ A véletlen adatokban a klaszterek nem olyan
élesek.
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Klaszter validalas hasonlosagi matrixszal
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Belso mértek: SSE

e Osszetett alakzatoknal a klaszterek nem jol szeparalddnak.

e Belsé index: A klaszterezes josaganak meresére hasznal-
hato anélkul, hogy kulso informaciokra tamaszkodnank.

— SSE

® Az SSE |6 két klaszterositas vagy két klaszter
osszehasonlitasara (atlagos SSE).

e Szinten hasznalhato a klaszterek szamanak becsléseére.
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Belso mértek: SSE

® Az SSE gorbe 0sszetett adatallomanyra.
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A klaszter validalas kerete

® Egy keret szukséges barmilyen mertéek ertelmezésere.
—  Példaul, ha egy kiertékelésnél kapott mérészam 10, akkor az j0, rossz
vagy elégtelen?
® A statisztika szolgaltat keretet a validalasra

—  Minél kevésbé , tipikus” egy klaszterezés végeredménye annal
valdszinlbb, hogy az létez0 strukturat jelenit meg az adatokban.

—  Ossze tudjuk hasonlitani azokat az idexértékeket, amelyek egyrészt
véletlen adatok, masrészt valos klaszterek klaszterositasaibol jonnek.

¢ Ha egy index értéke valoszinltlen, akkor a klaszterezés eredménye
érvényes.

—  Ezek a megkozelitések bonyolultabbak és nehezebben megérthetoek.
® Két kulonbozo klaszterezés végeredmenyének ossze-
hasonlitasara mar kevésbé szukseges a fenti keret.

—  Azonban fennmarad az a kérdés, hogy a két index kozotti kulonbség
szignifikans-e.
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Statisztikus keret az SSE-re

o Példa

— Hasonlitsuk 0ssze a baloldali adatokra kapott SSE=0.005 értéket
véletlen adatoknal kapott 3 klaszter indexevel.

— A hisztogram véletlen adatok 500 elem( halmazara 100-szor
végzett 3 klaszterrre valo klaszterositas SSE indexének eloszlasat
mutatja, amely a (0.2,0.8) intervallumba esik.
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Statisztikus keret az SSE-re

® Az alabbi ket adatallomanyra vegrehajtott K-kozep
klaszterezésnel az incidencia matrix és a kozelsegi
matrix korrelacioja.

80
70+
1 1
0.9 0.9F e e » 60
L L ° ° * * . E
0.8 .,": % 0.8 . . « ¥ S 500
0.7 N 0.7 &
® oo s O 40
0.6 ¢ . 0.6F 5
O
>05F >05r £ 30+
0.4} 0.4 2
: 4 & v Al e
A AL 4 b L
0.3 ek MER AL 0.3 v 20
«p e . .
0.2 027 AR M 1oL
0.1f 01k
v v 0 1 I m
% 0.2 0.4 0.6 0.8 1 % 0.2 0.4 0.6 08 1 -7 0685 -06 -055 -05 -045 -04 -035
X X Correlation
Corr =-0.9235 Corr =-0.5810

© Tan,Steinbach, Kumar Bevezetés az adatbanyaszatba Fordité: Ispany Marton €258




Belso mertékek: osszetartas és elvalasztas

e Klaszter osszetartas: azt meri, hogy milyen
szorosan kapcsolddnak a klaszterbeli objektumok.
— Példa: SSE

e Klaszter elvalasztas: azt meri, hogy mennyire
kulonbozik egy klaszter a tobbitdl.

@ Peélda: Negyzetes hiba

— Az Osszetartast a klasztereken beluli neégyzetosszeggel merjuk

WSS =>" > (x—m,)

i XECi
— Az elvalasztast a klaszterek kozotti négyzetosszeggel mérjuk

BSS = ) |C|(m-m,)’

— ahol |Cj| '8z I-edij klaszterbeli elemek szama.
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Belso mertékek: osszetartas és elvalasztas

e Példa: SSE
— BSS + WSS = konstans
m
6—— ¢ \ o— X ¢
1 m, 2 3 4 m, 5
K=1 klaszter: WSS= (1-3)* +(2-3)* +(4-3)* +(5-3)* =10
BSS=4x(3-3)>=0
Osszes=10+0=10
K=2 klaszter: WSS= (1-1.5)% + (2—1.5)* + (4— 4.5)* + (5-4.5)* =1

BSS=2x(3-1.5)°+2x(4.5-3)* =9
Osszes=1+9=10
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Belso mértékek: osszetartas és elvalasztas

® A kOzelségi grafon alapuld megkozelitést egyarant
hasznalhatjuk O0sszetartas es elvalasztas méreseére.
— Egy klaszter 0sszetartasa a klaszteren bellli 0sszes kapcsolat sulyanak
az 0sszege.

— Egy klaszter elktlonulése a klaszter elemei és mas klaszteren kivuli
elemek kozOtti kapcsolatok sulyainak az 6sszege.

osszetartas elvalasztas
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Belso mértékek: arnykép egyiitthato

® Az arnykep egyutthato az osszetartas és az elvalasztas otletet
kombinalja mind egyedi pontokra, mind pedig klaszterekre és
klaszterezesekre.

® Egyiegyedi pontra
— Szamoljuk ki a = az i atlagos tavolsagat a klaszteren bellli pontoktaol.
— Szamoljuk ki b = min (az i atlagos tavolsagat mas klaszterektdl)
— Egy pont arnykép egyutthatojat az alabbi moédon definialjuk:

s=1-a/lb haa<b, (vagys=b/a-1 haaz=b, nem szokvanyos eset)

b
— Altalaban 0 és 1 kozé esik. o~ |
— Minél kozelebb van az 1-hez

annal jobb.

® Az atlagos arnykép szélesseget ezutan klaszterekre és
klaszterezésekre is ki tudjuk terjeszteni.
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Klaszter validalas kiilso mértékei: entropia és tisztasag

Table 5.9. K-means Clustering Results for LA Document Data Set

Cluster | Entertainment | Financial | Foreign | Metro | National | Sports | Entropy | Purity
1 3 5 40 506 96 27 1.2270 | 0.7474
2 4 7 280 29 39 2 1.1472 | 0.7756
3 1 1 1 7 4 671 0.1813 | 0.9796
4 10 162 3 119 73 2 1.7487 | 0.4390
5 331 22 5 70 13 23 1.3976 | 0.7134
6 5 358 12 212 48 13 1.5523 | 0.5525
Total 354 555 341 943 273 738 1.1450 | 0.7203

entropy For each cluster, the class distribution of the data is calculated first, i.e., for cluster j

purit

we compute p;;, the ‘probability’ that a member of cluster 7 belongs to class ¢ as follows:
Pi; = méj/mj, where m; is the number of values in cluster j and m,; is the number of values
of class ¢ in cluster 7. Then using this class distribution, the entropy of each cluster j is
calculated using the standard formula e; = Zf=1péj log, psj, where the L is the number of
classes. The total entropy for a set of clusters is calculated as the sum of the entropies of each
cluster weighted by the size of each cluster, i.e., e = Zil e, where m; is the size of cluster

1, K 1s the number of clusters, and m is the total number of data points.

y Using the terminology derived for entropy, the purity of cluster j, is given by purity; =
max p;; and the overall purity of a clustering by purity = Zfil L purity;.
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Utolso megjegyzés klaszter validalashoz

,,Klaszterezesek validalasa a legnehezebb és

legfrusztralobb része a

Az ebbe az iranyba tett

klaszteranalizisnek.

jelentOs erdfeszitések

nelkul a klaszteranalizis tovabbra is fekete magia
marad, amely csak azon igaz hivok szamara
érheto el, akik nagy batorsaggal es gyakorlattal

birnak.”

Jain & Dubes: Algorithms for Clustering Data

© Tan,Steinbach, Kumar Bevezetés az adatbanyaszatba Fordité: Ispany Marton €258




